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LYHENTEET

AIM = Tekodly ladketieteessa

AUC = Luokittelijan havaintojen erottelukyky

BMTL = Bayesilainen Monitehtdva Oppiminen

CIMT = Kaulavaltimon sisékalvon paksuuden ultradéni arviointi
CNN = Kierteinen hermoverkko

cVAUC = Ristiinvalidoitu kaariviivan alainen alue

DFU = Diabeettinen jalkamatidhaava

DR= Diabeettinen retinopatia

EMR = Elektroninen ld&kintérekisteri

FAIMS = Kentta Assymetria loni liikkuvuus

FCN = Taysin kiertein hermoverkko

FMR = Yhteen liittynyt koneoppiminen

FPG = Plasman paastosokeri

GFR = Hiussuoniston suodatus nopeus

Gradient Boost = Kaltevuus suhteen/kaltevuuden/muutosnopeuden vahvistaminen
KNN = K-Iahin naapuri

LR= Logistiset Regressiomallit

LDA = Linearinen erottelukyky analyysi

NB = Naiivi Bayesildinen

NPV = Negatiivinen ennustava arvo

SVM = Tukivektori kone

PDC = Sairaalan sijoittamisen riski ennustus perustuen katettujen péivien osuuteen

PPV = Tarkka positiivinen ennustearvo



PCA = Padkomponenttien analyysi
OCT = Kerroskuvaus rontgen

QDA = Neli6 lineaarinen erottelu analyysi
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THVISTELMA

Koneoppiminen on yksi tekodlyn osa-alue, jota voidaan hyddyntad laajasti

terveydenhuollossa erilaisiin kayttotarkoituksiin. Diabetes hoidossa

koneoppimisteknologioiden kayttéonotto voi merkitd huomattavaa laadullista parannusta
ja kustannustehokasta hoitoa. Tutkimuksen tavoitteena on tuottaa kayttOkelpoista ja
ohjeellistavaa tietoa koneoppimisen soveltamismahdollisuuksista toimivan Kliinisen ei-
tietdmyskantaisen  paatoksenteon tukijarjestelman suunnittelumallin  luomiseksi
terveydenhuolto-organisaatioihin, terveydenhuollon ammattihenkilokunnan Kkliinisen
paatoksenteon edistdmiseksi.

Tutkimuksen teoreettisen viitekehyksen muodostaa koneoppiminen terveydenhoidossa ja
Kliininen paatoksenteko. Tutkimuksen osioita ovat koneoppimisen sovellettavuus
diabeteshoitoon, koneoppimisen soveltaminen diabetes hoitotulosten ennustamiseen ja
koneoppiminen  diabeteksen  diagnosointitydkaluna.  Tutkimusmenetelmd on
kvalitatiivinen, integroiva kirjallisuuskatsaus. Aineisto kerdttiin useasta eri tietokannasta,
ja se muodostuu pééasiassa tieteellisista katsaus-, tutkimus- ja konferenssiartikkeleista.
Tutkimuksen aineisto analysoitiin ymmartdamaan pyrkivalla laadullisella analyysilla.
Tama tehtiin induktiivisella lahestymistavalla aineistolahtdisena sisallénanalyysina.

Integroivan Kirjallisuuskatsauksen synteesin pohjalta saatu tutkimustulos vastaa
esitettyihin tutkimuskysymyksiin ja madrittelee toimivan ei-tietdmyskantaisen kptj:n
vaatimuksia jarjestelmén varsinaista suunnittelua ja teknista toteutusta varten. Tulokset
osoittavat, ettd koneoppimistekniikoista syvaoppiminen, ohjaamaton oppiminen, ohjattu
oppiminen, yhteen liittynyt koneoppiminen ja daarimmainen oppimiskone ovat niita
koneoppimisalgoritmeja, joita pitdisi integroida mukaan ei-tietoon-perustuvaan kliiniseen
paatoksenteon tukijarjestelmaan, varsinaisen kliinisen paatoksenteko prosessin
tukemiseksi diabetes hoidossa. Tutkimuksen tuloksia on selostettu tarkemmin diskussio
kappaleessa ja rajoitukset on myds pyritty tuomaan esille.

AVAINSANAT: koneoppiminen terveydenhoidossa, hoidon laatu, diabetes mellitus,
Kliininen paatoksenteon tukijarjestelmé ja integroiva kirjallisuuskatsaus
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ABSTRACT

Machine Learning is one sub-area of artificial intelligence that can be utilized widely in
healthcare to different purposes of use. Adopting machine learning technologies to
diabetes care can mean considerable improvement in quality of care and cost-effective
treatment of this disease. The aim of this research is to acquire viable knowledge about
healthcare systems in diabetes care that utilizes machine learning technologies for a non-
knowledge base clinical decision support system planning model designed for diabetes
care in order to support health care professionals decision making process.

Machine learning in healthcare and clinical decision making formulate framework in this
research. Machine learning as clinical decision making supporter of healthcare
management in diabetes care was researched using qualitative research method, in other
words integrative literature review. A data is collected from databases that includes a
scientific research literature. Articles that have been chosen to this research are review-,
survey and conference articles that have been evaluated and accepted by scientific
community. The study focuses to machine learning applicability to diabetic care,
machine learning and predicting of diabetes care outcome, and machine learning and
diagnosing of diabetes mellitus. Research data is analyzed inductively by content analyses
that is based on research data.

Based on research methods a non-knowledge base clinical decision support system
planning model idea was investigated from integrative literature review for hospitals in
order to contribute clinical decision making process of health care professionals in
diabetes care. The results show that machine learning techniques that should be
integrated into clinical decision support systems are deep learning, non-controlled
machine learning, controlled machine learning, federated machine learning and extreme
learning machine. These technologies can promote clinical decision making process of
healthcare professionals by helping to build a functional non-knowledge base clinical
decision making support system designed for diabetes care. Results are reported
thoroughly in discussion chapter and limitations are also mentioned.

KEYWORDS: Machine Learning models, Quality of Care, Clinical Decision Making,
and Integrative Literature Review



1.Johdanto

Julkinen terveydenhuolto jarjestelmdmme kohtaa suuria haasteita tulevaisuudessa mm.
kroonisten sairauksien lisd&dntymisen ja vdeston ik&d&ntymisen takia. Yksi globaalisti
lisadntyva krooninen sairaus on diabetes mellitus. Se on noussut yhdeksi
merkittdvimmaksi kansanterveydelliseksi ongelmaksi viime vuosina, ja siitd koituu myos
valtavia kustannuksia kansataloudelle terveydenhuoltomenoina. Asiantuntijat uskovat
my06s diabeetikoiden maaran lisdantyvan yhteiskunnassa l&hitulevaisuudessa. Tama
asettaa myds terveydenhuollon tietojarjestelmille paljon uusia vaatimuksia. Niiden on
pystyttava ennen kaikkea tukemaan terveydenhuollon organisaation ammattihenkildiden
diabetes hoitoon liittyvid paatoksentekomekanismeja mahdollisimman tasmallisesti ja

asianmukaisesti.

Tekodlyn kayttoonotto terveydenhuollossa voi avata tdysin uusia mahdollisuuksia
kroonisten sairauksien ennaltaehkaisyssd, sen oikea-aikaisessa diagnosoimisessa ja
hoitamisessa. Sen uskotaan voivan kustannustehokkaasti tehostaa terveydenhuollon eri
sektorien toimintaa terveydenhuollossa. Koneoppiminen on yksi tekodlyn osa-alue
(Vahékainu & Neittaanmaki 2017). Koneoppimisen soveltamisessa diabeteshoitoon on
kuitenkin yleensd ongelmana se, ettd terveydenhuolto organisaatioilla puuttuu
tietopohjana optimaalista kliinista paatoksentekoa hyvén hoidon laadun ndkokulmasta
edistava, hyvin toimiva kliinisen paatoksentekojarjestelman suunnittelumalli. Talléin
pitdisi selvittdd ne osatekijat, mistd onnistunut diabetes hoitoon sovellettu kliinisen

paatoksenteko jarjestelman malli rakentuu.

Tutkimus on poikkitieteellinen. Siind kaytetddn hyoddyksi muiden rinnakkaistieteiden
tdman aihepiirin viimeaikaisia 16ydoksia ja tutkimustuloksia. Nain voidaan myds edistaa
tietojarjestelmatieteen kehitystd  itsendisenda tieteenalana. Koneoppimisen
soveltamismahdollisuuksien tutkiminen diabetes hoidossa voi antaa tdysin uusia
mahdollisuuksia,  toimivimpien  ei-tietopohjaisten  Kliinisten  p&&toksenteon

tukijarjestelmien suunnittelumallien luomiselle.



Aikaisemmin julkaistun tieteellisen kirjallisuuden perusteella tiedetddn koneoppimisen
soveltamisen diabetes hoitoon pystyvdn huomattavasti helpottamaan diagnosointia,
karsimaan kalliita hoitokustannuksia sek& edistamdan sairauden Kliinistd tutkimusta.
Tahanastiset tutkimustulokset ja 16ydokset ovat kiistatta osoittaneet, ettd koneoppimista
on kaytetty sairauksien diagnosoinnissa tehokkaasti. Se toimiikin erinomaisesti
erityyppisten sairauksien diagnosointitilanteiden tyokaluna, ja antaa historian
tdhdnastisesti tarkimman diagnosointimenetelmén. Sitd pidetddn myo6s erittdin
kustannustehokkaana ratkaisuna ladkarille, sairaalalle ja potilaille. (ks. Véhdkainu &
Neittaanmaki 2017). Koneoppimista voidaan kayttdd my0ds tautien kulun
ymmartdmisessa seka tehokkaiden hoitojen suunnittelussa esim. 2 tyypin diabetekselle.
Koneoppimisella voidaan myds kehittdda monia alykkaita sovelluksia edistaméan kliinista
tutkimusta. (ks. Fagella 2018).

1.1 Tutkimuksen tavoite ja rajaukset

Tutkimuksen tavoite on tutkia koneoppimisen soveltamista diabetes hoitoon.
Terveydenhuollon elektronisoituminen vaatii terveydenhuolto-organisaatioilta toimivan
ICT-teknologian ja korkealuokkaisen tekoélysovellusten onnistunutta soveltamista
jarjestelmasuunnittelussa. Tdémén tutkimuksen tuloksena syntyy ei-tietdmyskantainen
Kliinisen  paatoksentekojarjestelman  suunnittelumallin ~ idea  terveydenhuolto
organisaatiolle. Tutkimus on toteutettu laadullisella, kvalitatiivisella
tutkimusmenetelmalld, eli tutkimusmetodina kaytetadn tassa tutkimuksessa integroivaa
kirjallisuuskatsausta. Laadullinen tutkimus on valittu tutkimuksessa lahestymistavaksi,
koska tutkimuksen tarkoituksena on ymmaértad tutkittavaa ilmiota, ja saada siita
syviéllinen, kattava kokonaiskuva ja ymmartdd tarkemmin koneoppimisen

kayttotarkoituksia tssd vaikeassa kroonisessa sairaustilassa.

Taman tutkimuksen ongelma méaéritelld&n deskriptiivisesti, eli minkalaisia ongelmia
terveydenhuolto jarjestelmassé talla hetkelld vallitsee diabetes mellituksen hoidossa.

Onko koneoppimista mahdollista hyddynt&é tehokkaasti diabeteshoidossa kliinikoiden



Kliinisen padtoksenteon tukemisessa? Tutkimusongelmaa pyritddn ratkaisemaan
seuraavilla  tutkimuskysymyksilla:  mitda  preskriptiivistd tietoa tieteellisessa
kirjallisuudessa on koneoppimisen mahdollisuuksista diabeteksen hoidossa? Kuinka sen
avulla voidaan edistéa ja kehittad terveydenhoidon johdon kliinist4 paatoksentekoa taman
yleistyvan kroonisen sairauden hoidossa? Miten koneoppimismallit voivat auttaa
diabetespotilaiden hoitotulosten ennustamisessa? Tutkimus toteutettiin laadullisella,
kvalitatiivisella  tutkimusmenetelmélld, eli tutkimusmetodina kéytetddn tdssa
tutkimuksessa integroivaa Kirjallisuuskatsausta. Laadullinen tutkimus on valittu
tutkimuksessa lahestymistavaksi, koska tutkimuksen tarkoituksena on ymmartéa
tutkittavaa ilmiotd, ja saada siitd syvallinen, kattava kokonaiskuva ja ymmartéa
tarkemmin tutkimuskohteen kéyttotarkoituksia tassé vaikeassa kroonisessa sairaustilassa.
Tutkimusaineisto hankittiin  padasiassa tietokannoista, joissa on tallennettuna
arvostetuista tiedejulkaisuisuista julkaistuja, tieteellisen arvion lapikéyneita tutkimus-,
katsaus- ja konferenssi artikkeleita. N&istd muodostuu varsinainen tyon teoreettinen

viitekehys.

1.2 Tutkimuksen kulku ja tulokset

Koneoppimisen onnistunutta soveltamista diabeteshoitoon tutkitaan tassa tutkimuksessa
kvalitatiivisen tutkimusmenetelman avulla, eli ilmiot4d tutkitaan integroidun
kirjallisuuskatsauksen perusteella. Sen avulla kehitetddn toimivaa ei-tietdmyskantaisen
Kliinisen  paatdksenteon  tukijarjestelman  suunnittelumallia  terveydenhuolto-
organisaatioon. Integroiva kirjallisuuskatsaus on valittu tutkimusmenetelmaksi, koska
tavoitteena on luoda ei-tietdmyskantaisen kliinisen péaatoksenteko jarjestelmén
suunnittelumallin idea terveydenhuolto organisaatioille ja tutkimuksen teorian luomiseen

voidaan kayttad uusinta olemassa olevaa tutkimusaineistoa.

Tutkimusmetodiksi tutkimukseen on valittu laadullinen, integroiva kirjallisuuskatsaus.
Integroivassa Kirjallisuuskatsauksessa tutkimusongelmat pyritaan ratkaisemaan olemassa
olevan tutkimuskirjallisuuden avulla. T&ssd tutkimusmetodissa tehtyd tutkimusta

tutkitaan uudelleen. Sen avulla voidaan koota tutkimuksista tuloksia, ndmé puolestaan



ovat perusteena taysin uusille tutkimustuloksille. (Salminen 2011:1). Integroidun
kirjallisuuskatsauksen avulla voidaan myds mm. tunnistaa nykyisia aukkoja
tutkimuksessa ja taydentdd aukkoja. Sen avulla voidaan myos suorittaa tutkimuksen
alaisen kohteen aihealueen tieteellisen ndyton vahvuuden arviointi ja teoreettisen tai
kéasitteellisen viitekehyksen tunnistaminen. (Russel 2005). Tutkimusmenetelmana
integroivan Kkirjallisuuskatsauksen hyvana puolena on se, ettd siind on mahdollista
yhdistaa teoreettista ja empiirista tietoa sekd myods eri metodein tehtya tieteellista
tutkimusta samaan katsaukseen. Sen paallimmadiset tehtavat ovat tieteen nykytilan
kuvaaminen, teorian kehittdminen ja tutkimuksesta saadun tiedon soveltaminen.
(Whittermore & Knaff 2005).

Integroiva  kirjallisuuskatsaus ~ voidaan  jakaa eri vaiheisiin.  Integroivassa
kirjallisuuskatsauksessa ensimmaéisen vaiheen tarkoitus on tunnistaa ja méaaritella selvésti
tutkimusongelma. Sen jalkeen tutkimusaineisto hankitaan tutkimuskysymysten kautta
madriteltyjen  valintakriteerien  perusteella.  Seuraavassa vaiheessa  keratty
tutkimusaineisto arvioidaan, analysoidaan ja analyysivaiheessa esille nousseiden
avainkasitteiden ja merkitysten perusteella voidaan tehdd tutkimuksesta varsinainen
synteesi. (Salminen 2011:8).

Tutkimusaineisto koostuu l&hinnd tieteellisen arvioinnin I4pikaynneistd review-,
tutkimus-, ja konferenssi artikkeleista, jotka ovat tutkimuksen ensisijaisia lahteitd. N&in
ollen voidaan varmistaa, ettd Kirjallisuuskatsauksessa kaytetaan tieteellisesti luotettavia
léhteitd aineistona. Tutkimuksessa on lahteina myds kirjoja ja Pro-gradu-tutkielmia, joista
on ammennettu tietoa tutkimukseen liittyvan peruskésitteiston ymmaértamiseksi.
Koneoppiminen diabeteshoidossa, ja sen mahdollisuus edistdad kliinikoiden Kkliinista

paatdksentekoa, muodostavat tutkimuksen viitekehyksen.

Katsauksen tutkimusaineisto kerdtédén kéayttaen useita tietokantoja. Ne ovat mm. pubmed,
Science Direct, IEEE, AIS digital libary ja INFORMS. Niilld saadaan kattava kuvaus
aihepiirin nykytilasta. Seuraavalla sivulla kuvassa 1 on kuvattu kvalitatiivisen integroivan

kirjallisuuskatsauksen eri vaiheet.
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tietamyskantai
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i
diabeteshoito

on

Kuval. Integroivan Kirjallisuuskatsauksen vaiheet.

Tutkimuksessa osoitettiin, kuinka koneoppimismallit, algoritmit ja koneoppimisella
toteutetut sovellukset voivat huomattavasti edistaa terveydenhoidon ammattihenkiliden
Kliinisen  péa&toksenteon hoidossa.

prosessia  diabetes Koneoppimistekniikoista

syvéoppiminen, ohjaamaton oppiminen, ohjattu oppiminen, yhteen liittynyt
koneoppiminen ja darimmaéinen oppimiskone ovat erittdin toimivia teknologisia
ratkaisuja hyvan hoidon laadun takaajina diabetes hoidossa. Koneoppimisteknologian

kayttoonotto terveydenhuolto-organisaatioissa mahdollistaa  toimivan ei-
tietdmyskantaisen kliinisen péatoksentekojérjestelmén toteuttamisen hyvén hoidon
laadun takaamiseksi. Koneoppiminen tuo tdhan merkittavédan kansanterveydelliseen
ongelmaan erinomaisen, kustannustehokkaan, teknologisen tekodlyyn pohjautuvan
ratkaisun. Koneoppimistekniikoiden avulla voidaan paremmin ymmartaa tata sairautta,
ja koneoppimisalgoritmit mahdollistavat ennen kaikkea nopean ja tehokkaan

potilasaineiston luokittelun ja ké&sittelyn.

Neuroverkkoihin perustuvat syvdoppimista hyddyntavat paatoksenteontuen jérjestelmét
antavat nopeasti tasmallista tietoa diabeteksen liitdnnaissairauksien tilasta, identifioivat
ne, auttavat toimittamaan oikea-aikaista hoitoa niihin tasmallisesti, luokittelevat
liitdnndissairauksien vakavuusasteen ja pystyvat ennakoimaan diabetekseen liittyvien
silmésairauksien kehityskulkua. Syvaoppimisen avulla voidaan myos toteuttaa tehokas
diabeteksen liitdnndissairauksien seulontajérjestelmd. Syvaoppimisjérjestelmid ollaan
nykyisin diabeteshoidossa liittdmassa yha enemman yhteen ja niihin on integroitu myos
automaatiota, jonka avulla voidaan tehd& solutason havainnointia diabetes potilaan

halvausriskin maarittelemiseksi. Koneoppiminen ja datalouhinnan yhdistdminen voi
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edistdd my0s varsinaista diabetestutkimuksen tekoa merkittavasti. Tarkead sairauteen
liittyvaa tietoaineistoa voidaan lisatd sen avulla, ja tarkedd Kliinistd dataa pystytdan
toimittamaan oikea-aikaisesti terveydenhuollon ammattilaisten kéyttéon. Sairauden
vakavuusasteen taso voidaan myos méaritelld nopeasti. Tdmé tukee my0s reaaliaikaista
Kliinista paatoksentekoa liitdnnaissairauksien ilmaantuessa. Sairauden puhkeamista on
mahdollista ennakoida samoin sen kehityskulkua. Diagnooseista paattaminen onnistuu

nopeammin ja hoidon priorisointi tehostuu.

Ohjaamattoman oppimisen avulla voidaan antaa mm. oikeanlaisia ravintosuosituksia
potilaille, ja voidaan myods saddella diabetes potilaan veren sokeri piikkeja tarkoin.
Ohjattu  oppiminen  puolestaan mahdollistaa tehokkaan seulontajarjestelman
rakentamisen ja sairauden komplikaatioiden hallinnan. Hoitoa voidaan myds kehittd
yksilollisemp&an suuntaan, ja interventioita voidaan myds kohdentaa niitd tarvitseviin
hoitoon sitoutumattomiin riskipotilasryhmiin tehokkaasti. Uudet koneoppimistekniikat,
kuten darimmaiset oppimiskoneet voivat tehokkaasti ennustaa potilaan ylipainotilan
kehittymista ja ennakoida siihen liittyvié terveysriskeja. Diabeteksen tapahtumia voidaan
my0s nykyisin havaita tasmallisesti ns. korkea-ulottuvuus koneoppimisen avulla.
Tiivistetysti voidaan sanoa, ettd koneoppimisen kéyttéonotto terveydenhuolto
jarjestelmisséd voi tehostaa diabetes hoidon diagnostiikkaa, oikein ajoitettua hoidon
toimittamista laajalle ihmispopulaatiolle kustannustehokkaasti ja auttaa yksil6llisten

hoito-ohjelmien toteuttamisessa.
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2. Koneoppiminen

Koneoppimista on maédritelty lukuisissa lahteissd. Roos(2016)analysoi ja madrittelee
koneoppimista kasitteend Helsingin Yliopiston luentomateriaalissa Johdatus tekoalyyn
varsin laajasti ja mielenkiintoisesti. Hanen mukaansa koneoppiminen on kasitteena
madriteltavissa siten, ettd kasite puretaan kahteen erilliseen sanaan. Tall6in késitteella
kone viitataan tietokoneeseen ja tietokoneohjelmaan. Kasitteelld oppiminen puolestaan
tarkoitetaan hdnen mukaansa ongelman ratkaisukyvyn parantumista kokemuksen avulla.
Né&in ollen h&n paatyy maaritelméssadn siihen johtopéatokseen, ettd ohjelmoija ei
pelkéstdan kirjoita tarkkoja séantéja jonkun ongelman ratkaisuun vaan ohjelmoija
ohjeistaa tietokonetta oppimaan esimerkeistd. Hanen mukaansa tietokone voi oppia
ratkaisemaan jotain tehtdvad jopa paremmin kuin ohjelmoija itse kykenee. (Roos
2016:31-44).

Roosin (2016) mukaan nykyisin on helppoa ja halpaa kerata digitaalista dataa halvoilla
sensoreilla. Datan tallentaminen on halvan kovalevytilan ansiosta myds halpaa ja
helppoa, samoin kuten datan l&hettdminen. Se on l&hes ilmaista netissé. Tallgin kaikki
pystyvat kerddmaddn suuria madrid dataa. Nain tekevatkin mm. yritykset, kaupat
(ostotapahtumat, hakukoneet, hakulausekkeet, valinnat), finanssisektori (osakkeet,
valuuttakurssit), tehtaat (erilaiset sensorit), sosiaalinen media (facebook, twitter), kaikki
palvelimet, tiede, kuten geenitekniikka, geeniespresso, ja hiukkaskokeet fysiikassa.
Ongelmaksi muodostuu se, miten naita voidaan hyédyntaé. (Roos 2016:31-44).

Roos (2016) ottaa luentomateriaalissaan hyvin esille havainnollistavia esimerkkeja siita,
miten voidaan ohjelmoida tietokonetta esim. pelaamaan ristinollaa. N&iden esimerkkien
kautta paadytadn vahitellen vaiheittain siihen, mit4 koneoppiminen itseasiassa tarkoittaa.
Ensimmaisessa vaihtoehdossa katsotaan koko pelipuu l&pi ja valitaan optimaalisesti vain
yksinkertaiset pelit. Toisessa vaihtoehdossa ohjelmoija Kkirjoittaa s&&annot sellaisella
tyylillg, etté jos vastustajalla on kahden suora ja kolmas on vapaa, sinun tulee est&é suora

laittamalla oma merkki siihen ym. Tamé& on Kkuitenkin erittdin tyolasta ja vaikeaa.
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Kolmannessa vaihtoehdossa tullaan  varsinaiseen  koneoppimiseen.  TallGin
tietokoneohjelmoija kokeilee erilaisia sadntojd, ja pelaa itseddn (tai muita) vastaan,
kokeilee milla sd&nnoilla voittaa ja milla s&annoilla havitddn. Taméa on varsinaista
koneoppimista. (Roos 2016:31-44).

Toisena esimerkkind Roos(2016) kirjoittaa Arthur Samuelin 1950-60 luvulla laatimasta
koneoppimista  kuvaavasta madritelmdstd. Samuelin  mukaan alkuvaiheessa
tietokoneohjelma oppii pelaamaan tammea. Silloin ohjelma pelaa itseddn vastaan
tuhansia kertoja, ja se oppii mitka positiot ovat hyvia ja mitk& huonoja. Tadma tapahtuu
sen perusteella, kuinka usein ne johtavat voittoon tai haviéon. Nain ollen ohjelma tulee
lopulta paremmaksi kuin sitd opettava ohjelmoija. Roosin (2016) mukaan erds
koneoppimisen maéaritelmé on se, etta tietokone parantaa suorituskykyaan suorittaessaan
jotain tiettya tehtdvaa. Tamé tapahtuu aina silloin kun se nékee esimerkkeja. Nain ollen
on erotettava tehtava, eli mitd koneoppiminen yrittdd tehdd? Toisin sanoen, minka
ohjelman se ratkaisee? Niin sanottu hyvyysmitta on myds aina erotettava, ja tallgin on
mitattava sitd, kuinka hyvin koen ohjelman ratkaisevan tehtavaa? Viimeiseksi on vield
erotettava esimerkki/data, eli mika on se kokemuspohja/esimerkkidata, jonka perusteella
kone/ohjelma oppii?(Roos 2016:31-44).

R00s(2016) esittelee mielenkiintoisen modernin  sovelluksen, jolla han pyrkii
havainnollistamaan sitd, missa arkipaivadmme kuuluvissa sovelluksissa koneoppimista
kaytetdan. Yksi tallainen on automaattinen kasvojen tunnistus. Tamaé ei toimi perinteisesti
normaalin ohjelmoinnin periaatteiden mukaisesti, eli ettd ohjelmoija vain Kirjoittaa
sadntdjd. Saannot voisivat esimerkiksi mennd niin, ettd algoritmilla olisi ehdot “Jos
tumma lyhyt tukka, joskus silmilasit, iso nend, niin se on Mikko”. Tdmé ei mitenkddn
kaytanndssé voisi toimia, miten on esim. mahdollista arvioida "nenén” koko? jne. Sen
takia varsinaisessa koneoppimisessa tietokoneelle ndytetddn (kuva, nimi), ne ovat
esimerkkipareja. Talloin tietokone oppii itse, mitk& piirteet ovat asiaan kuuluvia ja
olennaisia. Tdmé& on yleenséd melko vaikea ongelma koneelle, mutta se on mahdollista
ratkaista, jos on riittdvan paljon esimerkkejd. Seuraavana esimerkkind on roskapostin

suodatus. Sekaan ei toimi siten, ettd ohjelmoija vain kirjoittaa saantojé, kuten esim. jos
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siséltdd sanan ”Viagra”, niin se on roskaa. Tdmé& on vaikeaa, eikd se ole kayttajalle
raataloity. (Roos 2016:31-44).

Siksi onkin parempi, etta kayttaja ohjeistaa tietokonetta esimerkiksi siitd, mitka postit
ovat roskaa. Talloin tietokone kykenee itse oppimaan luokittelusdannét. Hakutulosten
jarjestaminen on myos yksi esimerkki, jossa koneoppimista soveltamalla voidaan pystyé
ennustamaan sitd, mitd loppukayttaja haluaa. Hakutulosten jarjestdminen ei toimi
optimaalisesti silloin, kun sen toimintaperiaate perustuu siihen, ettd ohjelmoija kirjoittaa
tarkan kaavan, jolla voidaan pisteyttdéd sanan esiintymismaard, linkkien maéarad, ym. Sen
jalkeen ne jarjestetaan pisteiden mukaan. Tassa ongelmaksi muodostuu se, ettd ohjelmoija
ei voi tietdd, miten eri sivujen ominaisuuksia pitaisi painottaa. Talldin koneoppimista
apuna kayttden tdma tarkoittaisi, ettd tallennettaisiin ne linkit, mitka valitaan minkakin
hakulausekkeen jalkeen. Sitten laitettaisiin suosituimmat sivut karkeen. Siitd voidaan
yrittdd ennustaa mité loppukayttdja haluaa. Hakulausekkeiden ennustamisessa ohjelmoija
antaa valmiin sanakirjan. Tassa ongelmaksi muodostuu sanojen jatkuva muuttuminen, ja
edellisid hakulausekkeita pitaisikin kayttad esimerkkeind, joista kone voi oppia. Muita
konkreettisia esimerkkeja koneoppimisen soveltamisesta reaalimaailman on mm.
kasikirjoitettujen merkkien tunnistaminen. Tatd voidaan kéyttdad hyvaksi esimerkiksi
postin lajittelussa ja vanhojen Kirjojen digitoinnissa. Autonomiset ajoneuvot ovat myods

yksi meidan kaikkien tuntema koneoppimisen sovelluskohde. (Roos 2016:31-44).

Muita koneoppimisen sovellusalueita on mm. suoritusjérjestelmat, konekaantaminen ja
ns.”’kavereiden ehdottaminen”. Suositusjédrjestelmien toimintaperiaatteena on se, ettd
mikali asiakas ostaa Kirjan, niin jarjestelma tdméan pohjalta olettaa kirjoittajan olevan
kiinnostunut myos tésta toisesta Kirjasta. Se toimii samalla periaatteella myos silloin kun
kayttajat arvioivat elokuvia. Talloin jarjestelmé ehdottaa sen pohjalta kayttajélle uusia
elokuvia katseltavaksi. Konek&antdminen toimii perinteisella tavalla. Se perustuu
sanakirjaan ja kielioppiin, kuitenkin nykyé&an kaikki perustuu yhd enemman ja enemmén
tilastolliseen konekdéntamiseen, ja se puolestaan perustuu esimerkkeihin ja dataan. Ns.
kavereiden ehdottamisessa pyritddn koneoppimisen avulla ehdottamaan kavereita, eli
voiko Facebook kaverigraafin perusteella arvata, tuntevatko kaksi henkil6a toisensa vaiko

el, ja osaako Twitter arvata ketd olisit kiinnostunut seuraamaan?(Roos 2016:31-44).
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Koneoppiminen on tekodlyn osa-alue. Silla on varsin monia madritelmid. Fagella (2018)
on kirjoittamassaan artikkelissaan mééritellyt koneoppimisen tieteeksi, jossa tietokoneita
opetetaan toimimaan, kuten ihmiset ja parantamaan heidan oppimistaan ajan kuluessa
automaattisella itseohjautuvalla tavalla. Se tapahtuu syottamaélla tietokoneisiin dataa ja
informaatiota havaintojen muodossa ja reaali-maailman interaktioilla. Tama maaritelméa
on Fagellan (2018) mukaan sellainen, jolla koneoppimisen ideaali, objektiivinen tai
aarimmainen paamaara Kiteytetddn. Tdman maaritelman ovat hyvaksyneet ja ilmaisseet

my6s monet muut tdmén kyseisen alan tutkijat. (Fagella 2018).

Pyle & San Jose (2015) puolestaan ovat sitd mieltd, ettd koneoppiminen perustuu
algoritmeihin, jotka oppivat datasta. Tamé tapahtuu ilman, ettd ne saisivat toimintansa
tueksi mitédan viestia sdantdihin pohjautuvalta ohjelmalta. Siit4 tuli oma tieteellinen
oppiaine jo my6haan 1990-luvulla, kun pienet kehitysaskeleet digitalisaatiossa ja
halvassa laskennallisessa tehossa mahdollistivat data tieteilijéille mahdollisuuden

lopettaa valmiiden mallien rakentamisen. (Daniel & Pyle 2015).

Vahakainu ja Neittaanmaki (2017) ovat raportissaan tekoély terveydenhoidossa sita
mieltd, ettd koneoppimisella on yhteisia piirteitd tilastotieteen kanssa. Naissa
molemmissa tehdddn paatelmia aineistoihin perustuen, mutta koneoppimisessa on
kuitenkin tarkasteltavana kohteena ohjelmallisten toteutusten laskennallinen vaativuus.
Vahakainun ja Neittaanmden (2017) mukaan useat eri péattelyongelmat ovat ns. NP-
kovia tai jopa vaikeampia, koneoppimisen tutkimiseen kuuluu siis lisaksi likiméaéaraisten
paattelyalgoritmien kehitystyd. Koneoppimisen algoritmit luokitellaan niille annettavaan

opetusdatan perusteella. Yleisimpia algoritmien tyyppejé ovat:

1. Ohjaamaton oppiminen (opetusdatasta ei tiedetd mitdén aiemmin)
2. Ohjattu oppiminen (opetusdatasta tiedetdan haluttu ulostulo)
3. Vahvistusoppiminen (oppiminen tapahtuu mallin ja ympdriston jatkuvan
vuorovaikutuksen seurauksena)
(Véhakainu ja Neittaanméki 2017).
Véhakainu ja Neittaanmé&ki(2017) toteavat, ettd koneoppimisen ehka tunnetuin ohjatun
oppimisen malli on paatdspuut(desicion trees). Ne ovat yksinkertaisia bin&éripuita, ja
niiden avulla jarjestelma kykenee tekeméén péatoksiad. Yksittaiset puut eivat pelkastaan
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ole ns. oppivia jarjestelmia, koska niilla on staattinen luonne. Useiden puiden
yhteiskaytolla ja uusien puiden luomisen avulla on kuitenkin mahdollista saavuttaa
oppiva jarjestelmé. Paatospuiden toimivuus yksinkertaisissa jarjestelmissa on yleensa
havaittu hyvaksi. Isommissa jarjestelmissd ne eivat kuitenkaan enad ole paras

mahdollinen menetelmd. (Vahakainu & Neittaanméki 2017).

Véhékainu ja Neittaanmaki (2017) mukaan koneoppimisessa on mahdollista kayttaa
mya0s graafiteorian ja todennakdisyyslaskentaan perustuvia malleja. Esimerkkeind ndista
on ns. Bayers-verkot. Bayer-verkot ovat varsin yksinkertaisia, suunnattomia syklittomia
verkkoja. Niiden toimintaperiaate on sellainen, ettd mikéali henkil6lla on esimerkiksi
koomaan johtava paansarky, se olettaa hanella olevan todennédkdisesti myds aivokasvain.
Bayers-verkkoja kaytetadn koneoppimisen yhteydessa aina silloin, kun halutaan keréta
tietoja tuntemattomasta systeemistd. Talloin on mahdollista aloittaa pienelld verkolla ja
ldhted vahitellen laajentamaan verkkoa. Koneoppimista kaytetddn nykyisin useilla
erilaisilla ammatillisilla sektoreilla. SAS on ilmoittanut naiksi mm. finanssipalvelut,
hallituksien toiminnot, terveydenhuolto, markkinointi ja myynti, 6ljy- ja kaasuteollisuus,
kuljetusala ym. Tunnetuin koneoppimisen kayttotavoista nykypaivana on kuitenkin ehka
mallien(hahmojen)tunnistaminen(pattern reconition), sen avulla on mahdollista havaita

useita eri tyyppisia kuvia. (Vahéakainu & Neittaanmaki 2017).

Véhékainu ja Neittaanméki (2017) madrittelevat kirjoittamassaan raportissa tekoély
terveydenhuollossa koneoppimisen tekodlyn osa-alueeksi ja data-analyysimetodiksi,
jonka tarkoitus on automatisoida analyyttista mallin rakentamista. Koneoppimisessa
onkin keskeista iteratiivisesti dataa kayttdmalla luoda oppivia algoritmeja. Talloin
koneoppiminen antaa tietokoneelle erinomaisen mahdollisuuden l6ytda piilevi
oivalluksia ja ideoita. Naiden kohdetta ei ole vélttamatta oltu edes alun perin algoritmein
ohjelmoitu, ja on myds huomioitava se tosiasia, ettd koneoppimisessa ei ole vélttamatta
aina kirjoitettuna valmista algoritmia kaikkia tilanteita varten. Siind kone voi oppia taysin
itsendisesti ja paattyd haluttuun lopputulokseen. Toiminta on ndin ollen ldhes
samankaltaista kuin hakukoneilla. Ne pyrkivat siis tarjoamaan niin osuvia- ja oikeita
hakutuloksia omille kayttajilleen kuin vain on mahdollista. Lis&tt4essa tietoa tietokantaan

tapahtuukin aina koneen oppimiskyvyn kehittymista. (Vahékainu & Neittaanmaki 2017).
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Koneoppimisen yksi osa-alue on syvéoppiminen (Deep Learning), joka on vield varsin
uusi asia. Syvaoppimisen katsotaan alkaneen vuodesta 2006, ja se on noussut yha
enemman esille vuoden 2012 jalkeen. Talla koneoppimisen osa-alueella sovelletaan
Tjoan (2013) mukaan hierarkkisia arkkitehtuureita ja epalineaarisia informaation
prosessoinnin tasoja. Syvéoppimisessa pyritddn luomaan sopivalla algoritmilla ns.
neuroverkko, joka tavoittelee sille soveltuvan ongelman ratkaisemista. Syvaoppimista
kaytetdan yleensa sellaisten ongelmien ratkaisuun, joiden ratkaisua on vaikea toteuttaa
perinteisilla menetelmilld, koska ne vaativat monimutkaisten saantdjen kayttoa.
Syvdoppimista hyddynnetddn paljon nykyisin sellaisilla alueilla, kuten l&&ketieteen
diagnostiikka, kuva, puhe, tekstien kasittely ja tunnistaminen. Kaikkien tunnetuimpia
hyodyntamisen alueita ovat monet arkipdivassa kaytetyt sovellukset, kuten Applen Siri,

Googlen Street View-karttapalvelu ja puheentunnistuksen palvelu. (Tjoa 2013.)

Syvaoppiminen on kokoelma tilastollisia koneoppimisen teknologioita, niita kaytetaan
oppimaan toimintohierarkkioita, ja ne perustuvat keinotekoisiin neuroverkkoihin.
Syvéoppimisen algoritmien suorituskykyd on mahdollista parantaa mm. lisddmélla dataa,
tuottamalla/generoimalla lis&a dataa, dataa uudelleen skaalaamalla ja dataa muuntamalla.
(Akasin 2014.)

2.1 Koneoppimismallit ja datan luokittelu

Koneoppimiseen liittyy paljon kasitteistdd, jota on syytd selventdd sekaannuksen
valttdmiseksi. Koneoppimismallilla tarkoitetaan matemaattista kuvausta reaalimaailman
prosessista. Koneoppimismallin muodostamiseksi tdytyy hankkia opetusdataa, josta
koneoppimisalgoritmi voi oppia. Koneoppimisalgoritmi puolestaan on hypoteesijoukko,
joka on omaksuttu alussa ennen opettamisen aloittamista reaalimaailman datan avulla.
Esim. lineaarinen regressio algoritmi tarkoittaa joukkoa tehtdvakokonaisuuksia, jotka
madrittelevat vastaavia lineaarisella regressiolla rajattuja kuvaajia, ja noista
toimintojoukoista voidaan valita toiminto, joka sovitetaan parhaiten opetus datalla.
Opettaminen koneoppimista varten tarkoittaa, ettd algoritmi lapikdydaan opetusdatalla.

Opettelu algoritmi 16ytaa talléin polkuja opetusdatalla, ja ne ovat vastaavia
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vastaavanlaisten kohteiden sy6ttdmuuttujien kanssa. Opettamisprosessien tuloste taas on
koneoppimismalli, jota voidaan kayttada ennusteiden tekemiseen. T&ta prosessia kutsutaan
my06s oppimiseksi. Regressiotekniikkaa kéytetddn tulosteiden ollessa todellisia arvoja
perustuen jatkuviin muuttujiin esim. milloin tahansa data sarjassa, ja tdéhan tekniikkaan
siséltyy mitan selvittdminen. Luokittelussa taas tietoaineisto jaetaan ennalta maarattyihin
luokkiin. Talléin esim. s&hkdposti voi olla roskapostia tai ei roskapostia. Kohde
puolestaan on mika tahansa syottémuuttujan tuloste. Piirteet taas ovat yksilollisig,
itsendisid muuttujia, jotka toimivat jarjestelmén syotteend. Ennustemallit kéyttavat
piirteitd tehddkseen ennusteita. Uudet piirteet voidaan my6s saavuttaa vanhoista piirteista
kayttden metodia, joka tunnetaan piirre koneoppina. Yksi kolumni datajoukossa voi olla
esim. yksi piirre, ja niitd kutsutaan myds attribuuteiksi, ja numeroiden piirteitd kutsutaan

puolestaan ulottuvuuksiksi. (Bhattarcharjee 2017.)

Koneoppimisessa kaytettdva tietoaineisto voidaan jakaa kolmeen osaan eli opetus-,
testaus- ja validointiosaan. Validointiosaa kdytetddn mallin ylisovittamisen valttdmisen
ehkéaisyyn ja optimaalisten hyperparametrien etsimisen. Hyperparametrit ovat
koneoppimisalgoritmien parametrejd, joiden avulla voidaan vaikuttaa siihen, kuinka
kompleksinen malli on. Hyperparametrit eivat kuitenkaan ole koneoppimisen malleja
vaan algoritmien parametreja. Eri  koneoppimisalgoritmeilla on erilaisia
hyperparametreja ja monissa algoritmeissa saattaa olla useitakin muutettavissa olevia
hyperparametreja.  PdatOspuiden  hyperparametreilla on mahdollista rajoittaa
paatdspuiden maksimietaisyytté tai lehtisolmuissa olevien havaintojen méaréd. Hyvan
koneoppimismallin luomiseksi riittdd yleensd muutaman hyperparametrien muuttaminen.
Ne loydetddn yleensa kokeilemalla useita eri arvoja valituille hyperparametreille, ja
laskemalla eri parametrien arvoilla luotujen mallien ennustevirheet validointi tai ristiin
validointi aineistoa kayttden. Parhaimmat hyperparametrien arvot johtavat pienempaén
ennustevirheeseen. Etsittdessa hyperparametrien arvoja on syyta kayttaa aina validointi
aineistoa tai ristiinvalidointi  aineistoa ennustevirheiden laskemiseen, eika
testausaineistoa. Testausaineistoa kaytetddnkin vain testaamiseen, ja lopullisen mallin
luomiseen, hyperparametrien arvojen valinnan jalkeen. Tall6in mallin ennustevirheesta
saadaan tarkka arvo. (Athey 2018.)
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Koneoppimismallin ja koneoppimisalgoritmin varsinaiset erot ovat siing, etta lineaarinen
regressio algoritmi on tekniikka, jossa sovitetaan pisteitd linjalle, kuten esimerkiksi Y =
M X+ C. Sovittamisen jalkeen saadaan tuloste Y = 10x + 4. Tdma on koneoppimismalli.
Malli on sellainen, jossa annetaan syottd, ja joka antaa tulosteen. Koneoppimisessa
opettamisen jalkeen mika tahansa koneoppimisalgoritmilla luotu objekti on malli.
Tallaisia ovat esimerkiksi tukivektorikone malli (SVM model) ja Satunnaisen metsan

malli (Random Forest malli). (Ravindrran 2016.)

Koneoppiminen tarkoittaa siis sellaisen mallin luomista, joka ennustaa hyvin uusia
havaintoja. Toisin sanoen havaintoja, joita ei ole kaytetty mallin sovittamiseen tai
opettamiseen. Koneoppimisessa mallin tehokkuutta voidaan arvioida ainoastaan sen
ennustamistarkkuudella. Mallin ennustamistarkkuudella pystytddn saamaan arvio
kayttamalla mallia uusien havaintojen ennustamiseen. Ennustamistarkkuuden
testaamiseksi  koneoppimisprojektissa aineisto jaetaan opetus- ja testausosaan.
Opetusosaa kaytetaan mallin opettamiseen ja testausosaa puolestaan mallin testaamiseen.
Talléin voidaan saavuttaa realistinen arvio mallin ennustetarkkuudesta, toisin kuin jos
mallin ennustetarkkuutta testattaisiin vain aineistolla, jota on kaytetty mallin
opettamiseen, jolloin saataisiin turhan optimistinen arvio. Koneoppimismenetelmat ovat
joustavia ja niiden avulla on mahdollista luoda epélineaarisia, kompleksisia malleja. Nain
ollen koneoppimismenetelmilld voidaan sovittaa vaivattomasti malleja, jotka ennustavat
opettamiseen kaytettyja havaintoja hyvin, mutta niilld on huono ennustetarkkuus uusia
havaintoja ennustettaessa. Tasta seuraa ylisovittamisen ongelma. (Athey 2018.)

Ylisovittaminen  (overfitting) on  ké&site, joka tarkoittaa  toisin  sanoen
koneoppimisalgoritmin luoman mallin kykya ennustaa opetusaineistoon kuuluvat
havainnot liian hyvin. Malli pystytddn sovittamaan niinkin hyvin, etta se ennustaa koko
opetusaineiston havainnot taydellisesti. Kyseessa ei ole kuitenkaan hyva ratkaisu, koska
aineistossa esiintyy aina ajonkin verran satunnaisvaihtelua. Mikali mallista luodaan liian
kompleksinen, se alkaa ennustamaan myds taté aineiston havaintojen satunnaisvaihtelua.
Talloin malli ei voi yleistdd kovin hyvin, ja kdytettdessd mallia ennustamiseen uudella
aineistolla mallin ennusteet ovat varsin huonoja. (James, Written, Hastle & Tibshirani
2013: 30-36.)
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Koneoppimisen avulla voidaan késitelld suuria tietoaineistoja, ja tata aineistoa voidaan
kasitelld ja luokitella monella tavalla eri kéyttotarkoituksia varten. Kéyn tdssa lapi
muutamia aineiston luokittelutapoja. K:n ldhimman naapurin menetelmda pidetaan
tehokkaana ja yksinkertaisena luokittelumenetelmdnd. K:n Ilahimmé&n naapurin
luokittelija kykenee ennustamaan uuden havainnon tai instanssin luokan laskemalla
kaikkien opetusaineiston nadytteiden etdisyyden uusimpaan havaintoon. Taman jalkeen
valitaan k kappaletta ndytteitd, joiden etéisyys on suhteessa uuteen instanssiin kaikkein
pienin. Uuden instanssin luokka maaraytyy aina k:n lahimmén naapurin yleisimman
luokan mukaan. Etéisyys uuteen havaintoon voidaan mitata monella tavalla, yleisimmin
kaytetddn mittana Euklideen etdisyyttd. Kaksiulotteisessa avaruudessa kahden pisteen
euklidisen etaisyyden laskemiseen voidaan kayttaa Pythagoran lausetta eli a? + b? = c2.
(Wu, Kumar, Quinlan, Ghosh, Yang, Motoda, & Zhou 2008.)

K:n l&himman naapurin luokittelijaa pidetaan niin sanottuna laiskana oppijana. Laiskojen
oppijoiden ja ahkerien oppijoiden erot perustuvat siihen, ettd laiskojen malleja ei
rakennetta ekspliittisesti opetusvaiheessa. Ahkeria oppijoita ovat mm. paatéspuut ja
tukivektorikoneet. Laiskojen oppijoiden ns. opetusvaihe koostuu kdytdnngssa aineiston
tallentamisesta muistiin. Laskenta tapahtuukin vasta uusia instansseja luokiteltaessa. (Wu
ym.2008.)

K:n ldhimman naapurin luokittelijaa muodostettaessa, tarkeimmaksi valinnaksi
muodostuu sopivan k:n arvon valinta. Mikali k:n arvo on liian pieni saattaa aiheutua
ylisovitus, ja toisaalta sen ollessa liian suuri voi aiheutua alisovitus. Ndin ollen k:n arvoksi
kannattaa valita luku, jolla véltetadn tasatulokseen padtyminen. K:n arvoksi kannattakin
valita aina pariton luku, esimerkiksi binaarisen kohdemuuttujan tapauksessa. Wu ym.
(2008) huomauttavat myds, ettd muuttujat kannattaa normalisoida. Se on tarpeen
erityisesti muuttujien arvoalueiden vaihteluiden ollessa suuria. Muuttujan arvoalueiden
ollessa merkittavésti laajempi kuin muiden muuttujien arvoalue, tdmankaltainen muuttuja

kykenee dominoimaan luokitusta. (Wu ym. 2008.)

Tukivektorikonetta pidetdan yhtené suosituimmista  ja parhaimmista
luokittelumetodeista, niiden tiedetddn olevan erinomaisia “out of the box”-

luokittelijoista. Tukivektorikoneen toimintaperiaate perustuu yksinkertaiseen ja
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intuitiiviseen luokittelijaan. Tat4 kutsutaan maksimaalisen marginaalin luokittelijaksi
(Maximal margin classifier). Maksimaalisen marginaalin luokittelija asettaa aineiston
naytteiden valiin paatostason, se puolestaan erottelee ndytteet niiden vastemuuttujan
arvon mukaan. Talloin vastemuuttujan ollessa binaarinen muuttuja, tulisi naytteet erotella
aina siten, ettd paatostason toisella puolella olevien ndytteiden vastemuuttujan arvo on 1
ja toisella puolella olevien néaytteiden vasteen arvo on 0. Téllainen pé&tdstason
asettaminen edellyttdd, ettd aineisto on lineaarisesti eroteltavissa. Talloin eri luokkien
yksikasitteinen erottaminen tasolla pitdd olla mahdollista. Mikali aineisto pystytdéan
lineaarisesti erottelemaan, niin silloin on olemassa loputon mé&ard tasoja, jotka
mahdollistavat aineiston erottelemisen. Maksimaalisen marginaalin luokittelijan periaate
perustuu siihen, ettd naytteiden vélille sovitetaan péatdstaso ja nédytteiden valiin jaavien
marginaalitasojen vélimatka tulee mahdollisimman suureksi. (James, Witten, Hastie &
Tibshirani 2013: 337-354.)
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Kuva 5. Tukivektorikone malli. (James, Written, Hastle & Tibshiranin mukaan 2013:
342).

James ym.(2013) kirjoittavat myds paatospuista. Ne ovat koneoppimisalgoritmeja, joita
on mahdollista kayttdd sek& regressio- ettd luokittelutehtaviin. Paatéspuut ovat
osoittautuneet hyvin tehokkaiksi ja ne mahdollistavat mallien sovittamisen
monimutkaisimpiinkin aineistoihin. P&atéspuut ovat toimintaperiaatteiltaan varsin
yksinkertaisia. Ne jakavat aineiston useita kertoja kahteen osaan. Jakamisesta syntyneita
aineiston osia jaetaan toistamiseen siihen asti, kunnes aineiston puhtaita havaintoja on
mahdotonta endd parantaa, tai vaihtoehtoisesti saavutetaan jokin etuk&teen maéaritelty
pysaytyskriteeri. Aineiston jakaminen suoritetaan aina selittdvid muuttujia kayttamalla.
Varsinainen paatdspuu muodostuu solmuista, oksista ja lehdistd. Juurisolmu on puun
ensimmadinen solmu, ja siind on kaikki aineiston havainnot. Jaettaessa aineistoa syntyy
oksia, ja niiden tehtdvéna on yhdist&a juurisolmut, sisasolmut ja lehtisolmut, néihin on
jaettu aineiston osat. Aineisto jaetaan paatdspuun jokaisessa solmussa jonkin muuttujan
perusteella. Tatd tehddan siihen asti kunnes aineiston puhtautta ei enda voida parantaa.
Jakokriteeri maarittdd sen, mink& muuttujan perusteella aineisto jaetaan solmussa.
Jakokriteereitd ovat luokitteluasteikon muuttujille giniepdpuhtaus ja Entropia.
Regressiopuiden  jakokriteereind puolestaan kéytetddn yleensd keskimé&araisté
ennustevirheen neliota. (James, Witten, Hastle & Tibsbirani, 2013: 303-315.)
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Hastle, Tibshirani & Friedman (2009) mainitsevat ns. Bagging menetelmasta. Bagging
on englanninkielinen termi, joka tulee sanoista boostrap aggregating. Boostrap
menetelma tarkoittaa satunnaisotoksen ottamista takaisinpanolla. Suomennettuna termi
tarkoittaa sitg, ettd opetusaineistosta otetaan satunnaisesti ndytteitd, ja samoja ndytteitd on
mahdollista ottaa useampaan kertaan. Naytteitd otetaan yleensa yhtd monta kuin
alkuperdisessé aineistossa on havaintoja. Naihin opetusaineistosta otettuihin otoksiin on
mahdollista sovittaa koneoppimismalli, kuten esim. paatdspuu. Mallin ennustearvot
voidaan saada ndiden useiden eri mallien ennusteiden keskiarvosta. On huomioitava se,
etta luokitteluasteen muuttujaa ennustettaessa ennusteen luokka on aina se, mika saa
eniten &anié eri luokittelijoilta. Hastle ym.(2009) painottavat, ettd bagging menetelmén
tehokkuus perustuu sen kykyyn véhentda varianssia, ja toisaalta se ei mydskéaan lisaa
harhaa. Bagging malli tuottaakin tdmén takia parempia ennusteita kuin yksittdinen malli.
Se toimii hyvin silloin, kun perusoppijana on epavakaa malli, jolla on suuri varianssi ja
pieni harha. (Hastle, Tsibshrani & Friedman 2009: 282- 289.)

Satunnainen metsa(Random Forest, RF) on bagging-menetelmaan perustuva malli, jonka
on kehittanyt Breiman (2009). Sen tarkoitus on kasvattaa suuri maara paatospuita, niiden
valilla ei kuitenkaan saa olla korrelaatiota. N&ista puista otetaan sitten niiden keskiarvo.
Paatospuut soveltuvat hyvin bagging-menetelméén, koska bagging toimii hyvin korkean
varianssin ja véahdisen harhan malleille. Paatospuut kykenevét mallintamaan aineiston
monimutkaiset funktiot ja vuorovaikutukset. Mikéali paatospuista kasvatetaan tarpeeksi
suuria, niiden harha jd4 kohtalaisen véhéiseksi. Satunnaisen metsdn ja bagging
menetelman valinen ero syntyy kasvattaessa paatéspuita satunnaisessa metséssa, talloin
sydtemuuttujista valitaan satunnaisesti 0sa, jota kdytetdan. Satunnaisessa metséssa
valitaan satunnaisesti m kappaletta muuttujia, joiden perusteella jako suoritetaan, toisin
kuin paatdspuun kasvatuksessa, jossa aineisto jaetaan jokaisessa solmussa sen muuttujan
perusteella, mik& parhaiten lisdd aineiston puhtautta. Mikali p on kaikkien
syOtemuuttujien méérd, niin tdlloin m:n arvo on VO tai 1. Témin seurauksena
kasvatettujen paatospuiden vélinen korrelaatio vahenee. Satunnainen metséa on hyva ja
suosittu algoritmi. Sen etuna on se, ettd ns. hyperparametreja ei tarvitse virittdd hyvien
ennusteiden saamiseksi. (Hastle, Tibshirane & Friedman 2009: 587-595.)
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Ristiinvalidointi on menetelm, jota kéytetddn mallin ennustevirheen arviointiin tai
mallin parametrien valintaan. Ristiinvalidointi tehdaan yleensa jakamalla aineisto useaan
yhté suureen osajoukkoon, jonka jalkeen malli sovitetaan ja testataan niin monta kertaa
kuin aineistossa on osajoukkoja. 10-kertainen ristiinvalidointi suoritetaan esim. siten, ett4
aineisto jaetaan ensin 10 osaan. Sitten malli sovitettaisiin kaikkia muita osajoukkoja
(lukuun ottamatta ensimmaistd) opetukseen. Ensimmadista osa joukkoa kaytetaan
ennustevirheen laskemiseen. Seuraavassa vaiheessa samaa toistetaan sill4 tavoin, ettd
toisena olevaa osajoukkoa kaytetdan ennustevirheen laskemiseen. Tama toistuu siihen
asti kunnes kaikki kymmenen osajoukkoa on kaytetty ennustevirheen laskemiseen.
Ennustevirheen lopullinen arvio saadaan néiden kaikkien kymmenen ennustevirheen
keskiarvosta. Ristiin validoinnin avulla laskettua ennustevirhettd voidaan pitéa
luotettavana, koska ennustevirhetté laskettaessa kaytetdan aina sellaista aineistoa, jota ei
ole kaytetty mallin sovittamisessa. Ristiin validointi on myd6s hyvin l&hella todellista
ennustevirhettd. Ristiin validointia pidetddn hyvéand tyokaluna havaita mahdollinen
ylisovittaminen, ja se on myds hyvin kdaytannéllinen aineiston ollessa niin pieni, ettd sen
jarjestaminen erillisiin opetus- ja validointiosiin on mahdotonta. (Hastle, Tibsharani &
Friedman 2007:241-247.)

Kaikilla koneoppimismalleilla on my6s ns. ennustamistarkkuus. Sen arvioimiseksi on
kehitelty muutamia tapoja. Osumatarkkuus (accurary) on yleinen luokittelijan
ennustekyvyn arvioinnin tapa. Siind mitataan, kuinka monta havaintoa luokittelija pystyy
ennustamaan oikeaan luokkaan kaikista ennustettavista instansseista. Mikali
ennustettavan muuttujan luokat ovat epdtasapainossa, niin voi seurata kuitenkin
ongelmia. Mikéli esim. bindérisen muuttujan tapauksessa toiseen luokkaan kuuluu 90 %
havainnoista niin talléin tahén luokkaan kuuluu kaikki asteet (instanssit) ja luokittelevan
luokittelijan osumatarkkuus on 90 %. ROC(Receiver operator characterics) analyysi on
otettukin tdmén takia kayttoon, ettd saataisiin eri luokittelijoiden suorituskyvysta

luotettavampi arvio. (Jauhiainen 2019: 33).
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Oleellisimmat  tunnusluvut, joilla  tarkkuutta pystytddn arvioimaan ovat
herkkyys(sensitivity) ja specifisyys (specificity). Herkkyys tarkoittaa oikeiden
positiivisten ennusteiden osuutta ja specifisyys puolestaan tarkoittaa oikeiden
negatiivisten ennusteiden osuutta. Herkkyys ja specifisyys on maériteltdva eri
kynnysarvoilla, jotta ROC-kayra voitaisiin muodostaa. (Zoe, Malley & Mauri 2007).

Kynnysarvolla tarkoitetaan arvoa, joka kykenee madarittamédn sen mihin luokkaan
instanssit on luokiteltava arvioitujen todennédkdisyyksien perusteella. Positiiviseen
luokkaan luokitellaan esim. kuuluvaksi kaikki instanssit, joille luokittelija ennustaa 0,5
ylittdvén todennakoisyyden. Tama tapahtuu kynnysarvolla 0,5. Silloin kun herkkyys ja
specifisyys on mééritelty eri kynnysarvoilla, niilld pystytddn muodostamaan kuvaajia,
joissa vaaka-akselilla on specifisyys eli véarien positiivisten osuus ja pystyakselilla
herkkyys eli oikeiden positiivisten osuus. ROC-kéyréd on havainnollistettu kuvioissa 4.
ROC kéayran alle jaavaa pinta-alaa voidaan kayttaakin tunnuslukuna, joka havainnollistaa
luokittelijan kykyé erotella eri luokkiin kuuluvat havainnot. ROC kayré kulkee kuvaajan
akseleita pitkin. Luokittelija kulkee tdss& ROC-kdyran alapuolisena viivana. Se on 45
asteen suora, joka on sama kuin satunnainen arvaus. ROC-kéyrén alle jadvasta pinta-
alasta kaytetddn lyhennettd AUC (area under the curve). Yleensa luokittelijoiden AUC-
arvo ovat 0,5 ja 1 valilla. Mita korkeammasta AUC arvosta on kyse, sitd paremmin

luokittelija kykenee erottelemaan havainnot eri luokkiin.( Zou, Malley & Mauri, 2007.)
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Kuva 6. ROC-Kéyra. (Zou, Malley & Mauri 2007).

On hyva my6s mainita tdssa yhteydessa kahdesta usein koneoppimisen kasittelyn
yhteydessé esiintyvien kasitteiden merkitysten olennaisimmista eroista. Luokittelu ja
regressio ovat molemmat ohjattua oppimista, ja niiden vélilla on kuitenkin pieni tarkeé
ero. Luokittelumenetelmét esim. kNN valitsevat aina vastauksen tietysta rajoitetusta
joukosta vaihtoehtoja(esim. roskapostia\asiallista postia tai 0,1..9). Regressiomenetelmat,
kuten esim. lineaariregressio tuottavat vastaukseksi lukuarvon. Taman ei tarvitse
valttamatta olla kokonaisluku. Lineaariregression kaltainen menetelmd on parempi
tilanteissa, joissa vastauksena on etdisyys kohteeseen tai tuotteen hinta. (Elements of Al

:3 Regressio.)

Luokittelu on tehtdvd, jossa pyritadn selventdmaan, mihin luokkaan asia tai olio
ominaisuuksiensa puolesta kuuluu. Kasvokuva voidaan esim. ilmeensa perusteella
luokitella neutraaleihin, surullisiin, vihaisiin ja yllattyneisiin luokittelussa kannattaa
hyddyntad koneoppimista silloin, kun luokiteltavia asioita on enemman kuin ihminen
kykenee laskemaan. Luokittelussa on arvioitava aina mallin luotettavuus ja tarpeen tullen
tarkentaa sitd. Ensimmaéinen olennainen mittari td4hén on ulkoinen tarkkuus (Accurary),
joka kertoo mill&d prosentilla malli luokittelee oikein. Reaalimaailman epétasaisesti
jakautuneessa datajoukossa tarkkuus soveltuu huonosti bin&ériluokittelumallin (kahden

luokan) minimointiin. Bin&&riluokittelussa datapisteet voi jakaa neljdén ryhman: oikeat
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positiiviset eli ne positiiviset, jotka malli onnistui luokittelemaan positiiviksi, véarat
positiiviset eli ne negatiiviset, jotka malli onnistui luokittelemaan positiivisiksi, oikeat
negatiiviset eli ne negatiiviset, jotka malli onnistui luokittelemaan negatiiviseksi ja vaaréat
negatiiviset eli ne negatiiviset, jotka malli onnistui luokittelemaan negatiiviseksi.
(Schroderus 2017.)

Ulkoisen tarkkuuden sijasta bin&&riluokittelussa mallin luotettavuudesta kertoo
paremmin sisdinen tarkkuus(precision) tai herkkyys(sensitivity, true positive rate).
Siséinen tarkkuus = oikeat positiiviset/ oikeat positiiviset + vaarat positiiviset. Sisdisella
tarkkuudella ilmaistaan siis, kuinka paljon Kkaikista positiivisiksi luokitteluista
datapisteista oli oikeasti positiivisia. Binadriluokitellussa siséaisen tarkkuuden tulisi olla
mahdollisimman suuri.  Herkkyys puolestaan on oikeasti positiiviset/oikeiden
positiivisten ja vaarien negatiivisten summalla. Herkkyys kuvaa mallin kykya luokitella
positiivisiksi kaikki oikeasti positiiviset tapaukset. Esim. vaarallisten tarttuvien tautien
diagnooseissa on tarkead, ettd vaarien negatiivisten osuus on mahdollisimman pieni, joten

mallille halutaan aina suuri herkkyys. (Schroderus 2017.)
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Lineaariregressiota voisi verrata kauppalaskuun eli kauppaan mentéessa ostetaan osia eli
2,5 kiloa perunoita ja 1 kilo porkkanoita ja kaksi purkkia maitoa. Perunoiden kilohinta on
2 euroa, porkkanat maksavat 4 euroa ja maitopurkki maksaa 3 euroa, talldin kassa laskee
kokonaishinnaksi 2,5 x 2 € + 1 x4 € + 2 x 3 € = 15 €. Lineaariregressiossa perunoiden,
porkkanoiden ja maidon madrd ovat datasta saatavat syotteet. Tuloste on tallGin
kokonaishinta, joka on luonnollisesti riippuvainen kunkin tuotteen ostomadrasta ja
hinnasta. N&in ollen sana lineaarinen tarkoittaa sitd, ettd kun esim. yhtd syoétteista
kasvatetaan tietylla maarélla, tulosteena saatava arvo kasvaa my@s aina saman verran.
Tama tarkoittaa kdytannossa sité, ettd lisattdesséd ostoskoriin kaksi kiloa porkkanoita,

lasku lisddntyy 8 €. (Elements of Al :3 Regressio.)

Kuitenkin, kun lisdtddn vain kilo laskukin kasvaa vain 4 €. Lineaariregression termein
tuotteiden  hintoja  kutsutaan  kertoimiksi, painoiksi  tai  painokertoimiksi.
Lineaariregression hyvé puoli on sen helpossa tulkittavuudessa, silloin mallin kertoimet
voivat olla se kaikkein kiinnostavin asia. Lineaariregressiota on mahdollista kdyttaa
vaikka elinajan odotteen ennustamiseen, esim. tupakoinnin(savukkeita paivassa) kerroin
on noin miinus puoli vuotta eli -0,5 vuotta. Kdytannossa siis yhden savukkeen lisdys
keskiméaaraiseen kulutukseen vie tupakoitsijan puoli vuotta lahemmaé&s kuolemaa.
Vihannesten kulutus puolestaan (kourallinen vihanneksia péivassé) on painokerroin plus
yksi vuosi. Tama tarkoittaa, ettd esimerkiksi syémalla kourallinen vihanneksia péivassa

saadaan keskimaarin yhden vuoden lisdys elinikaan. (Elements of Al :3 Regressio.)

Koneoppimistekniikoiden yksi suurimmista hyodyista on siing, ettd ne mahdollistavat
nopean ja tehokkaan tietoaineiston luokittelun silloin, kun sen havainnot eivat ole
toisistaan riippuvaisia. Bayesin luokitin on yksi koneoppimistekniikka, joka mahdollistaa
asioiden luokittelun. Luokiteltavia asioita voivat olla tekstidokumentit, kahteen tai
useampaan eri luokkaan. Luokitin pystytaan opettamaan analysoimaan opetusdataa, jossa
on merkittynd oikeat vastaukset. (Elements of Al: 4 Naiivi Bayes luokitin).



29

Naiivi Bayesin luokitin voi laskea eri luokkien todenn&koisyydet, kun luokitin paatoksen
tueksi on kaytettavissa monia eri havaintoja. Idean taustalla on malli, jossa havainnot ovat
toistaan ehdollisesti riippumattomia. Yksi esim. naiivin Bayesin luokittimesta on
roskapostisuodatin. Siind sahkopostiviestien luokka kertoo, onko kyseessé roskaposti vai
asiallinen viesti. Viesti sisdltdd sanoja, ja ne ovat havaintoja. Viestin sanojen maaraa
vastaa saatuja havaintojen maaréa. Naiivin Bayesin luokitin on naiivi luokitin, ja sen
naiivius liittyy oletukseen havaintojen toisistaan ehdollisesta riippumattomuudesta. Taten
roskapostisuodatinta tarkasteltaessa, voidaan olettaa viestien sisaltdmien sanojen olevan
toisistaan riippumattomia. Ne riippuvat vain siitd, onko kyseessa roskaposti vai asiallinen
viesti. Talldin sanat on voitu valita yksi kerrallaan tietysti jakaumasta ja esim. sanojen
jarjestyksella ei ole merkitystd. Tama on naiivi oletus. Siitd tulee myds nimitys naiivi
Bayesilainen luokitin. Viestin luokka on ainoa sanoihin vaikuttava tekija. (Elements of

Al: 4 Naiivi Bayes luokitin).
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2.2 Koneoppiminen terveydenhoidossa.

Tekoalyn hyodyntaminen laaketieteessa (AIM, Artifical intelligence in medicine) voi
tuoda  huomattavia  parannuksia  terveydenhuollon  laatuun.  Siitd  tulee
yksilokeskeisempdd, kustannustehokkaampaa ja se kykenee myds vahentdméén
terveydenhoidon henkilékunnan kognitiivista kuormitusta. Nain ollen terveydenhoito
henkilékunnan ty6 voi paremmin keskittyd hoitotydn osa-alueisiin, jossa tarvitaan paljon
inhimillistd vuorovaikutusta. Idea tekodlyn hyoddyntdmisestd terveydenhoidossa
(Artificical Intelligence in Medicine, AIM:dn) voidaan katsoa syntyneen késitteend jo
1970-luvulla. Silloin Schwartz(1970) hahmotteli sitd, kuinka tietokone ja laaketiede

tulisivat tukevaisuudessa tekeméén yhteenliittyman. (Schwartz 1970).

Schwartz (1970) toteaa nopean, edistymisen tietojen késittelytieteessa sek& poliittisen
sitoutumisen laajentavan terveydenhoitoa, ja lupaavan tuoda perustavanlaatuisia
muutoksia ladketieteen harjoittamisen kaytadntdjen rakenteisiin. Hanen painotti
ohjelmistotieteen todennakdisesti lisdadvan vaikutustaan, ja jossain tapauksissa jopa
korvaavan laajasti laakarien &lyllisia toimintoja. H&n ennusti sen vaistamattomasti myos
vaativan tarkeitd psykologisia, organisatorisia, taloudellisia, oikeudellisia ja teknisi&
kustannuksia. Taman tavoitteen saavuttaminen vaatii uusia interaktioita la&ketieteen,
tietojenkésittelyopin ja johtamistieteen kesken, ja uusien taitojen kehittdmistd ja
terveydenhuoltojérjestelmien poliittisen paatoksentekijoiden osalta myds uusia asenteita.
(Schwartz 1970).
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Véhékainu ja Neittaanmaki (2017) ovat myos kasitelleet tekodlyé hyodyntévia ratkaisuja
terveydenhuollossa. 13 D Research Tutkimusprojektin tulokset kertovat sen tosiasian,
ettd arviolta 88 %:ssa diagnosointi tilanteissa joudutaan pyytdmaan arvioita myos toiselta
ladketieteen ammattilaiselta. Tam& saattaa olla esimerkiksi l&4&kari. Tehdyista
diagnosointivirheistd jopa 10 % johti potilaiden kuolemaan ja perdti 17 %
komplikaatioihin. Sairauksia ymmarretddn nykyisin paljon paremmin ja testit ovat
parantuneet selvasti. Siitd huolimatta diagnosointi on vieldkin epéatarkkaa, se on iké&an
kuin seké tiedetté ja taidetta ja se myds altistaa aina jopa hengenvaarallisille virheille.
Véhékainu ja Neittaanméki (2017) painottavat sitd, ettd teknologiayritykset ja
yliopistojen tutkimuslaboratoriot sekd uraauurtavien sairaaloiden koneoppimisen
algoritmeja hyddyntavat diagnostiikkasovellukset ovat nopeasti tehneet hyppéyksen
teoriasta varsinaiseen kaytdntoon. Tassa muutoksessa on valtavasti potentiaalia, ja
koneoppiminen antaakin valittdmasti toisen mielipiteen diagnoosista. N&in ollen se voi
toimia erilaisten sairastapausten varhaisen vaiheen tunnistuksen tyokaluna.
Koneoppiminen voi myds tarjota tdhdn mennessa historian kaikkein tarkimman
diagnosointimenetelman. Se on myds kustannustehokas laékérille, potilaille, sairaalalle

ja kykenee parhaimmillaan pelastamaan elamié. (Vé&hakainu & Neittaanmaki 2017).

Koneoppimisen eri menetelmid on jo k&ytetty Vahakainun ja Neittaanméen (2017)
mukaan tehokkaasti erityisen paljon etenkin syovan tunnistamisessa. Stanfordin
yliopiston tutkijaryhma opettikin neuroverkoille, miten on mahdollista 16ytdad 150 000
kuvan tietokannasta syopatapauksia ja tehda niista diagnooseja. Kyseinen tutkija ryhma
testasi neuroverkkoja myos 14 000 iholeesioista koostuvan tietokannan kanssa.
Koepaloja ei tarvinnut ottaa ollenkaan, koska siind neuroverkkoja opetettiin
koneoppimisella. Neuroverkko oppiikin opettamisen jalkeen tekemaan 72 % varmuudella
tdysin patevid diagnooseja. Hyvana vertailukohteena kéytettiin tassa tutkimuksessa
ihotautilaakareitd, ja ne kykenivat tekemadn diagnoosin vain 66 % tarkkuudella. Kyseistéa
testia laajennettiin, ja se kattoi lopulta 25 l&3akériad. Heilld oli kéytosséan 2000
iholeesikuvaa, ja niissd oli kaikissa tapauksissa otettu koepalat. Tallgin havaittiin, ettd
neuroverkko pystyi paihittdméan asiantuntijalddkarit kaikissa tilanteissa. (Vahakainu &
Neittaanmaki 2017).
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Vahakainu & Neittaanmaki (2017) analysoivat tekodlyd terveydenhuollossa (AIM,
Artificial Intelligence in Medicine) késitteend. He ottavat esille Rodriquezin (2016)
tekeman madritelmédn AIM:std, Siind hén toteaa sen olevan tietojenkasittelyn
hyodyntamistd alykkaanad tyokaluna, se voi myos auttaa kliinisessa arvioinnissa ja
paatoksenteossa. Tutkijat tuottavat vield lisdd dataa algoritmeille, ja tyokaluista tulee
talloin vield nykyista tarkempia. Néin ollen niista tulee olemaan vield enemmaén hyotya
sairaaloille ja laakéreille. Tekodlyn uskotaan vaikuttaneen useaan alueeseen
sairaalamaailmassa. Se ulottuu aina yksilokeskeisesta ladketieteesta operationaalisten ja
ennustettavien kustannusten hallinnan paranemiseen asti. Tastd hyotyvat myos
laitteistovalmistajat, silla sairaalaymparistot vaativat tehokkaita informaatioteknologian
laitteistoja ja laskentakykyd. Téalloin tekodlysovellusten kéayttd diagnooseissa onnistuu
hyvin. (Véahakainu & Neittaanmaki 2017).

Deo (2015) kasittelee artikkelissaan koneoppimista ladketieteessda. Han madrittelee
koneoppimisen tieteelliseksi oppiaineeksi, joka keskittyy siihen, kuinka tietokoneet
oppivat datasta. Se on erdanlainen tilastollinen polku, joka hakee oppia datan suhteesta ja
tietojenkésittelytieteestd. Koneoppimisessa painotetaan  erityisesti  tehokkaiden
laskennallisten algoritmien kayttod. Se nousee tilastollisista luvuista, joiden tarkoitus on
oppia dataa ja tietojenkasittelytieteestd, jossa sen painotus on tehokkaissa laskennallisissa
algoritmeissa. Tétd matematiikan ja tietojenkésittelyn “avioliittoa” ajaa eteenpdin Deon
(2015) mukaan eteenpdin ainutlaatuiset laskennalliset haasteet tilastollisten mallien
rakentamiselle suuresta datan joukosta. Niihin voi sisaltyé biljoonia ja triljoonia datan
pisteitd. Nain ollen tdmén tyyppinen tietokoneiden oppiminen voidaan perinteisesti
luokitella eri kategorioihin, kuten ohjattuun oppimiseen ja ei-ohjattuun oppimiseen.
Deo(2015) toteaa, ettd tata luokittelua voidaan liséta vield yhdelld jaolla, se on hanen
mukaansa hyddyllisté silloin kun huomioidaan, kuinka koneoppiminen saattaa ilmoittaa
ladketieteen kaytannosta. Talldin voidaan puhua erottuvasta oppimisesta, siité erotetaan
tehtavat, jotka ladkarit jo osaavat tehda hyvin ja pyritddn oppimaan tehtavistd, joita ladkéri

oppii tekemaan vain rajoitetusti. (Deo 2015).

Koneoppimisen madrittelyd kasitteend voidaan lahestyd myds nékokulmasta, jossa
tarkastellaan sitd, mitd koneoppiminen ei ole. Téhan paatyvat Obermeyer, Phil, Emanuel

(2016). He painottavat artikkelissaan sitd, ettd useimmat tietokone-pohjaiset algoritmit
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ld&ketieteessd ovat “asiantuntija jarjestelmid”, niiden avulla voidaan koodata annetusta
aiheesta tietoa. Niihin on sovellettu tehtyja yhteenvetoja erityisistd Kkliinisista
skeenarioista. Tallaisia ovat ladkkeiden vuorovaikutuksen havaitseminen ja
asianmukaisen paattelyn saaminen radiologisista kuvaantamisista.
Asiantuntijajarjestelmat toimivat samalla tavoin kuin ihanteellinen ladketieteen opiskelija
toimisi, ne ottavat yleiset periaatteet laaketieteestd ja soveltavat niitd uusiin potilaisiin.
(Obermeyer, Phil, Emanuel 2016).

Obermeyr ym.(2016) ovat sitd mieltd, ettd varsinaisen koneoppimisen soveltaminen
laéketieteeseen tarkoittaa sitd, ettd koneoppiminen léhestyy ongelmia, kuten niita
prosessoiva laakari saattaisi tehda. Se oppii sadntdja datasta. Aloittamalla potilaan tasolla
oleva havainnointi, algoritmit seulovat useiden laajojen numeroitujen muuttujien lapi. Ne
etsivat yhdistelmid, jotka luotettavasti ennustavat tuloksia. Obermeyer ym. (2016)
mukaan tdma on tietyssd mielessa samanlainen prosessi kuin perinteiset regressiomallit.
Niissa on lopputulos, ja vaihtelut ja tilastollinen funktio on naiden kahden linkitt&jana.
Koneoppiminen kykenee késittelemaén suuria mééaria ennustavia muuttujia. Se kasittelee
joskus enemman ennustavia muuttujia kuin havaittuja, ja se yhdistaé ne epalineaarisella
hyvin interaktiivisilla tavoilla. Tama kapasiteetti mahdollistaa meidéan kéyttaa uudenlaista
dataa, jonka maara tai monimutkaisuus olisi aikaisemmin tehnyt sen analysoimisen
mahdottomaksi. (Obermeyer, Phil & Emanuel 2016).

Fagella (2018) kirjoittaa  artikkelissaan  erilaisten  koneoppimissovellusten
kayttotarkoituksista ladketieteessd. Hanen mukaan koneoppimisen kustannustehokkuus
ja isompi data takaavat l&hes aina paremmat hoitotulokset. Tulevaisuudessa voidaan
kehittdd koneoppimisen potentiaalisia sovelluksia, joissa datan synkronointi, analysointi
ja innovointi ovat jokapdivaista todellisuutta. Fagella (2018) arvioi, etta tulevaisuudessa
pystytddn tekemiidn ldpimurto useilla sovelluksilla. Ne ovat erddnlaisia “pioneereja”
alueilla, joissa on jatkuvia innovaatioita. Fagella(2018) on luetellut kaikkiaan seitsemén
eri sovelluskohdetta, joihin koneoppimissovelluksia voidaan ladketieteen alueella
kéayttdd. Ne ovat tautien identifiointi ja diagnostiikka, personalisoitu hoito, ladkkeiden
I6ytaminen/valmistus, Kliininen koetutkimus, radiologia ja radioterapia, &lykkaat
elektroniset terveys rekisterit ja epidemioiden ja kulkutautien puhkeaminen. Sairauksien

identifiointi ja sairastamisen diagnostiikka on la&ketieteellisen koneoppimistutkimuksen
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tarkeimpid osa-alueita. Fagella (2018) viittaa yhdysvaltalaisen farmaseuttisen
tutkimuksen ja valmistajien julkaisemaan tutkimusraporttiin. Siitd selviaa, etta talla
hetkelld on yli 800 laéketta ja rokotetta kehitteilla syévéan hoidolle. Knight instituutin
tutkija Jeff Tyner huomauttaa, ett4 tdma tuottaa myos haasteita 10ytaa tapoja tydskennella
kaiken lopullisen datan kanssa. Sen takia on hyvé idea, ettd esim. biologi tydskentelee

Fagella (2018) mainitsee artikkelissaan myos siita, kuinka koneoppimista voidaan
nykyisin kéyttdd onnistuneesti alkuvaiheen la&keldydosten kehittdmiseen. Niissd voi olla
useita potentiaalisia kdyttokohteita alkuvaiheen ladkeseosten seulomisesta onnistumisen
arvioimiseen pohjautuen biologisiin tekijéihin. Téhédn siséltyy tuotekehitys I6yddkset
teknologiassa, kuten seuraavan sukupolven sekvensointi. Fagella(2018) uskoo myds, etta
tdhén alueeseen on etusijalle vahvasti nousemassa tdsma ladketiede. Siihen siséltyy
mekanismien identifioiminen monen tekijan sairauksista, ja vuorostaan vaihtoehtoisten
polkujen l6ytdminen hoidolle ja terapioille. Tahan tutkimukseen siséltyy paljon
valvomatonta oppimista, mik& on suuremmaksi osaksi rajattu identifioimaan polkuja

datassa ilman ennustuksia. (Fagella 2018).

Fagella (2018) viittaa kohdealueen tutkimuksen merkittdvana avaintekijand MIT:n
Kliinisen koneoppimisen ryhmé&an. Sen tdsméalaaketieteellinen tutkimus on keskittynyt
algoritmien kehittdmiseen, jotta voitaisiin paremmin ymmartadd tautien kulkua ja
suunnitella tehokkaita hoitoja sellaisille sairauksille, kuten 2 tyypin diabetes. Fagella
(2018) viittaa myds Royal Societen huomautukseen, jonka mukaan koneoppimista
voidaan soveltaa biovalmistamisessa. Sen avulla optimoidaan farmaseuttista
valmistamista. Siind saadaan dataa kokeellisesta valmistamisprosessista, ja nain ollen
prosessilla voi potentiaalisesti auttaa farmaseuttista valmistajaa vahentdmaan laakkeiden
tuottamiseen vaadittua aikaa. Tast4 seuraa ladkkeiden alentuneet valmistuskustannukset
ja paremmat vastineet. Kliininen kokeellinen tutkimus on Fagellan (2018) mukaan
nousemassa yhdeksi koneoppimisen merkittavéksi kayttokohteeksi. Koneoppimisella
voidaan saada aikaiseksi useita hyodyllisid potentiaalisia sovelluksia, ja niiden avulla
voidaan auttaa muodostamaan ja ohjaamaan kliinisia kokeellisia tutkimuksia.
Soveltamalla edistynyttd analytiikkaa parhaiden kliinisten kokeiden identifioimiseen,

voidaan saada esille paljon laajempia data-alueita kuin nykyisin. Siihen sisaltyy
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sosiaalinen media ja ladkéarissa kdynti. Dataan siséltyy my0s geneettinen informaatio,
silloin kun erityisesti etsitddn kohderyhmaa kohdepopulaatiosta. Tdéman seurauksena
tulisi kokonaisvaltaisesti pienempid, nopeampia ja véhemman Kalliita kokeita. (Fagella
2018).

Fagella (2018) arvioi, ettd koneoppimista voidaan myods kayttdd etd-monitorointiin. Sen
avulla voidaan myds paasta kasiksi reaali-aikaiseen dataan. Se liséa turvallisuutta, yksi
esimerkki t&std on biologinen monitorointi ja muut signaalit, jotka toimivat merkkina
haitoista tai kuolemasta osaan ottajille. Fagella (2018) viittaa my6s Mckinsey yhtion
(2013) julkaisemaan raporttiin, jonka mukaan on paljon muita koneoppimisen
sovelluksia, joiden avulla voidaan auttaa lisédmaan kliinisten kokeiden tehokkuutta. Se
tapahtuu siten, ettd 10ydetadn parhaat otoskoot lisaantynytta tehokkuutta varten, on myos
mahdollista osoittaa ja kayttoonottaa eri paikkoja potilaiden rekrytointia varten.
Kéyttamalla elektronisia laaketieteellisia rekistereitda voidaan myo6s vahentdd data

virheitd, esimerkiksi jaljenndksien syntya. (Fagella 2018).

Alykkaat elektroniset terveysrekisterit ovat merkittavassd osassa tulevaisuuden
laéketieteessa. esim. dokumenttien luokittelussa. Tasta on esimerkkind potilas tiedustelun
lajittelu sédhkopostin kautta kayttden tuki vektori koneita (Support Vector Machine,
SVM). Optisia kirjoitusmerkkien tunnistimia muutetaan kursivoiduksi tai muu piirretty
kasiala yksiloidyksi merkiksi. N&md ovat molemmat térkeitd koneoppimiseen
pohjautuvia teknologioita, joiden tarkoitus on auttaa elektronisen terveystiedon
kokoamiseen ja numeroinnin edistamisessa. Tastd on olemassa esimerkkind kaksi
innovaatiota. Ne ovat Matlabin koneoppimisen ké&sikirjoitusten tunnistamisen teknologiat
ja Googlen Cloud Vision API, joka on optinen kirjaimen tunnistaja. MIT:in kliininen
koneoppimisen tydryhma on myds viemassa huippuunsa seuraavan sukupolven alykkaita
elektronisia terveysrekistereitd. Ne yhdistavat kokonaisuudeksi sisaanrakennetun
koneoppimisen/tekodlyn auttaakseen sellaisissa asioissa, kuten diagnostiikka, kliiniset
paatokset ja personoidut henkilokohtaiset hoitosuositukset. Nykyisin on kuitenkin tarve
toimiville koneoppimisen algoritmeille. Niiden on voitava oppia vahan tunnuksellisesta
datasta, ymmarrettava luonnollista kieltd ja yleistdd hyvin poikittaisia ladketieteellisia

asetuksia ja instituutioita. (Fagella 2018).
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Yksi mielenkiintoinen koneoppimisen l&aketieteellinen sovellusalue on myds
epidemioiden puhkeamisen ennustaminen. Fagellan (2018) mukaan koneoppimista ja
tekoaly teknologiaa on mahdollista kdyttad monitorointiin ja epidemioiden puhkeamisen
ennustamiseen kaikkialla maailmassa. Se perustuu datan kerddmiseen satelliiteista,
Webin historiallisen informaation reaaliaikaiseen sosiaalisen median paivittdmiseen, ja
muihin l&hteisiin. Tukivektori koneita ja keinotekoisia hermoverkkoja kéytetdan usein,
esimerkiksi malarian puhkeamisen ennustamisessa, ottaen huomioon datan, kuten
lampotilan, keskimaardiset kuukausittaiset vesisateet, positiivisten tapausten maara, ja
muut datan kohdat. (Fagella 2018).

Starr (2018) kirjoittanut koneoppimisen nykyista kayttokohteista terveydenhoidossa.
Starrin (2018) mukaan koneoppimisella on merkittdvd vaikutus terveydenhoitoon,
maksajat, hankkijat ja farmaseuttiset yhtiot ovat myos laittaneet merkille sen
kayttokelpoisuuden tiloihinsa ja alkaneet kayttda hyvaksi koneoppimisen hyotyja. Starr
(2018) huomauttaa, ettd koneoppimisen malli on luotu syéttamalla dataa oppivaan
algoritmiin. Algoritmi on aina se missa kaikki tapahtuu, ja on myds olemassa algoritmeja,
jotka havainnoivat potilaan sairaalassa olon pituutta perustuen diagnooseihin. Jonkun
taytyy kirjoittaa tuo algoritmi ja sitten testata sitd oikeaan ja luotettavaan dataan. Ajan
kuluessa malli voidaan opettaa uudelleen uudella datalla lisaten mallin tehokkuutta. (Starr
2018).

Starr (2018) toteaa koneoppimisen olevan tekoalyn alijoukko. Tekodly voidaan opettaa
kayttamalla tietokonesysteemid suorittamaan normaalia ihmisalykkyyttd vaativia
tehtdvia, kuten visuaalista huomiointia, puheentunnistamista, paatoksentekoa ja
kaantamista kielten valissdé. Koneoppimisesta on nykyisin useita esimerkkeja
terveydenhoidossa. Nykyisida esimerkkeja sovelluksista, joiden alkuperd pohjautuu
tekoalyyn ovat: Project Inner Eye, se on tutkimuksiin perustuva mekaaninen tekodlyn
ohjelmisto radioterapian suunnitteluun. Sitd valvoo Microsoft tutkimus, se on kehittanyt
terveydenhoidon tekoalyn ja se on myos kehittéanyt terveydenhoitoon useita suunniteltuja
algoritmeja. Ne tarjoavat myos laajan nakékulman. Microsoft on myds jatkuvasti
sitoutunut resursseihin, joilla terveydenhuolto tehddén tehokkaaksi koneoppimisella.
NyKyisin on useita ohjelmia ja julkisesti vapaita resursseja. N&itd ovat esim. Microsoft

Medical, Health ja Genomic Microsoftin tutkimuksessa, alykds terveys tekodlyn ja
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pilvien kautta sek& Microsoftin adaptiiviset bioteknologiat, jossa tekodlyd kayttamélla
voidaan méaarittad immuunijarjestelmd. Kaikki ndmé ovat alun perin tehty algoritmeilla,
joita ovat kehittaneet tutkijat, datatieteilijat, kehittajat ja muut. Ennustamisen nopeus tai
tunnistaminen riippuvat datasta ja piirteistd, joita k&ytetddn mallissa. Algoritmia
kaytetdan oppimaan datasta. (Starr 2018).

Starr (2018) arvioli, ettd koneoppimisen edut ladketieteessa ovat suuria, kun tarkastellaan
populaationtrendejd. Esimerkking t&std, han mainitsee kysymyksen siit4, missa osassa
Yhdysvaltoja suurin osa multipeli skleroosia sairastavista ihmisistd asuu. Tdma voi
puolestaan johtaa jatkokysymyksiin, kuten miksi ndin on. Koneoppimisen avulla voidaan
loytdd potentiaalisia huomioimattomia nakokohtia dalykkéiden liiketaloudellisten
l&hestymistapojen kautta. Koneoppimisen kéytto ladketieteessa saattaa tuoda mukanaan,
kuitenkin my06s ongelmia henkilon intiimien terveystietojen salaamisen kanssa. Starr
(2018) mainitsee henkilokohtaisesti identifioidusta tiedosta (Pii). Terveydenhoidon
tuotteista ja palveluista tulee runsaasti dataa (elektroniset terveysrekisterit ym), tdma
voikin sisdltdd henkilokohtaista identifioitua tietoa (personal identifitable information).
Erityisesti on Kiinnitettdvd huomiota siihen, kuinka organisaatio tulee kayttdmaan ja

kohtelemaan ns. Pii dataa koneoppimisen ratkaisussa. (Starr 2018).

Starr (2018) mainitsee myo6s kaksi esimerkkid koneoppimisen soveltamisesta
ladketieteeseen. Ne ovat diagnostinen radiologia, ja koneoppimisen soveltaminen
lopputulosten arvioimisessa. Starr (2018) mielesta diagnostisten radiologien tyd on
nykyéaéan paljon kuvien analysointia, jotta he kykenisivét identifioimaan epanormaaleja
I6ydoksid potilaista ja paljon muuta. He ovat usein kriittisi& diagnoosien teossa, ja heidén
diagnoosinsa perustuu siihen, mitd he loytavat. Yksi esimerkki tastd on kasvaimen
tunnistaminen. Tekodlya voidaankin kayttaa diagnostisen radiologian avustamisessa.
Tasta on esimerkkina Project InnerEye. Project InnerEye kehittda koneoppimistekniikoita
automaattiseen kasvainten luonnosteluun, kuten myds terveeseen anatomiaan 3D
radiologista kuvista. Tdmd mahdollistaa kohdennettujen mittojen hyddyntdmisen
kvantitatiivista radiologiaa varten, nopean radioterapian suunnittelun ja navigaation.
Project Inner Eye kaytanndssd k&antad moniulotteiset radiologiset kuvat mittaaviksi
laitteiksi. Ohjelmiston tarkoitus on avustaa radiologeja jaljittelemalla kasvainten

luonnoksia. Radiologia tuottaa nykyisin suuren mééran skannauksia alueesta (huipulta-
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pohjalle). Radiologi kdy yleensd l&pi jokaisen skannauksen ja jaljittdd &&riviivoja
kasvaimesta. Sen jalkeen 3D liitetty kasvain voidaan tuottaa, ja tdméa tehtéva kestaa vain
tunnin. Kuitenkin kéytettdessa koneoppimisen Project InnerEye:tda tdmé vie vain
minuutteja. (Starr 2018.)

Toisena esimerkkina koneoppimisen soveltamisesta laéketieteeseen on ns. lopputulosten
ennustus (Predict Outcomes). Starr (2018) Kirjoittaa, ettd muuta hyvin kaytannollista
tietoa voidaan ennustaa kadyttden koneoppimista ja tekodlyd. Voidaan esimerkiksi
ennustaa potilaan sairaalassaolon oleskelun pituutta. Tdmé on erds ennustavan analyysin
muoto, ja ennustava analyysi voi esimerkiksi auttaa hoitajia pitdmaan parempaa huolta
potilaistaan ja itsestadn. Diagnostiikka ja ennustava analyysi ovat Starrin (2018) mukaan
suuria hyotyjd. Koneoppimisen ja tekodlyn kaytosta on myds hyOtyd muihin
la&ketieteellisten alan ongelmiin. Monet l&d&keyhtiot ovat innokkaita juuri nyt, koska se
auttaa heitd kasittelemaan dataa. Nama teknologiat tulevat muuttamaan olennaisesti
terveydenhoitoa. Terveydenhoidossa on kuitenkin vield paljon saadoksia, néin ollen
ndéemme  koneoppimisen/tekodlyn  ennenaikaista  kayttéonottoa  silloin,  kun
koneoppimisen/tekodlyn hyddyt avautuvat ja uusia algoritmeja kehitetaan. (Starr 2018.)

Magoulas ja Prentza (2015) ovat myds kirjoittaneet koneoppimisen ladketieteellisista
sovelluksista. Koneoppiminen tarjoaa heiddn mukaansa metodeita, tekniikoita ja
tyokaluja, jotka voivat auttaa diagnostisten ja esidiagnostisten ongelmien ratkaisuissa
monilla ladketieteen alueilla. Koneoppimista kaytetdan nykyisin Kliinisten parametrien
tarkeyden analysoinnissa, niiden kombinaatioiden prognoosissa, tdhan sisaltyy tautien
prognoosien ennustaminen, ladketieteellisen tiedon poiminto tutkimustuloksia varten,
taudin hoito ja tuki ja yleinen kokonaisvaltainen potilaiden hoito. Koneoppimista
kaytetdan myos datan analysointiin, kuten sdédnnénmukaisuuksien havainnointiin datassa,
kasitteleméalla kunnolla kaytettavaa vaillinaista dataa. Sita kdytetaan tehohoitoyksikdssa
ja alykkaisséd halytyksissa, niiden lopputuloksena saadaan tehokas ja tehostettu
monitorointi. (Magoulas & Prentza 2015).

Magoulas ja Prentza (2015) toteavat, ettd koneoppimismetodien onnistunut toteuttaminen
voi helpottaa tietokonepohjaisten jarjestelmien integraatiota terveydenhoidon

ympéristossd. Tdma voi tarjota uusia mahdollisuuksia ladketieteen ammattilaisille, ja se
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voi lopulta parantaa myos laéketieteellisen hoidon laatua. Prentza & Magoulas (2015)
pitdvat ladketieteellisen diagnostiikan todistamista hyvin tarkednd laéketieteen
sovellusalueena. Asiantuntijajarjestelméat ja malliperusteiset tietokantakaaviot tarjoavat
mekanismeja hypoteesien muodostamiselle potilaan datasta. Esimerkkind tasta on
johtosaanndt, jotka ovat hyodynnetty asiantuntijoiden tiedosta asiantuntijajarjestelmien
rakentamiseksi. Asiantuntijat eivét kuitenkaan voi valitettavasti tietdd, mita tietoa niilla
oikeastaan on heiddn ongelmistaan. Symbolista oppimistekniikkaa (siséallyttaa
induktiivisen oppiminen esimerkeilld) kdytetadn lisadmaan oppimista ja tiedon hallinnan
mahdollisuuksia asiantuntijajéarjestelmiin. Silloin kun annettu joukko kliinisia tapauksia
toimii esimerkkeing, alykkaissa jérjestelmissa oppiminen voidaan saavuttaa kdyttden
koneoppimisen metodeita, jotka kykenevét tuottamaan systemaattista maaritelmaa niista
Kliinisistd piirteistd, jotka epatasaisesti (uniquely) luonnehtivat Kliinisia tiloja. Tallgin
tieto voidaan ilmaista yksityisten sd&ntdjen muodossa tai usein péaatoksentekopuuna.
(Margoulas & Prentza 2015).

Tatd lahestymistapaa voidaan laajentaa kéasittelemaén tapauksia, jossa ei ole aikaisempaa
kokemusta la&ketieteellisen datan tulkitsemisesta ja ymmaértamisestd. Magoulas &
Prentza (2015) viittaavat Haeun ja Coficieran maaritelmaéan alykkaasta jarjestelmastd,
joka ottaa reaali-aikaista potilas dataa sailyttaen sen sydamen ohitusleikkauksessa, ja luo
malleja normaalista ja epanormaalista sydamen fysiologiasta havaitakseen muutoksia
potilaan tilassa. Lisaksi tutkimusasetelmassa, naméa mallit voivat toimia alkuperdisena

hypoteesina, jotka voivat johtaa uudempiin tutkimuksiin. (Magoulas & Prentza 2015).

Potilaan datasta oppiminen tuo Magoulasin ja Prentzan (2018) mukaan monia ongelmia,
koska datajoukkoja luonnehtii hajanaisuus/muuttuvia parametrien arvoja, paikkaansa
pitaméattomyys, (systemaattinen tai satunnainen hairid datassa, potilasrekisterien
saatavuuden puute, epatarkkuus ja epasopiva valikoima parametreja annettuun
tehtdvaan). Koneoppiminen tarjoaa tyokaluja kasitella naita ladketieteellisen datajoukon
kirjoitusmerkkejd.  Alisymmetriset ~ oppimismetodit,  erityisesti  neuraaleissa
hermoverkoissa, pystyvat kasittelemddn nditd datajoukkoja, sitd kéytetddn usein
hahmojen arvoituksen valmiudessa ja heidan ihmismaisisséd ominaispiirteissansa. Talloin

voidaan kehittaa la&ketieteeteellistd paatoksentekoa. (Magoula &Prentza 2018).
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3. Terveydenhuollon tietojarjestelmaét

Onnistunut  ja laadukas terveydenhuolto vaatii toimivia tietojarjestelmia.
Terveydenhuollon tietojarjestelman on maaritellyt mm. sosiaali- ja terveysalan lupa- ja
valvontavirasto Valvira. Se on pyrkinyt madritteleméan, mita tietojarjestelmat ovat ja
mitd ne sisaltdvat terveydenhuollon nédkdkulmasta. Valvira pyrkii tuomaan
madrittelyssédén esille myos sen, mitd kayttajien asettamia vaatimuksia toimivien
tietojarjestelmien tulisi tayttad. Tietojarjestelmd on sosiaali- tai terveydenhuollon
asiakastietojen sahkoisté kasittelyd varten toteutettu ohjelmisto tai jarjestelma. Sen avulla
tallennetaan ja yllapidetdan kaikkia asiakas- tai potilasasiakirjoja seka niihin siséltyvia
tietoja. Tietojarjestelman on ennen sen kayttoonottoa taytettdva olennaiset vaatimukset
liittyen yhteen toimivuuteen, tietoturvaan ja tietosuojaan, kuten myds toiminnallisuuteen.
Varsinainen  vaatimuksenmukaisuuden  osoittaminen  kuuluu  kuitenkin  aina

tietojarjestelmien valmistajalle. (Valvira 2015.)

Toinen tapa méaritella tietojarjestelmd, on maédritelld se vélityspalveluna. Tall6in
tietojarjestelmalld tarkoitetaan siis myos varsinaista vélityspalvelua. Silla valitetdan
sosiaali- tai terveydenhuollon asiakastietoja Kansaneldkelaitoksen yllapitamiin
valtakunnallisiin tietojarjestelmapalveluihin. Ne on maaritelty lain 159/2007 14
pykalasséd. Sosiaali- ja terveydenhuollon tietojarjestelmét on myds jaettu ja luokiteltu
niiden kdyttotarkoitusten ja olennaisten ominaisuuksien mukaisesti joko luokkiin A tai B.
Luokka A:han kuuluu kaikki Kansaneldkelaitoksen vyllapitamat kanta-palvelut ja
tietojarjestelmat. Ne on tarkoitettu liitettavaksi kantapalveluihin, ja se tapahtuu joko
suoraan tai teknisen valityspalvelun kautta. On huomioitavaa, etta valityspalvelu kuuluu
aina luokkaan A. Luokkaan B puolestaan kuuluu muut tietojarjestelmét. Palvelun antajan
on myods aina ilmoitettava tietojarjestelmiin tulevista merkittavista poikkeamista
tietojarjestelmien valmistajalle. Tdmé on tehtdvé aina silloin, mikali poikkeama aiheuttaa
suuren riskin potilasturvallisuudelle, tietoturvalle tai tietosuojalle. Tasté poikkeamasta on
mya0s aina ilmoitettava Valviralle. Valmistajan puolestaan on aina seurattava ja tehtavéa
arviointia ajantasaisella jarjestelmalliselld menettelyll& tietojarjestelmastd, ja siind on

arvioitava tietojarjestelman tuotantokéyton aikana saatuja kokemuksia. Tietojarjestelméan
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valmistajan on aina myo6s ilmoitettava kaikista tietojarjestelmiin liittyvista merkittavista

poikkeamista suoraan Valviralle. (Valvira 2015.)

Tietojarjestelma on jarjestelma, jonka tarkoitus on aina edistda erityisen tiedon tukea
paatoksenteossa kaikilla organisaation tasoilla. Winter, Haux, Ammenwerth, Brigl,
Hellrung & Jahn (2011) madarittelevatkin tietojarjestelmén ihmisten ja teknisten
komponenttien muodostamaksi kokonaisuudeksi, jossa tapahtuu varsinaista tiedon
kasittelyd. Vane (2016) puolestaan huomauttaa, etté tietojarjestelmaan tallennetaan dataa,
ja tietojarjestelma tallennetaan ihmisten ja teknisten komponenttien muodostamaksi
kokonaisuudeksi, jossa tapahtuu tietojen késittelyd. Usein kdytetddn myds termid sosio-
tekninen jarjestelma. Se on tiedonhallintajarjestelmad, joka koostuu ihmisista ja teknisista
komponenteista. Kasitteelld sosio viitataan ihmisen olevan osa tiedonkasittelya, tekninen
puolestaan viittaa informaation késittelyn tydkaluihin, joita ihmiselld on kéytdssa. Naita

ovat tietokoneet, puhelimet ja potilasarkistot. (Vane 2016:2 & Winter ym.2011.)

Sairaalan tietojarjestelma(Hospital Information System) koostuu joukosta komponentteja
ja organisoituja toimintatapoja, joiden tarkoitus on muodostaa objekteista informaatiota.
Taman on tarkoitus parantaa péatoksentekoa kaikilla terveydenhuolto jarjestelmén
tasoilla. Vane(2016) maéarittelee tietojarjestelmén tehtdvaksi kasitellda informaatioita,
dataa ja tietoa. Terveydenhuollossa tietojarjestelmien pitdisi myos aina pystya antamaan
laaja kokonaiskuva yksittaisen potilaan liséksi, koko sairaalasta ja sen toiminnasta. Tieto
on keskeinen sairaalaan tietojarjestelmiin liittyvd komponentti ja avainkésite, ja se
tarkoittaa mm. tietdmysté laékkeiden toimivuudesta ja hoitotoimenpiteisté. Informaatio
puolestaan maaritelladn Winterin, Hauxin, Ammentwerthin, Briglin, Hellrungin & Jahnin
(2011) mukaan kaésitteeksi, joka on johdettavissa tiedon avulla tapahtumista, konsepteista
ja faktoista. Data puolestaan on heiddan mukaan ihmiselle tai koneelle kdyttokelpoisessa
muodossa olevaa dataa. T&mé& voi olla vaikka paperiselle taulukolle keréttyja tuloksia
verenpainemittauksista tai vaihtoehtoisesti samoja arvoja syotettynd digitaalisesti
elektroniseen kayttojarjestelméaan. Paperi ja tietojérjestelma ovat molemmat informaation
kasittelyvélineitd, n&in ollen kyseistd informaatiota tarvitseva voi tarkistaa
mittaustulokset molemmista. (Vane 2016:2 & Winter ym.2011.)
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Winter ym. (2011) toteavat sairaalan tietojarjestelmien olevan tietojérjestelmien
muodostama jarjestelma. Sen varsinainen tehtdvd on aina kattaa kaikki informaation
kasittely sairaalassa. Sairaalan tietojarjestelman osat koostuvat fyysisesta informaation
kasittelysta, sairaalan toiminnoista, liiketoiminta prosesseista ja sovelluksista. Sairaalan
tietojarjestelma kasittdd kuitenkin kaiken sairaalassa késitellyn informaation, ja siind ei
valttamatta tarvitse olla osallisena ihminen tai jonkinlainen tekninen véline. Sairaalan
tietojarjestelma on olemassa heti sairaalaan toiminnan aloittamisesta lahtien, sita ei ndin
ollen vain hankita jossain vaiheessa. Tallin on kysymys aina siitd, kuinka sen toimintaa
kyetd&n parantamaan ja tehostamaan. Tehokkaalla tietojen késittelylla pystytdédn myos
vahentdmaan toiminnasta johtuvia kuluja. (Vane 2016:3.)

Sairaalan tietojarjestelmén tehtdva on pyrkid takaamaan riittdvan sujuva sairaalan
toimintojen suoriutuminen, ja toimintoihin sisdltyy esim. potilaan hoito, potilaiden
hallinta ja sairaalan hallinta. Lain asettamat vaatimukset esim.potilaiden tietojen katselun
suhteen pyritdn toteuttamaan sairaalan tietojarjestelmissa. Potilaiden hoitoa tukevan
toimintojen tarjoaminen on sairaalan tietojérjestelmien keskeisin tehtdva. Potilaiden
tietojen saattaminen saataville, oikea-aikaisesti, oikeaan paikkaan, oikeassa muodossa ja
oikeutetuille henkil6ille sisaltyy tédhdn olennaisesti. Vane (2016) huomauttaa, ettd
ladkérin tai sairaanhoitajan on saadakseen tietoja mainittujen ehtojen mukaisesti

kerattava, kasiteltava ja tallennettava ne. (Vane 2016:6.)

Tama systemaattisen  dokumentoinnin  mukanaan tuoma tietomadra vaati
tietojarjestelmilta aina suurta tehokkuutta, ja timén takia ollaankin siirrytty kayttdmaan
séhkaisid, elektronisia tietojarjestelmid. Aktorin pitéisi saada jarjestelmastd ajantasaista,
Kliinista tietoa, néita voivat olla esim. uusimmat hoitotoimenpiteet ja tiedot ladkkeiden
sivuvaikutuksista. Taman liséksi sairaalan hallinnolle pitéisi antaa tietoa sairaalan sen
hetkisisita kustannuksista ja toiminnoista. Sairaalan tietojarjestelmid kéayttaa aina suuri
joukko eri ty6tehtavien hoitajia, ja samalle tiedolle onkin yleensa tarvetta eri tyyppisessé
muodossa. Tarkedd osa sairaalan tietojarjestelmaé on myds esim. tutkimuksen tukeminen
yliopistosairaaloissa. Tietojarjestelmén tehtdviin sisdltyy myds aina erilaisen tiedon

tarpeiden vaatimuksiin sopeutuminen. (Vane 2016:6.)
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Terveystietojarjestelméat on uusi vakiintunut termi, josta on alettu puhumaan viime
aikoina. Tama on taysin uusi kasite, jota on alettu kdyttdmaan sairaalatietojarjestelma
termin ohessa. Naiden kahden kasitteen suurimmat erot ovat niiden toimijoiden
laajuudessa, jotka kayttavat tietojarjestelmid. Kasitetta terveystietojarjestelmé (Health
Information Systems, HIS) kutsutaan transinstitutionaaliseksi jarjestelméksi. Se
tarkoittaa, ettd sama jarjestelmé on monen terveydenhuollon laitoksen yhteiskéytossa. On
olemassa myds kansallisia tietojarjestelmid. Yksi tallainen esimerkki on kansallinen
terveysarkisto(kanta), se on myds transinstitutionaalinen tietojarjestelma, toiminnoiltaan
se on kuitenkin hyvin suppea sairaalatietojérjestelmiin verrattuna. Sairaaloiden
kustannustehokkuuteen ja toimintokuluihin kohdistuu nykyisin my6s suuria paineita, ja
my06s potilaskeskeisempaan hoitoon siirtyminen aiheuttaa niitd. Taman seurauksena
tunnetaan erityistd mielenkiintoa yhteiskayttoisten tietojarjestelmien kehittdmiseen.
Yhteiskayttoisen tietojarjestelmén kayttd johtaa vaistaméattd siihen, ettd sairaalan
toiminnot siirtyvét yksittdisistd kokonaisuuksista potilaskeskeisempédéd hoitoa kohti.

Potilaskeskeisempi hoito laajenee myds useille erikoistuneille laitoksille. (Vane 2016:7.)

Suuret sairaala tietojarjestelmat voidaan jakaa kahteen luokkaan: hallinnollisiin ja
Kliinisiin. Yksinkertaisiin tapa erottaa ne toisistaan on tarkastella niiden kayttttarkoitusta
ja niiden sisaltamaa data tyyppid. Hallinnollinen tietojéarjestelmé(tai hallinnollinen
sovellus) siséltda ensisijaisesti hallinnollista tai taloudellista dataa, ja sitd kaytetaan
yleisesti tukemaan johdon toimintoja ja terveydenhuolto organisaation yleisia
toimenpiteitd. Hallinnollinen tietojérjestelm@ saattaa esim. siséltda sellaista
informaatiota, jota kaytetdan henkildston johtamisessa, raha-asioissa, materiaaleissa,
hankkimisessa tai vélineissd. Se voi olla jarjestelméa henkildston resurssinen hallintaan,
materiaalien hallintaan, potilas kirjanpitoon tai laskutukseen, tai myds potilaslistaan.
Vastakohtana, Kliininen tietojérjestelma tai (kliininen sovellus), puolestaan siséltada
Kliinistd tai terveyteen liittyvad informaatiota, joka ké&yttdd potilaan monitorointia
hyvékseen tarjotakseen hoitoa ja diagnosointia. Kliininen tietojarjestelma saattaa olla
osastokohtainen jarjestelma, kuten esim. radiologia-, farmasia- tai laboratoriojarjestelma,
tai vaihtoehtoisesti kliininen péatdksenteontuki, laakitsemisen hallinta, tietokoneilla
jarjestetty luokiteltu syotto tai elektroniset terveysrekisteri(Electronic heath care record,

EHR) jarjestelmat, ndma ovat niistd muutamia esimerkkeja. Niiden laajuus saattaa olla
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rajoitettu yhteen Kliiniseen informaation alueeseen (esim. radiologiaan, farmasiaan tai
laboratorioon) tai ne saattavat olla ymmarrettavié ja kattaa kaytannollisesti katsoen kaikki
potilas hoidon nakdkulmat, kuten esim. elektroniset terveysrekisterit tekevat. (Emont
2011.)

Tyypillisia Kliinisia tietojarjestelmid ovat muun muassa Kliinisiin sovelluksiin sisaltyvat
avustavat tietojarjestelmat, kuten laboratorio tietojarjestelma, radiologi tietojarjestelma ja
farmasia tietojarjestelmda. Muita Kkliinisid  tietojérjestelmid ovat sairaanhoito
dokumentaatio ja elektroninen terveysrekisteri (Electronic health record(EHR). Hoito
dokumentaatio hyddyntaa hoitodokumentointia arvioinnista arvosteluun, potilas hoidon
paatdksen tekoa(hoito suunnittelu, arviointia, lohkosuunnittelu taulukko, potilas tarkkailu
ja hyoddyntdminen). Elektroninen terveysrekisteri (EHR) hyddyntdd elektronista
kaappausta ja potilaan terveyshistorian raportointia, ongelma listausta, hoitoa ja tuloksia.
Se sallii kliinikoiden dokumentoida Kliinisia 16ydoksia, progression muistiinpanoja ja
muuta potilas informaatiota. Sen tehtdva on antaa myds péaatoksentekotuki tyokaluja,

huomautuksia seka varoituksia. (Wager, Lee, Glaser 2017:68.)

Terveydenhuollossa tarvitaan ennen kaikkea tietojarjestelmid, jotka tuottavat aktiivisesti
ajankohtaista tietoaineistoa hoidettavista potilaista kliinikoiden kayttoon. Talldin on
kyseessa kliininen paatoksenteon tukijarjestelma. Berner (2007) maarittelee Kliinisen
padtoksenteon tukijérjestelman (Clinical decision support systems, CDSS) kliinisen
paatdksen teon vaikuttamista varten suunnitelluiksi tietokonejarjestelméksi. Sen on
tarkoitus vaikuttaa yksittéista potilasta koskevaan kliiniseen paatoksentekoon juuri silla
hetkelld, kun p&é&toksid tehddan. Kliinisten péatoksenteon tukijarjestelmien uskotaan
olevan avainasemassa silloin, kun yritetddn parantaa potilasturvallisuutta. Oikealla tavalla
kaytettynd Kliininen paatoksenteon tukijéarjestelmé kykenee muuttamaan tapaa, jolla
laéketiedettd opetetaan ja harjoitetaan. Kliiniset paatoksenteko tukijarjestelmat voidaan
luokitella tietdmyskantaisiin ja ei-tietdmyskantaisiin tietojarjestelmiin. Tietdmyskantaan
perustuvat  kliiniset  paatoksenteon tukijarjestelmat koostuvat tietokannasta,
paattelymoottorista ja kommunikaatiomekanismista. Ei-tietdmyskantaan perustuvat
Kliiniset paatoksenteko tukijérjestelmat puolestaan kdyttdvat koneoppimista ja muita

tilastollisia hahmontunnistus lahestymistapoja. (Berner 2007:2-4.)
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EBMEDS on lyhenne termista (Evidence Based Medicine Electronic Decision Support),
eli suomennettuna se tarkoittaa la&ketieteelliseen nédyttéon perustuvaa sahkoista
paatdksenteon tukea. Paatoksenteontuki itsessédan antaa terveydenhuollon organisaatioille
vélineité johtaa ja ohjata toimintaansa, ja erityisesti se tarjoaa mahdollisuuden prosessien
ohjaukseen. Tamé& voi tapahtua esim. alueellisen hoitoketjun siséltamien sopimusten
kautta. Paatoksentuen avulla on myds mahdollista seurata hoidon laatua ja mm. kaytettyja
voimavaroja. Paatoksentuki terveydenhuollossa antaa mahdollisuuden hoitokéyténttjen
ja potilasturvallisuuden parantamiselle, ja sen avulla voidaan myds tuoda tutkittua tietoa
osaksi Kliinista paatoksentekoa. Késitteella tietokoneavusteinen
paatoksentukijarjestelmé(electric decision support systems) (EDSS) tarkoitetaan sellaisia
terveydenhuollon  jarjestelmid, joista hoitava ammattihenkilé saa neuvoja
potilaskohtaisesti. Sitd voidaan pitdd yksityisen terveydenhuollon ammattilaisen
nakokulmasta ennen kaikkea tyovélineend, joka avustaa muistamisessa ja auttaa

hallitsemaan suurta tietotulvaa. (Varonen, Kaila, Kunnamo & Méntyranta 2005.)

Padtoksenteon jarjestelman toimivuutta, vaikuttavuutta ja kustannustehokkuutta
terveydenhuollossa on my6s tutkittu viime vuosina. L&akariseura Duodecim on ollut
mukana hallinnoimassa ja johtamassa paatoksentukihanketta, jossa tapahtuu varsinainen
paatoksentukijarjestelman kehitys. Hankkeella pyritddn luomaan laaja kansallinen
kliininen paatoksentukijarjestelma. Tama Kliininen paatoksenteon tukijéarjestelmé on
sitten mahdollista liittdd nykyisiin séhkaisiin potilaskertomuksiin, jotka on maéritelty
alun perin kansallisessa terveyshankkeessa. Tutkimuksen tausta on l&htenyt tiedon
kerddmisestd, aiemmista paatoksenteon tutkimuksista, ja siind on pyritty myos
huomiomaan terveydenhuollon eri ammattiryhmien ndkemyksid ja asenteita
paatoksentukea kohtaan. Paatoksentuki tutkimus on oleellinen osa Paatoksentukihanketta
(EBMCcDS), jolla pystytdan kehittdmaan ns. EBMEDS-palvelua. EBMEDS on lyhenne
termisté (Evidence Based Medicine Electronic Decision Support), eli suomennettuna se
tarkoittaa l&&ketieteelliseen ndyttdon perustuvaa Tama jaetaan vield neljdéan
osahankkeeseen, joita ovat paatoksentukihankkeen valmistelu ja tuottaminen,
paatoksentuen pilotointi ja paatdksentuen toimivuuden ja vaikuttavuuden tutkimus.

Hankkeella ohjataan sdhkoista paatoksentukea. (Duodecim 2019).
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3.1 Ladketieteellisen hoidon laatu

Ladketieteellisen hoidon laatua on maaritelty puhtaasti ladketieteellisesta nakdékulmasta
kirjallisuudessa varsin monilla tavoilla. Yksi maaritelmé lahtee siitd ndkokulmasta, ettd
se on selvasti kliinisilla metodeilla mitattavissa oleva ominaisuus. Tahan tulokseen ovat
paatyneet Rutstein, Berenberg, Chalmers & G.Child (1976). Heidan mukaan hoidon laatu
on mitattavissa metodilla, joka laskee tarpeettomien sairauksien ja vammojen seka
ennenaikaisten tarpeettomien kuolemien tapaukset. N&iden ilmentyminen on listattu
terveydentilana, ja siihen oikeuttaa aina kysymys siitd, miksi tdmd tapahtui. Toiseksi
maadritelman ominaispiirteeksi, he ovat valinneet sellaiset terveydentilat, joissa kriittisesti
lisddntyneet sairauksien ja vammojen asteet, tai ennenaikaiset kuolemat, toimivat hoidon
laadun merkkeind. He painottavat viela sitd, ettd sairauksien laajat kategoriat on pantu
merkille, ja intensiivinen tutkimus voi paljastaa sellaisia erityispiirteitd, jotka toimivat

varsinaisina terveyden merkkeiné. (Crutstein, Berenberg, Chamcers, G.Child 1976.)

Maailman terveysjarjesto eli WHO (World Health Organisation) puolestaan maérittelee
terveydenhoidon laadun ulottuvuutena, jota terveydenhoidon palvelut tarjoavat yksil6ille
ja potilaiden populaatioille parantaakseen toivottuja terveystuloksia. Taman
saavuttamiseksi, terveydenhoidon tulee olla turvallista, tehokasta, oikea-aikaista,
taloudellista, oikeudenmukaista ja ihmiskeskeistd. WHO my6s maéérittelee
terveydenhoidon laatua olennaisesti kuvaavat kasitteet. Turvallisuus on WHO:n
madritelman mukaan terveydenhoidon toimittamista tavalla, joka minimoi riskit ja
vahingot palvellakseen kayttajia, tdhédn sisaltyy myos ehkaistavissa olevien vammojen ja
hoitovirheiden vahentdminen. Tehokkuus maaritellddn palveluksi, jotka perustuvat
palvelujen tarjoamiseen tieteellisestd tiedosta ja my0s todistus-pohjaisiin suosituksiin.
Oikea-aikaisuus puolestaan tarkoittaa viivastysten vahentdmista terveydenhoidon
tarjoamisessa ja vastaanottamisessa. Taloudellisuus mééritellddn terveydenhoidon
toimittamiseksi tavalla, joka maksimoi resurssien kayton ja valttdd hukkaamista.
Oikeudenmukaisuus tarkoittaa sellaisen terveydenhoidon toimittamista, joka ei eroa
laadussa sen perusteella, mikda on henkilokohtaisesti tunnusomaista. Tallaisia piirteita
ovat sukupuoli, rotu, etnisyys, maantieteellinen sijainti tai sosioekonominen status.

Tarkedd on myos ihmiskeskeisyys, joka ottaa huomioon mieltymykset ja pyrkimykset
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yksittaisissd kayttajien palveluissa ja heiddn yhteison kulttuureissa. (WHO:Quality of
Care 2018.)

3.2 Krooniset sairaudet

WHO on myos julkaissut maailmanlaajuisen raportin ik&&ntymisesta ja terveydesta.
Tassd raportissa nousee esille erityinen huoli maailmanlaajuisesta populaation
ikaantymisestd. 60 vuotta ylittdvien méardn odotetaan lisddntyvaian vuoden 2015 12
%:tista 22 %:tiin vuoteen 2050 mennesséd. Ennustetaankin, ettd 60 vuotta tayttaneiden ja
niiden ylittdneiden méaara tulee saavuttamaan 2 biljoonaa seuraavan 35 vuoden kuluessa.
Aasian maissa tilanne tulee olemaan kaikkein huonoimmillaan, ja esimerkiksi Japanissa
tulee yli 30 %:ttia vaestostd olemaan vanhusvédestda seuraavan 10 vuoden kuluttua.
(Hwang & Cheng 2017:296).

Hwang ja Chen (2017) painottavat sit4, kuinka tdmé kaikki kuormittaa terveydenhuollon
jarjestelmia, samalla kun terveyden hoidon henkiléstéa ja laitteistoa on liian vahan.
Yhtena mahdollisena ratkaisuna on langattomien laskenta ja loT teknologioiden
yhdistdminen terveyden seuranta palveluihin. Hwang & Chen (2017) huomauttavat myaos,
ettd kroonisista sairauksista on tullut terveydenhoitoon yhé keskeisempié ja vaikeampia
ongelmia verraten niitd pelkéastddn vaeston ikaantymisestd koituviin kustannuksiin
terveydenhoidossa. He arvioivatkin, ettd yhteiskunnan talouden ja ympariston muuttuessa
kroonisista sairauksista on tullut paallimmdinen uhka ihmisten terveydelle.
Sairastavuuden uskotaan myos lisdantyvan entisestdan. lhmisten ei ole kuitenkaan helppo
kayttaa julkisen terveyden hoidon palveluita ja laitteistoja, koska niista on pulaa. (Hwang
& Cheng 2017:296).

Hwang ja Chenin (2017) mukaan nama l&aketieteelliset jarjestelmat ja systeemit
keskittyvat myos yha enemmaén kaupunkeihin, joissa on paljon véestdd ja padomaa.
Tahan asti ladketieteelliset ja terveydenhoito jérjestelmat esim. kehitysmaissa, ovat
enimmaékseen tarkoitettu kestdmédén akuuttien sairauksien ja tarttuvien tautien kanssa.
Kroonisten sairauksien ennalta ehkéisyé ja hoitoa ei siell& juuri painoteta. Hwang ja Chen

(2017) huomauttavat myos, ettd elintason nousu lisdd myd6s kroonisten sairauksien
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maaréé. Yhdysvalloissakin jopa 50 %:ttia ihmisistd karsii yhdestd tai useammasta eri
tasoisesta kroonisesta sairaudesta, ja jopa kahdeksankymmenté prosenttia ladketieteen
rahoituksesta kuluu kroonisten sairauksien hoitoon. Tdma summa on l&hes 18 % :ttia
Yhdysvaltain bruttokansantuotteesta. Kalliit terveydenhoidon kustannukset asettavat
valtavan taloudellisen taakan hallitukselle ja yhteiskunnalle. Hwang ja Chen (2017) ovat
jakaneet kroonisten sairauksien syntymisen syyksi kolme péddasiaa. Namé ovat
muuttumattomat asiat, muuttuvat asiat ja ne asiat, joita on vaikea muuttaa. 1kd ja
perinndllisyys kuuluvat muuttumattomiin asioihin, ja ne selittavakin 20 %:ttia kroonisten
sairauksien syistd. Elinolosuhteet ovat aina kriittisia fyysisille tiloille, ja niitd on myds
vaikea muuttaa sattumanvaraisesti. (Hwang & Chen 2017:298).

WHO on vuonna 2015 tuottanut raportin kroonisista sairauksista. Se on listannut nelja
suurinta Kkroonista sairaustyyppid, ja ne ovat kardiovaskulaariset sairaudet, syovat,
krooniset hengitystiesairaudet ja diabetes mellitus. Kardiovaskulaariset sairaudet ovat
joukko sydan ja verisuonisairauksia, ja niihin sisaltyy mm. sepelvaltimo sydénsairauksia.
Ne ovat sairauksia, joita vélittyy verisuonten kautta sydénlihakseen. Néaihin siséltyy esim.
aivosokeri sairaudet, ja verisuonisairaudet, jotka vélittyvat kasiin ja jalkoihin. Niitd ovat
reumaattinen sydansairaus, sydanlihakseen ja lappaan tulleet vahingot reumaattisesta
kuumesta, jonka on aiheuttanut streptokokkinen bakteeri. On myds synnynnéisia
sydansairauksia, sydamen rakenteen epamuodostumia, jotka ilmenevét syntymasta.
Yleisid ovat my0s syvé laskimon verisuonitukos ja keuhkoembolia. Keuhkoemboliassa
esiintyy verikokkareita jalkalaskimossa, joita voi irrottautua ja siirtyd syddmeen. Raportti
osoittaa, ettd vuonna 2012 enemmistd tarttuvista kuolemaan johtavista taudeista alle 70

vuotiaiden joukossa, johtui néista neljasté sairaudesta. (Hwang & Chen 2017:296).

Kardiovaskulaariset sairaudet aiheuttivat suurimman osuuden kroonisista kuolemista alle
70 vuotiaissa. Osuus oli 37 %:ttia, seuraavaksi suurin kuolin syy oli syopé 27 %:ttia, ja
sitten tulivat krooniset hengitystiesairaudet 8%:ttia. Diabeteksen osuus oli 4 %:ttia
kuolemista, ja muiden tekijoiden osuus oli noin 24 %:ttia kaikista kuolemista.
Ympéristotekijoihin lisattynd maailmanlaajuiset sosiaaliset ja taloudelliset trendit, kuten
vaeston ik&&ntyminen, on suurin yksittdinen syy kroonisista sairauksista kéarsivien
potilaiden m&&ran kasvuun. Kaupungistuminen aiheuttaa my6s ympariston saasteiden

runsasta liséantymistd. Keuhkosairaudet ovatkin lisadntyneet, koska raskas PM 2.5 ja utu
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ovat stimuloineet niiden syntymistd. Toinen vaikuttava puoli asiassa on globalisaatio, ja
sen seurauksena ihmiset ovat tottuneetkin kommunikoimaan ystdvien kanssa mobiili
laitteilla. Uudet teknologiat yhteiskunnassa, matkapuhelimissa ja verkoissa tekevat
kaupunkimaisen urbaanin elaman sopivammaksi. Hwang ja Chen (2017) huomauttavat
kuitenkin myds, ettd tdma voi myos luoda epaterveellisid elamantapoja. Tiedetddn, etta
esimerkiksi tietokoneen edessa istuminen liian pitkaan ja jatkuva liikunnan puute lisadvat

ylipaino-ongelmia ym. (Hwang & Chen 2017:296).

Viimeisimman WHO:n raportin mukaan terveyttd maarad viisi eri tekijad. ltseasiassa
terveyspalvelut ja muut vastaavanlaiset voivat ratkaista vain 10 % laédketieteellisista
ongelmista. Viisikymmenta prosenttia on riippuvaisia elaméntavoista, kuten yleisista
elintavoista, ruokailutottumuksista ja liikunnasta. Kaksikymmenta prosenttia riippuu
ympéristosté ja jaljell& oleva 20 % johtuu biologisista tekijoistd, kuten periméasta. Tama
kaikki osoittaa, ettd suurimmat syyt terveysongelmiin ovat eldmantapoihin liittyvia.
Hwang ja Chen (2017) painottavatkin, ettd kaikkien pitéisi keskittyd terveyden
tarkkailuun jalkihoidon sijaista. Johtuen pitk&aikaista ominaispiirteistd, krooniset
sairaudet eivat ole tarpeeksi akuutteja hoidettavaksi sairaalassa. Siksi kansalliset
hallitukset kayttavatkin paljon rahaa tamén ongelman ratkaisemiseksi, ja jatkuva
terveyden monitorointi on ratkaisevaa tdman ongelman ratkaisemisessa. (Hwang & Chen
2017:296).
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4.Diabetes mellitus

Diabetes mellitus on vakava krooninen sairaus. Sairauden aiheuttaa perinnéllinen ja
hankittu puute haiman insuliinin tuotannossa. Aiheuttaja voi myds olla pelkastaan
hankittu puute insuliinin tuotannossa, ja haiman tuottaman insuliinin tehottomuus voi
my0s aiheuttaa sairastumista diabetes mellitukseen. Insuliinin puute johtaa aina
suureneviin  glukoosipitoisuuksiin ~ veressa. Talloin monia kehon jarjestelmia
vahingoittuu, néitd ovat etenkin hermot ja verisuonet. Diabeteksessa esiintyy kaksi
muotoa. Diabeteksen tyypissd yksi haima ei tuota lainkaan insuliinia, joka on
eloonjdamiselle valttamatonta. Tallainen diabeteksen muoto kehittyy usein lapsilla ja
nuorilla. Tyypin 1 diabetes tunnistettiin aiemmin insuliiniriippuvaisena. Tyypin 2
diabetes puolestaan johtuu kehon kyvyttdmyydesta reagoida oikealla tavalla haiman
tuottamaan insuliinin toimintaan. Tadma diabetes tyyppi on paljon yleisempaa, ja se
muodostaakin ldhes 10 % kaikista maailmanlaajuisista diabeteksen tapauksista.
Useimmiten tdma esiintyy aikuisilla, ja sitd on kuitenkin havaittu aiempaa enemman
myo6s nuorilla. On myos todistettu, ettd tietyntyyppiset geneettiset markkerit lisaavat
tyypin 1 diabeteksen kehittymisen riskid. Tyyppi 2 diabetesta pidetddn myds hyvin
perinndllisend. Erdissd populaatioissa esiintyy myds geenejd, joihin liittyy jatkuvaa
kasvanutta riskia tyypin 2 diabetekselle. VVoidaan todeta, ettd molemmat diabeteksen
tyypit ovat hyvin monimutkaisia sairauksia. Niitd aiheuttavat mutaatiot ja
ymparistotekijat, ndmé& mutaatiot ilmenevat useassa geenissa. (WHO: diabetes mellitus
2016.)

Laakari voi diagnosoida diabeteksen tiettyjen biomarkkereiden mukaan. Glukoosin
sietokyky (IGT) on vahentynyt ja paasto glykemia (IFG) on heikentynyt. Mikéli ne
alittavat veren glukoosipitoisuuden normaalialueen, voidaan diabetes diagnosoida.
Henkil6illa, jotka sairastavat IGT:d ja IFG:t4, tai pelkastaan IFG:t4, on huomattavasti
suurempi riski sairastua diabetekseen ja sydén- ja verisuonitautien sairauksiin kuin
normaalin glukoositoleranssin omaavilla henkil6illa. Kliinisestd interventiosta koituu
eniten hyotyd potilaille, joiden glukoosi intoleranssi on kohtuullisella tasolla.
Diabeteksen oireet ilmenevét voimakkaina, heikkoina, tai niitd ei ole valttaméatta

ollenkaan. Tyypin 1 diabeteksessa esiintyy oireita, kuten virtsan liiallista
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erittymista(polyuria), janoa(polydibsia) vasymistd ja laihtumista. Oireet ovat vdhemman
merkittavia tyypin 2 diabeteksessa. Taman muodon diabeteksessa ei vélttdmatta esiinny
varhaisia oireita lainkaan, ja tautikin diagnosoidaan yleensd vain useita vuosia sen
alkamisen jalkeen, silloin kun komplikaatioita on jo ilmentynyt. (WHO: diabetes mellitus
2016.)

Diabetes on varsin yleinen sairaus. Hiljattain kootut tiedot osoittavat, ettd ldhes 150
miljoonalla ihmiselld on diabetes mellitus maailmanlaajuisesti tarkasteltuna. Taman
maaran oletetaan jopa kaksinkertaistuvan vuoteen 2025 mennessa. Useimpien
diabeetikoiden ik& tulee olemaan myds varsin korkea. Diabeetikoiden oletetaan olevan
kehittyvissa maissa 65-vuotiaita tai jopa vanhempia. Kehitysmaissa suurin o0sa
diabeetikoista kuuluu 45-64-vuotiaiden ikdryhméaan, ja vaikutukset tulevat olemaan
suurimpia tuottavina vuosina. Diabetes mellituksen diagnosoimisen helpottamiseksi
WHO on julkaissut suositukset veren glukoosipitoisuuden diagnostisesta tasosta, ja tata
tasoa on muutettu viimeksi vuonna 1999. Diabeteksen hoito voi tapahtua
farmakologisesti tai ei-farmakologisesti. Ei farmakologisen diabeteksen hoidon perusta
on oikeanlaisessa ruokavaliossa ja liikunnassa. Kuitenkin noin 40 % diabetesta
sairastavista tarvitsee suun kautta annettavia aineita, jotta verensokeria voitaisiin
tyydyttévasti kontrolloida ja l&hes 40 %: ttia tarvitsee insuliinipistoksia. Taman Frederic
Bautingin ja Charles Bestin vuonna 1921 eristdima hormoni mullisti diabeteksen hoidon
jakomplikaatioiden ehkaisyn. Se muutti aiemmin varmaan kuolemaan johtavan sairauden
sellaiseksi, ettd potilaalla oli mahdollisuus pitkdaikaiseen selviytymiseen. (WHO:
diabetes mellitus 2016)

Tyypin 1 diabetes tekee ihmisen yleensa taysin riippuvaiseksi insuliini pistoksista, niilla
turvataankin heidan elossa selvidaminen. Naméa ihmiset tarvitsevat pdivittain insuliinia.
Diabetesta sairastavista suurin osa kuitenkin sairastaa tyypin 2 diabetesta. Tall6in heidan
eloonjda@misensé ei riipu insuliinista, kuitenkin noin kolmasosa heisté tarvitsee insuliinia
alentaakseen verensokeritasoaan. Insuliinia ei kuitenkaan ole Kkaikille sairastaville
tarjolla, ja se on myos varsin kallis 1adke monissa kdyhissé maissa siitd huolimatta, ettd

WHO on luetellut sen olennaiseksi ladkkeeksi. Tasta onkin muodostunut kansainvalisten
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terveysvirastojen ja kansallisten terveysviranomaisten huoli. (WHO: diabetes mellitus
2016)

4.1 Diabeteksen esiintyvyys ja hoitokaytannot

Diabetes mellitus on varsin vakava sairaus, johon liittyy paljon ikaviad komplikaatioita.
Yksi niistd on ns. diabeettinen retinopatia, ja siitd on muodostunut yksi johtavista
sokeuden ja ndkdvamman syistd. Diabetes mellituksen ilmenemiseen on liittynyt yhtena
osana verkkokalvon pienten verisuonten vaurioituminen, ja ndiden mekanismien kautta
voi tapahtua varsinainen nadon menetys. Tutkimusndyton perusteella tehdyt havainnot
viittaavat siihen, ettd kérsittyédan 15 vuotta diabeteksesta noin 2 % ihmisista on tullut
sokeaksi ja 10 %:lla on vakava nakévamma. Diabeetikoilla on myds yleisemmin
glukooman ja kaihin aiheuttamaa nadn menetystd kuin diabetesta sairastamattomalla
verrokiryhmalla. (WHO: diabetes mellitus 2016)

Diabeettisen retinopatian eteneminen ja alkaminen voi hidastua kayttdamélla hyvéksi
hyvaa aineenvaihdunnan hallintaa. Diabetesta sairastavilla henkil6illa voidaan ehkaista
naon tai ndkdvamman menetysta havaitsemalla varhain ndkdd uhkaava retinopatia ja
my0s hyvélla hoidolla. Mikali retinopatia on edistynyt, tarkedksi nousee sadnnolliset
silmédkokeet ja mydskin oikea-aikainen laserhoito tai leikkaus. Tutkimusndyttd osoittaa,
ettd kehittyneissdkin maissa suuri osa hoitoa tarvitsevista ei saa tallaista hoitoa yleisen
ammatillisen tietoisuuden ja hoitolaitoksen puuttumisen vuoksi. Monissa kehitysmaissa,
joissa diabetes esiintyy yleisesti, ei tallainen hoito padse vaeston keskuuteen lainkaan.
Diabetes aiheuttaa myds munuaisten vajaatoimintaa, sen esiintymistiheys tosin vaihtelee
paljon populaatioiden vélilla, ja se liittyy myos kestoon ja vakavuuteen. Munuaisten
vaurioitumisen hidastumiseksi on monia toimenpiteitd. Naitd ovat korkean veren
glukoosin hallinta, korkea verenpaineen hallinta, interventio la4kkeiden kanssa
munuaisvaurion varhaisessa vaiheessa, ja my0s ruokavalion proteiinia pitdisi rajata.
Diabeettisen munuaissairauden seulonta ja varhainen havaitseminen ovat tarkeita keinoja
ennaltaehkéisyssa. (WHO: diabetes mellitus 2016.)
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Diabetesta sairastavien kuolemista teollisuusmaissa 50 %:ttia aiheutuu
sydénsairauksista. Sydéansairauksien riskitekijat diabeetikoilla ovat tupakointi, lihavuus,
korkea verenpaine ja korkea seerumin kolesteroli. Diabeettista neuropatiaa voidaan pitéa
todenndkadisesti yleisimpand komplikaationa diabeteksessa. Tutkimusndytto osoittaa, etta
diabeetikoista jopa 50 %:ttia kérsii jonkin verran néistd komplikaatioista. Tassa tilassa
tarkeimmat riskitekijat ovat kohonnut verensokerin taso ja kesto. Neuropatia Vvoi
pahimmillaan johtaa aistinh&vi6dn ja raajojen vaurioitumiseen. Sita pidetddn myds
merkittdvimpéna syyna diabetesta sairastavien miesten impotenssiin. Diabetes voi
aiheuttaa my0s muutoksia verisuoniin ja hermoihin. Tdm& aiheuttaa diabeettista
jalkatautia, ja se voi johtaa haavaumiin ja usein my6hemmin myds raajan amputointiin.
Se onkin yksi diabeteksen kalleimmista komplikaatioista, tdma esiintyy erityisesti
sellaisissa yhteisossd, joissa kaytetdan puutteellisia jalkineita. Verissuonten ja
neurologisten sairauksien prosessi on aiheuttamassa tatd. Diabetesta voidaankin pitéa
yleisimpénd syyna alaraajojen ns. ei-traumaattiseen amputoimiseen, tdma voidaan
kuitenkin estéa tavanomaisella jalkahoidolla ja tarkastuksella. (WHO: diabetes mellitus
2016.)

Diabetekseen ennaltaehkéisysté tehdyt tutkimukset osittavat, ettd taudin puhkeamista on
mahdollista ennaltaehkaisté ja viivastyttaa lievassa glukoosi-intorelansissa (IGT). Taman
vahvistavat suurilla vaestopopulaatioilla tehdyt tutkimukset Suomessa, USA:ssa ja
Kiinassa. Niissé todettiin, ettd vain puoli tuntia kdvelyd pdivasséd ja painon lasku
pienentdvat diabeteksen esiintyvyyttda yli puolella. Diabetesta pidetddn vakavana ja
kalliina sairautena. Sen myds odotetaan yleistyvan erityisesti kehitysmaissa ja heikossa
asemassa olevissa vahemmistoissd. On kuitenkin olemassa keinoja estda sen
puhkeaminen, seurata diabeteksen edistymistd, ja on myds mahdollista lisaté julkista ja
ammatillista tietoisuutta sen oireista ja riskeistd. Taman uskotaan olevan ehké térkein

askel ennalta ehkaisyssé ja valvonnassa. (WHO: diabetes mellitus 2016.)

Yhdysvalloissa on The American Diabetes Association (ADA) antanut omat
hoitokaytantosuositukset diabeteksen hoitoon. ADA on diabeteksen hyvéé ja laadukasta
hoitoa kehittdva jarjestd. Siind on monitieteinen asiatuntijakomitea, joka tarjoaa
komponentteja mm. diabeteksen hoidolle ja se my6s paivittdd hoitostandardeja vuosittain

tai useamminkin. ADA on liséksi antanut hoitosuosituksia diabeteksen hoitoa ja



54

kansanterveyden edistamistad varten. Hoitosuosituksiin kuuluu varmistaa, ettd hoito
paatdkset tehdaén ajoissa ja ettd ne pohjautuvat todistuspohjaisiin suosituksiin. Ne myos
tehdadn yhteistydssa potilaiden kanssa perustuen yksil6llisiin - mieltymyksiin,
prognooseihin ja sairauksiin. Suositusten tarkoitus on suunnata diabeteksen hallinnoinnin
lahestymistapa kroonisen hoitomallin  mukaiseksi. Siind painotetaan tuottavaa
interaktiota valmistetun ennakoivan hoitotyéryhmén asioihin perehtyneiden aktivoitujen
potilaiden kanssa. Hoitojarjestelmien pitdisi helpottaa tyoryhma perusteista hoitoa,
potilasreksitereitd, paatoksenteko tyodkaluja ja yhteison mukaantuloa huomioitaessa
potilastarpeita. Pitdd myos olla sujuvaa arviointia diabetes hoidon laadusta ja luoda
laadun parantamisen strategioita, joiden pitéisi yhdistéda luotettavaa dataa edistaakseen
parempia hoitoprosesseja ja terveyttd painottaen samalla kustannustehokkuutta.
(Diabetes Care 2019:57.)

Kliinisten suositusten soveltaminen terveydenhoitoon antaa tyokaluja, joilla voidaan
hallita populaation terveyttd kokonaisuudessaan, ja diabeteksen hoito taytyy myds olla
yksilollisesti jokaiselle potilaalle suunniteltu. N&in ollen kansanterveyden parantaminen
vaatii sekd jarjestelmatason ettd potilas-tason lahestymistapoja. Yhdysvaltojen
diabetesyhdistys korostaa potilaskeskeisen hoidon tekevan yksiléa vastuunottovaksi ja
hanen yksildllisia tarpeita, mieltymyksia ja arvoja kunnioittavaksi. Potilaskeskeinen hoito
pyrkii myds takaamaan sen, ettd potilaan arvot ohjaavat kaikkea kliinista padtoksentekoa.

(Institute of Medicine Commitee on Quality of Health Care in America 2001.)

4.2 Diabeteksen syyt ja seuraukset

Tarkeimmaéksi  yksittdiseksi  syyksi  diabeteksen yleistymisessa on  noussut
lansimaalaiskehitys, joka tarkoittaa Helsingin Yliopiston dosentin ja It4&-Suomen
yliopiston epidemiologian professori emeritus Jukka T.Salonen mukaan ennen kaikkea
ruokavalion muuttumista epaedulliseksi. Diabeteksen lisddntymisen uskotaan olevan jopa
nopeampaa kuin muistisairauksien ja Alzheimerin. Salonen huomauttaa myd0s, etté
ylipainon lisddntymien on perinteisilla ladketieteen keinoilla tdysin mahdoton hoitaa.

Tama onkin h&nen mukaansa enemmankin yhteiskuntasidonnainen ja kulttuurinen
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ongelma, ja siihen pitdisikin Salosen mukaan I6ytya poliittinen lahestymistapa. Nyky&aan
my06s uskotaan perusterveydenhuollon pystyvan vaikuttamaan ennaltaehkéisevasti
diabetekseen. Siihen ei Salonen mukaan kuitenkin kiinnitetd julkisella puolella juuri
huomiota. Diabeteksen maailmanlaajuiseksi ehk&isemiseksi on esimerkiksi YK:n
toimesta asetettu konkreettisia tavoitteita. YK on asettanut tavoitteeksi pysdyttaa
aikuisten diabeteksen yleistymisen vuoden 2010 tasolle viimeistddn jo vuonna 2025.
Tilanteen kuitenkin kehittyessé ja jatkuessa 2000-luvun trendien suuntaisesti, tahén
tavoitteeseen on erittdin epatodennakoitd paastd. Tavoitteeseen paasyn todennakoisyys
on maailmanlaajuisesti tarkasteltuna miehilla alle yhden prosentin, ja naisilla puolestaan
tasan yksi prosentti. (Torvinen 2016.)

Diabetes aiheuttaa maailmanlaajuisesti merkittavid kustannuksia terveydenhuoltoon. On
arvioitu, ettd yksinomaan Suomessa diabeteksen hoitoon kaytetddn 15 prosenttia
terveydenhuollon menoista. Diabeteksesta aiheutuvat hoitokulut ovat joissain maissa niin
korkeat, ettd terveydenhuolto on melkein romahtamassa diabeteskuluihin.
Maailmanlaajuiset kustannukset terveydenhuollon menoihin olivat 720 miljardia euroa
vuodessa. Diabetes on joissain maissa niin yleinen sairaus, ettd se saattaa tuhota niiden
koko terveydenhuoltojarjestelmén. Laajassa vaestopohjaisessa tutkimuksessa on todettu,
etta etenkin miesten diabetes on yleistyméssa merkittdvasti. The Lancet lehden 2016
julkaisemassa vertailtiin diabeteksen yleisyytta miehissa ja naisissa vuosien 1980 ja 2014
valilla. Tutkimuksessa oli kaytossé paljon dataa, siina oli dataa kerattynad kaikkiaan 751
eri vaestotutkimuksesta. Nain ollen mukana oli 4,4 miljoonaa aikuista lahes kaikista
maailman maista. On huomioitava, ettd tutkimuksen aineistossa ei oltu mitenk&an erotettu
tyyppien 1 ja 2 diabetesta toisistaan. Tutkimuksen tuloksen perusteella voidaan todeta,
ettd miesten diabetes on maailmanlaajuisesti tarkasteltuna yli kaksinkertaistunut
viimeisten 34 vuoden aikana. Tarkasteltaessa vuotta 1980 niin voidaan todeta, ettd
diabetesta sairasti 4,3 prosenttia miehistd, ja 2014 diabetesta sairasti jo yhdeksén
prosenttia miehistd. Tarkasteltaessa naisten osuutta diabeteksessa voidaan havaita, ettd
sitd sairasti vuonna 1980 viisi prosenttia, ja vuoteen 2014 mennessa se oli lisaantynyt 7,9
prosenttia. Maailmanlaajuisesti tarkasteltuna diabetes ei ole vahentynyt yhdessék&an

maailman maassa suhteessa vuoteen 1980. (Torvinen 2016.)
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Vuonna 1980 diabetesta sairasti 108 miljoonaa aikuista, ja ndma luvut kasvoivat vuonna
2014 peréti 420 miljoonaa. On arvioitu, ettd mééran kasvusta lahes 40 prosenttia voidaan
selittdd johtuvaksi véestokasvusta ja ikddntymisestd, ja 29 % selittyisi pelkastaan taudin
yleistymisella. Jéljelle ja&véa osuus selittyisi naiden kahden syyn vuorovaikutuksella.
Tassa tutkimuksessa oli mukana Maailman terveysjérjesto WHO:n liséksi noin 500 eri
tutkijaa  eripuolilta  maailmaa. = Kuopiosta  valmistunut  sepelvaltimotaudin
vaaratekijatutkimus SVVT oli tutkimusmateriaalina mukana. Suurimmat vaikeudet
diabeteksen yleistymisessa koskettavat erityisesti kehittyvia maita. Suomessakin diabetes
on yleistynyt erittdin nopeasti, ja Suomessa diabetesta sairastaa lahes puoli miljoonaa
suomalaista. On my6s huomioitava, ettd heistd l&hes 150 000 ei tiedd sairastavansa
diabetesta. Diabetesta sairastavista tyyppi 1 diabetesta sairastaa Suomessa 50000 ihmista.
Isoin ongelma Suomessa on tyyppi 1 diabetes, ja sen osuus onkin maailman suurin. The
Lancetin julkaisemassa tutkimuksessa mukana ollut Helsingin Yliopiston dosentti ja Ita-
Suomen yliopiston epidemiologian professori emeritus Jukka T.Salonen toteaa, ettad
varsinaista syyta ei vieldkdan tiedetd vaikka aiheesta on tehty jo runsaasti tukimusta.
Suomessakin diabetes on nopeasti yleistynyt ja sen hoito vastaa 15 %: ttia kaikista

terveydenhuollon menoista. (Torvinen 2016.)

Salonen huomauttaa, ettd suurimmat ongelmat tauti aiheuttaa kuitenkin kehittyvisséa
maissa. Suurimmat ongelmat esiintyvat erityisesti L&hi-ldassa ja Aasiassa. Kiinan ja
Intian tilanne on esimerkiksi todella huono. Tutkimukset osoittavat, ettd Intiassa diabetes
maksaa jopa 63 miljardia euroa vuodessa. Kiinassa puolestaan kustannukset nousevat 148
miljardiin ja Yhdysvalloissa 92 miljardiin euroon. Na&issa laskelmissa ei ole edes
huomioitu diabeteksen takia menetettyja tydpaivid, nain ollen todelliset kustannukset
saattavat kohota todennékdisesti paljon suurremmiksi. Salosen mukaan useissa maissa
terveysarvoja ei juuri mietita varsinaisessa yhteiskunnallisessa suunnittelussa ollenkaan.
Taten pelk&stadn diabeteksen hoito voi aiheuttaa suuria vahinkoja maan taloudelle.
Suomessa asiantuntijoiden esille tuomia mielipiteitd ei juuri kuitenkaan huomioida

terveyspolitiikassa mitenkaan. (Torvinen 2016.)
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4.3 Kliininen paatoksenteko diabetes mellituksen hoidossa

Higgs, Smith ja Ellis (2008) ovat méaritelleet kliinisen paatoksenteko kasitteen siséltoa
ja merkitystd tieteellisend termind. He painottavat sitd, ettd tutkimus Kkliinisessé
paattelyssd on keskittynyt vahvasti siihen sisaltyvien prosessien nakokulmiin. Heidan
mukaan Kliininen paatoksenteko on kliinisen paattelyn tulos ja komponentti. Sille on
my6s annettu keskeinen asema terveydenhoito alan ammattilaisten ammatin
harjoittamisessa. Se on myos elintdrked niiden tekijoiden tunnistamisessa ja
ymmartdmisessd, jotka vaikuttavat positiivisesti ja negatiivisesti padtoksentekoon
terveydenhoidon laadun nakokulmasta. Tama tulee esille tilanteissa, joissa
paatdksentekoon vaikuttavat tekijat edesauttavat sellaisten virheiden syntymista, joilla on
mahdollisia ep&suotuisia vaikutuksia terveydenhoidon asiakkaille. Paatoksentekoon
vaikuttavat tekijat voivat myos edistdd terveydenhoito kokemuksia, tuloksia ja

seurauksia. (Higgs, Jones, Loftus & Christensen 2008.)

Thomas (1991) ym. toteavat kliinisen paatoksenteon olevan laaja késite. Se sovelletaan
prosessiin, jossa tehd&an valintoja vaihtoehtojen valilla. Tama tapahtuu toiminnan
kuluessa. Terveydenhoidon ammattilaisten tekema kliininen paatoksenteko on puolestaan
paljon monimutkaisempi, kompleksisempi prosessi, ja se vaatii yksilélta paljon enemman
kuin tarkoin madriteltyjen valintojen tekemista rajoitettujen vaihtoehtojen vaélilla. Smith
ym.(2008) huomauttavat, ettda terveydenhoito ammattilaisilta vaaditaan monenlaisia
paatoksida, jotka tarkentavat mm. diagnooseja, interventioita, interaktioita ja arviointeja
dynaamisessa yhteydessa kayttden monipuolista tietdmyskantaa(sisaltyen lisaantynyt
todistuspohjaisen kirjallisuuden paasiséllys). Téhén sisaltyy useita muuttujia ja yksikoita.
Taman liséksi Kliinisia paatoksia luonnehtii epdvarmuuden tilanteet, missa kaikki
tarvittava tieto niiden tekemiseksi on tai voi olla. Tdssa yhteydessa kliinisen
paatoksenteon tekeminen on harvoin yksittdinen paétds, joka on tehty yksittéisista
vaihtoehdoista, joissa yksi p&atds voidaan eristdd muista. P&&tokset ovat pikemminkin
sulautettuna paatos toiminta sykleihin, joissa tilanteet purkautuu, ja joissa paatokset seka

toiminta vaikuttavat toinen tosiinsa. (Higgs, Jones, Loftus & Christensen 2008.)
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Orasanu ja Connolly (1993) kuvasivat paatoksenteon luonnetta erityisessa paikassa, kuten
terveydenhoito paikassa. Heiddan mukaan ongelmat ovat vahingollisesti jasennettyja ja
epaselvaksi tehtyjd, epatdydellisen dynaamisen tiedon ja monien vuorovaikutus
tavoitteiden l&snd ollessa. P&&atoksenteko ymparistd on epévarma, ja saattaa muuttua
silloin kun péa&tokset tehdadn. Tavoitteet saattavat myds muuttua tai olla huonosti
madriteltyja tai kilpailevia. Paatoksenteko ilmenee toimita-takaisinkytkentd silmukassa,
missa toiminnan tulokset vaikuttavat ja muodostavat lisdd tietoa, joihin
paatdksentekijoiden taytyy reagoida, jotta voidaan tehdd lisdd paatoksia. Paatokset
siséltavat aikapaine tekijoitd, henkilokohtaista stressid ja hyvin merkittavia seurauksia
osanottajille. Useat toimijat ovat yhteydessé eri roolien kanssa. Organisatoriset tavoitteet
ja normit vaikuttavat paatéksen tekoon. Alapuolella on kuva Kliinisesta paatoksenteosta,
joka tehdaédn takaisinkytkenta silmukassa, epdvarmassa ymparistdssa organisaatioiden

tavoitteet ja normit huomioon ottaen. (Higgs, Jones, Loftus & Christensen 2008.)

Toiminnan tulokset Organisaatio
-Liséatieto -Tavoitteet

A Paatoksenteko
-Reagointi -Normit

Kuva 4. Kliinisen paatoksenteon malli terveydenhoito paikassa. (Orsanu & Connolly
1993).

Viime aikoina painotus on ollut kliiniseen paatdksenteon tekeminen yhteistydprosessina
kasittden jaetun ja rinnakkaisen padtoksenteon potilaiden ja terveydenhoito
ammattilaistyérynmien valilla. Paatoksenteon yhteistyon laatu tarkoittaa, ettd mika
tahansa tarkastelu ammatinharjoittajien kliiniseen paatoksentekoon vaikuttaviin asioihin
voi myos tarkastella tyéryhmien ja potilaiden padtoksentekoon vaikuttavia asioita.
(Higgs, Jones, Loftus & Christensen 2008.)
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Kliiniseen péatoksentekoprosessiin vaikuttaa nykyadn yh& enemman koneoppiminen ja
datalouhinta. Tama mahdollistaa yha yksilollisemmaén hoidon ja parempien ladkehoitojen
kehittdmisen. Ldadkehoitojen tullessa yhéd yksilollisemmaksi tuleekin jatkuvasti
siirtymista pois ns. “kaikille yhtd ja samaa” periaatteesta kohti ajattelutapaa, jossa mm.

ld&kehoitoa annetaan siitd hyotyvélle. (Ruokoniemi & Rannanheimo 2018).

Tekodly ei kuitenkaan kykene toimimaan yksin vaan se tarvitsee aina oppaakseen
syvéoppineen ihmisen. Tekodlyn nykyisillakin sovelluksilla pystytdédn jo kertomaan
mainostajille, mihin kellonaikaan olemme erityisen alttiina nettiostoksille, missé
kaupassa kdymme ja my0s sen paljonko haluamme ostoksistamme maksaa. Niit4 voidaan
hyddyntdd myos esim. syopéhoidossa siten, ettd ne héalyttavat hoitavalle laakarille
syopahoitojen aikana ilmentyneistd hoidon vaarantavista haittavaikutuksista. Ne
suosittelevat talloin myds sopivia ladkehoitoratkaisuja ja kykenevédt seulomaan
massoittain tieteellisid julkaisuja, ja talléin my6s uusien innovatiivisten laakkeiden
kehityksen tarpeisiin voidaan esittdd hypoteeseja. Monimutkaisen datan tehokas ja nopea
jarjesteleminen on mahdollista syvaoppivien neuroverkkojen avulla, ne ovatkin keskeisié
mm. Kkuvien ja tekstien louhinnassa. Tekodly hyddyntda asiantuntijoiden tuottamia
tietoarkistoja ja kykenee niistd saadun aineiston avulla kehittdmaan algoritminsa
positiivista ennustearvoa pitkalle. Ihmisen kognitiivisilla kyvyilla on tdysin mahdotonta
vahentéa sellaisella nopeudella vaarien positiivisten ja vadrien negatiivisten tulkintojen
lukuméaaraé. On kuitenkin otettava huomioon, ettéd tekodly kykenee tekeméan paatoksia
vain ja ainoastaan sen mukaan, minka laatuista dataa sille on syotetty ja kuinka toimiva
algoritmi sitd ohjaa. Tekodly pystyy tuottamaan suuresta terveysdatamassasta eri
muuttujien valisid assosiaatioita ihmisten kéyttéon. Ongelmaksi tdssd muodostuu se, etta
tiedonlouhinta ei vield pysty takaamaan laadukasta tietoon perustuvaa paatoksentekoa.

(Ruokoniemi & Rannanheimo 2018).

Terveysteknologinen kehitys ja tutkittu tieto saattavat kohdata oikeissa olosuhteissa.
Tama  tapahtuu  aina  potilaan  parhaaksi. Diabeteksessa  kaytettdvien
verensokerimittareiden teknologisen kehityksen edistyessd, on yhd enemmén siirrytty
pois  “kaikille yhtd samaa” periaatteen mukaisista  ajoittain  tehdyistad

sormenpéénmittauksista, henkilokohtaiseen ja yksilolliseen verensokeriseurantaan ja yha
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yksilollisempéan padtoksentekoon. Nykyiset dlymittareiden erilaiset lisdominaisuudet
tekevat mahdollisiksi erilaisia toimintoja aina tulostenmobiilianalyysistd alkaen
jatkuvaan reaaliaikaiseen glukoosiseurantaan saakka. Samanlaisia teknologisia
edistysaskeleita on tehty mm. Parkinsonnin taudin tilavaihteluissa. Nykyisin on myds
alettu yhd enemman puhumaan siitd, kuinka tarked4 olisi ottaa data haltuun. Tiedetdan,
etta parhaimmillaan big data ja sité louhiva tekoaly mahdollistavat jarkevén, yksilollisen

ja laadukkaan ladkehoidon. (Ruokoniemi & Rannanheimo 2018.)

Tamhane, Rodriquez-Gutierrez, Hardraves ja Monitori (2015) ovat kirjoittaneet jaetusta
paatdksenteosta diabeteksen hoidossa. Jaettu paatoksenteko (Shared decision-making
(SDM), tarkoittaa yhteistydprosessia, jossa potilaat ja Kliinikot tydskentelevat yhdessa
harkitussa keskustelussa. Tdmén keskustelun tarkoitus on tunnistaa jarkevié johtamisen
vaihtoehtoja, jotka sopivat parhaiten ja osoittavat potilaan ainutlaatuisen tilanteen. Jaettu
paatoksenteko tukee potilaskeskeista tutkimuksen kaantamistd kaytantoon. Se myds
auttaa toteuttamaan todistuspohjaisen ladketieteen periaatetta; siind todistus on
valttamaton, mutta ei koskaan riittdvaa tekemaan kliinista paatosta, koska siihen tarvitaan
potilaan arvoja ja vaaditaan my0s asiayhteys. Jaetun péatoksenteon keskustelut
perustuvat Kkliinikon ja potilaan yhteistydlle. Se perustuu todisteisiin, jotka ottavat
huomioon erilaiset hoitovaihtoehdot, ja tarkastelevat vaihtoehdot, ja tarkastelevat
vaihtoehtoja erilaisten arvojen ja mieltymysten valossa seka potilaan taustasta. Nykyisin
uskotaan, etté jaettu paatoksenteko on sopiva diabeteksen hoidolle, koska diabeteshoito
vaatii usein johtamisen vaihtoehtojen harkintaa. Ne eroavat siitd tavasta, jolla on
merkitysta potilaille, ja ne myos asettavat merkittdvia vaatimuksia potilaan elamalle ja
elaméntavalle. Viime vuosikymmenind jaettu paatoksenteko on osoittautunut
onnistuneeksi vaihtoehdoksi toteuttamiskelpoisuudessa ja hyodyllisyydessa todisteiden
jakamisessa potilaiden kanssa, ja potilaat ovat myds saaneet osallistua paatoksentekoon

ladkareiden kanssa. (Tamhane 2015.)
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5. Tutkimusmetodi ja malli

Tassd kappaleessa esittelen tarkemmin tutkimuksessa kaytettavan metodin ja mallin.
Tutkimusmallina kaytetddn arkistotutkimusta. Tutkimuksen tarkoitus on analysoida
aihepiirista julkaistua dataa, jota on tallennettu eri tietokantoihin. Arkistotutkimuksen
metodeihin sisaltyy suuri alue toimia, joita on sovellettu hyddyntamaan dokumenttien
tutkimuksia ja tekstuaalisia materiaaleja. N&itd on yleensd tuotettu organisaatioiden
toimesta, ja ne voivat myds koskea organisaatioita. Perinteisessa mielessé arkistometodit
ovat niitd, jotka koskevat historia tutkimukseen liittyvia dokumentteja. Tall6in
dokumentit on luotu jossain suhteellisen kauas menneisyyteen ajoittuvassa ajankohdassa
antaen mahdollisuuden paésta kasiksi organisaatioihin, yksildihin ja tapahtumiin, joihin
ei muuten olisi mahdollista perehtyéd syvéllisemmin. Arkistotutkimus metodeita voivat
kayttdd myos tutkijat, jotka tekevét ensisijaisesti ei-historiallisten dokumenttien
tutkimusta, talldin he tutkivat tekstejd, joita ovat tuottaneet nykyaikaiset organisaatiot.
Julkaisut  tekstit  voivat mysGs  ké&sitella  n&itda  aikalaisorganisaatioita.
Arkistotutkimusmetodit voivat usein myo6s toimia tyokaluina tadydentdmaan muita
tutkimusstrategioita.  Arkistotutkimus metodeita voidaan soveltaa analysoimaan
digitaalisia tekstejd, kuten elektronisia tietokantoja, s&hkoposteja ja web sivuja.
(Ventresca & Mohr 2017).

5.1 Integroiva kirjallisuuskatsaus

Tutkimusmenetelména tutkimuksessa on integroiva kirjallisuuskatsaus. Sen avulla
pyritdan siis vastaamaan madriteltyihin tutkimuskysymyksiin. Tarkoituksena on pyrkié
ratkaisemaan tutkimuksen tutkimusongelmat olemassa olevan tutkimuskirjallisuuden
avulla. Kirjallisuuskatsausta pidetddn tutkimusmetodina ja tekniikkana, jossa tehtya
tutkimusta tutkitaan uudelleen. Kirjallisuuskatsauksen avulla kootaan tutkimuksista
tuloksia, ndma voivat olla sitten puolestaan pohjana taysin uusille tutkimustuloksille.
(Salminen 2011: 1).
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Haaparanta ja Niiniluoto (1986: 12-169) puolestaan méarittelevat kirjallisuuskatsauksen
siten, ettd sen on ehdottomasti tdytettdva kaikki tieteen metodille asetetut yleisen
hyvaksynnan saaneet vaatimukset. Tdménhan on toteuduttava myos kaikissa muissa
kaytettavissa tieteellisissd tutkimusmetodeissa. Kaikkien tieteellisten tulosten on myos
oltava aina julkisia, ja tiedeyhteison on myos kyettdva arvioimaan niita kriittisesti. Niiden
pitéd olla myds ns. itsekorjattavia, eli tutkimuksen virheet ja puutteellisuudet on kyettava
poistamaan uusilla tutkimustuloksilla. On myo6s erittdin tarkedd tietdd, ettéd
tutkimuskohteen ominaisuudet ovat aina kaikista auktoriteeteista riippumattomia tai

ainoastaan tutkijan omia mielipiteitd. (Haaparanta ja Niiniluoto 1986: 12-169).

On olemassa monia hyvia syité sille, miksi kirjallisuuskatsaus valitaan tutkimuksen
metodiksi. Baumstein ja Learyn (1997) ovat tuoneet esille muutamia esimerkkeja syista,
joiden vuoksi kirjallisuuskatsaus on syyta tehdd. Heidan mukaansa kirjallisuuskatsauksen
avulla voidaan kehittaa edelleen vallitsevaa teoriaa seké sen avulla voidaan myds kehittaa
tdysin  uutta teoriaa. Sen avulla voidaan myds arvioida  teoriaa.
Kirjallisuuskatsauskatsauksen tiedetddn myo6s pystyvan luomaan ehedn kokonaiskuvan
erityisistd asiantiloista. Silla voidaan my6s tunnistaa ongelmia ja syntyy myos
erinomainen mahdollisuus kuvailla teoriaa kehityshistoriallisesta nakdkulmasta.
(Baumstein ja Learyn 1997:312.)

Kirjallisuuskatsausta voidaan kuvata myds kahden ladhestymistavan kautta.
Intellektuaalisella historialla voidaan antaa katsaukselle tietynlaiset puitteet. T&lldin
kirjallisuuskatsauksessa pysytaan vain oman tieteenalan sisélla ja yritetdan antaa kyseisen
alan tutkijoiden luomasta aineistosta selva kokonaiskuva. Van Wantin (2001) mukaan se
voi toimia hyvana havainnollistavana esimerkkind tutkimus- ja julkisjohtamisen
teorioista. Han kuvaakin pitkdaikaistutkimuksessaan johtajuuden teorioiden ja sen
tutkimuksen kehittymistd 61 vuoden ajalta, voidaan ndin ollen sanoa kyseessd olevan

varsin kattava kuvaus ilmidist4. (Van Wantin 2001.)

On olemassa myo6s poikkitieteellisempi tapa jasentdd Kirjallisuuskatsausta. Siina
jasennelldén kirjallisuuskatsausta ideoiden historian avulla. Tutkimusongelman idea

yritetddn kuvata tassa tutkimustavassa silla tavoin, etté tieteen alojen rajoista huolimatta
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sen kehitys esitetddn. Taméan lahestymistavan hyvana puolena on se, ettd yhtendisyydet
ja poikkeavuudet saadaan esille. (Bearfield & Ellen 2008:64.)

Kirjallisuuskatsauksia voidaan myds jaotella eri tyyppeihin. Metsémuuronen (2009)
mukaan systemaattisessa Kkirjallisuuskatsauksessa kiinnitetdan erityistd huomiota
kaytettyjen lahteiden keskindiseen tekniikkaan ja yhteyteen, jolla kaikki siteeratut
tulokset on hankittu. Tdman tyyppinen Kirjallisuuskatsaus edellyttdd muun tieteellisen

tutkimustyon tavoin samanlaista tarkkuutta tutkijalta. (Salminen 2011: 4.)

Fink (2005) on myds antanut madritelmia kirjallisuuskatsauksesta. Han painottaa sitg, etta
tutkimuskirjallisuuteen perustuva kirjallisuuskatsaus on aina systemaattinen, tdsmallinen
ja aina toistettavissa oleva menetelméa. Sen avulla arvioidaan, tiivistetdan ja tunnistetaan
tiedemiesten, tutkijoiden ja kaytanndn asiantuntijoiden valmiiksi julkaistu
tutkimusaineisto. Fink (2005) huomauttaa my®ds, ettd kirjallisuuskatsaus perustuu aina

alkuperdisesta laadukkaasta tutkimustyosta tehtyihin johtopaatoksiin. (Fink 2005:3.)

On yritetty myo6s paljon madritella sitd, mité kirjallisuuskatsaus ei ole. Salmisen (2015)
mukaan sité ei voi koskaan pitaé pelkastaan selityksiin puettuna lahdeluettelona tai vain
Kirja-arvosteluna. Syyna tédhédn on se, ettd Kirjallisuuskatsauksen vaatimuksiin siséltyy
aina Kkriittistd tarkastelua. Luetteloihin, joihin siséltyy lyhyita tiivistelmid tiettyjen
aihealueiden Kkirjoista ja artikkeleista, ei juuri sisélly mitadn kriittistd tarkastelua.
Toisinaan mm. Kirja arvostelut saattavat sisaltdd kriittisidkin arvioita, ne kuitenkin

analysoivat kerrallaan vain yhden teoksen. (Bearfield & Eller 2008:62.)

Salmisen (2011) painottaa myos sitd, etta Kirjallisuuskatsaus termin méaérittely vaatii
tdsmennyksen. Termié kirjallisuuskatsaus (review, litterature review, research litterature
review) voidaan pitdd epatasmallisend. Téalldinhdn ei ole kyse katsauksesta, joka
arkipdivan kielenkaytossa tarkoittaa lyhytta tai tiivista katsantoa, tai ilman analyyttista
yhteenvetoa tai tarkasteltavaa, perusteellista otetta katsauksessa. Review on termi, jolla
viitataan uudelleen tai kriittisesti tehtdvaan arviontiin. Termi voi tarkoittaa, myos
arvostelua, selontekoa, tarkistusta tai mahdollisesti jopa historiikkia. Kirjallisuuskatsaus
ymmaérretddn yleensd suhteellisen kapeasti. On kuitenkin hyva tietdd, ettd se pitaa

siséllaan varsin monia tyyppejé. (Salminen 2011:6.)
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Green, Claire, Johnson & Adams (2006), Evans (2008) ja Cronin, Frances & Michael
(2008) ovat jaotelleet kirjallisuuskatsauksen kolmeen perustyyppiin. Ne ovat kuvaileva
kirjallisuuskatsaus, systemaattinen katsaus ja lopuksi meta-analyysi seka kvalitatiivisena

etta kvantitatiivisena tyyppind. (Green ym.2006: 101-117.)

Kuvaileva kirjallisuuskatsaus on yksi kaikkien kadytetyimmista Kirjallisuuskatsauksen
tyypeistd. Kuvailevan kirjallisuuskatsauksen tiedetdén olevan ilman tiukkoja ja tarkkoja
séantoja oleva yleiskatsaus. Siind kaytetadn laajoja aineistoja, ja niiden valintaa eivét
rajaa mitkd&n metodiset s&&nnot. Se kuitenkin mahdollistaa tutkittavan ilmion
kuvaamisen hyvinkin laaja-alaisesti ja sen ominaisuuksia voidaan tarvittaessa myods
luokitella. Kuvailevan Kirjallisuuskatsauksen tutkimuskysymyksistd muodostuu
véljempid kuin systemaattisessa katsauksessa tai meta-analyysissd. Kuvailevasta
kirjallisuuskatsauksesta  k&ytetddn  joskus my6s  nimitystd traditionaalinen
Kirjallisuuskatsaus. Se toimii aina itsendisend metodina, mutta se voi toisaalta tarjota
taysin uusia tutkittavia ilmioita systemaattista kirjallisuuskatsausta varten. Kuvailevasta
kirjallisuuskatsauksesta voidaan viel& erottaa kaksi eri tyyppista kirjallisuuskatsausta. Ne
ovat narratiivinen ja integroiva kirjallisuuskatsaus.  Etenkin integroivalla
kirjallisuuskatsauksella tiedetddn olevan paljon yhtymékohtia systemaattiseen
katsaukseen. (Salmisen 2011:6.)

Painotetaan sitd, ettd kun tutkittavasta ilmidstd halutaan monipuolisesti tietoa on
kirjallisuuskatsauksista valittava integroiva kirjallisuuskatsaus. Talléin voidaan tutkitusta
aiheesta tuottaa uutta tutkimustietoa. (Salminen 2011:6). Taméa auttaa lisaksi
tutkimuskirjallisuuden kriittisessé arvioinnissa, tarkastelussa ja syntetisoinnissa. (Torraco
2005: 356.) Systemaattisen  kirjallisuuskatsaukseen  verrattuna  integroiva
kirjallisuuskatsaus tarjoaa selvésti laajemman kuvan aihepiirin kirjallisuudesta. (Evans
2008:137.)

Integroiva katsaus ei valikoi tai seulo tutkimusaineistoa alkuunkaan yhté tarkasti kuin
systemaattinen katsaus. Ta&ll6in tutkittavasta aiheesta voidaan kerdtd huomattavasti
suurempi otos. Integroiva ote voi sallia erilaisin metodisin l&htokohdin tehdyt tutkimukset

analyysin pohjaksi. (Salminen 2011:8).
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Kirjallisuuden tyypit ja niissé olevat ndkokulmat voivat olla tutkimusaineistossa myos
huomattavasti laajemmat ja vaihtelevammat verrattuna systemaattiseen katsaukseen.
(Whittermore 2008:149.)

Painotetaan sit4, etté integroiva kirjallisuuskatsaus voidaan sijoittaa osaksi systemaattista
kokonaisuutta narratiivisilla keinoilla. Integroiva kirjallisuuskatsaus sisaltaa kuitenkin
yleensa Kkriittistd tarkastelua toisin kuin narratiivinen katsaus. Tassa on kyseessa
metodinen  vaatimus, silld&  kriittinen  arviointi  mahdollistaa  tarkeimman
tutkimusmateriaalin tiivistamisen katsauksen perustaksi. (Birmingham 2000: 33-34.)
Taman tutkimuksen integroiva Kirjallisuuskatsaus on tarkoitus laatia tutkimusongelman
pohjalta. Tarkoituksena olisi siis madriteltyjen tutkimuskysymysten mukaan etsié oikeilla
avainsanoilla, hakutermeilld ja -ehdoilla tietoa aihepiiristd. Hakujen tuloksena saatuja
arvostetuissa tieteellisissd julkaisuissa julkaistuja asiantuntijoiden analysoimia
artikkeleita kaydaan lapi, ja niista valitaan tutkimuksen kannalta mukaan vain kaikkein
olennaisimmat. Sen jéalkeen niiden keskeisimmistd I0ydoksistd tehdddn paatelmia ja

yhteenvetoja.

Kirjallisuuskatsausta voidaan pitdd metodina, joka mahdollistaa tiedon yhteen
kerddmisen tietystd aihepiiristd tai esim. mahdollisesta tutkimusongelmasta. Kyseinen
tieto voi tulla varsin monista lahteistd, naita saattavat olla tieteelliset artikkelit, lehdet,
kirjat, pro-gradu-tutkielmat tai esim. arkistomateriaalit. Kirjallisuutta tutkimalla voidaan
pro-gradu-tutkielmalle antaa vahva tieteellinen perusta, koska olemassa olevan
tutkimuskirjallisuuden tutkiminen tuo siihen ajantasaisen uusimman tutkimustiedon ja
tieteelliset teoriat aihepiiristd. Mikali  kirjallisuuskatsaus on tehty oikealla
asianmukaisella tavalla se ei ole vain listaus tiedosta. Kirjallisuuskatsauksen laatijan
tavoitteena pitdisikin olla tarkeimpien kriittisten ideoiden ja informaation pohtiminen,

joita hén on l6ytanyt osana tutkielman teoreettista viitekehysta. (liron 2017).

Kirjallisuuskatsaus antaa tukijalle syvemmén ymmarryksen nykyisestd tiedosta ja
tieteellisistd teorioista. Se kykenee periaatteessa luomaan aina vahvan tieteellisen
lahtoasetelman hadnen tutkimukselleen. Tutkimusongelman ja tutkimuskysymysten
selvén hahmottamisen jalkeen tutkijan tdytyy mennd aihepiiriin syvemmélle ja perehtya

tutkimukseen liittyvaan olennaiseen Kirjallisuuteen. Tdma voikin muodostua suureksi
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haasteeksi, koska saatavilla olevan kirjallisuuden maéara seké aikaraja on yleensé varsin
rajallinen tutkielman kirjoittamiselle. Tutkimuksen prosessiin onkin siksi kdytava kasiksi

mahdollisimman tehokkaalla ja systemaattisella tavalla. (liro 2017).

Kirjallisuus pitdisikin liron (2017) mukaan luokitella ensin sen relevanssin mukaan ja
vasta sitten tieteellisen laadun mukaan. Relevantti julkaisu sopii tutkimusaiheeseen ja
ongelmaan aina hyvin. Kirjan ja artikkelin relevanssin maéaritteleminen ilman sen
lukemista alusta loppuun kokonaan edellyttaa ainoastaan sen johdannon ja yhteenvedon
lukemista. Tdmé antaa tutkijalle usein jo riittavasti tietoa arvioitaessa, onko julkaisu oman
tutkimuksen kannalta tarkedd. Julkaisun laatua madrittelevat useat tekijat, ja yleinen
tutkijoille suunnattu ohje on, ettd kéaytetdan ainoastaan artikkeleita, jotka on julkaistu
johtavissa tieteellisissd  julkaisuissa.  Julkaisuihin  osallistuvien  Kirjoittajien
asiantuntijuuden arviointi saattaa my6s olla hyddyksi. Asiantuntevat Kirjoittajat
linkittyvéat monesti akateemiseen instituutioon, koska ovat julkaisseet laajasti ja muut
viittaavat kirjoituksissaan juuri heihin. Tutkijan tulisi myds muistaa, ettd verkkosivuilla
oleva informaatio ei usein ole luetettavaa. Ainoastaan verkkosivut, joita tiedeyhteison
hallitus pitéa tai hallitustenvéleja yllapitavat instituutiot ovat poikkeus td4han saantoon.
Tutkijan on kaytettdva myos kaikkein uusinta tutkimuskirjallisuutta, jotta tutkimusta ei
rakenneta vanhentuneen tiedon pohjalle. Neljas vaihe on kirjallisuuden kasittely, tdhan
vaiheeseen kuuluu sen Kirjallisuuden lapi kdyminen, johon tutkija aikoo keskittyd. Sen
jalkeen l0ydettyéd tietoa kasitelldan, ja tdmé voi tapahtua esim. ongelma-analyysin tai
teoreettisen viitekehyksen kautta. T&ssd vaiheessa korostuu huolellisesti valittujen

julkaisujen lapi kdayminen. (liro 2017).

Kuten integroivassa Kirjallisuuskatsauksessa téssa tutkimuksessa yritetddn saada laaja
katsaus tutkittavasta ilmidsta. Integroivalla kirjallisuuskatsauksella integroidaan aiemmin
tehtyja tutkimuksia ja julkaisuja koneoppimisen soveltamisesta terveydenhoitoon,
sairaalaan tietojarjestelmistd, Kkliinisista paatoksen tekojarjestelmistd, Kkliinisesta
paatoksenteosta ja diabetes mellituksesta, uudempaan tutkimusaineistoon
koneoppimisen soveltamisesta diabetes hoitoon, josta on kuitenkin vielda melko véhan
taysin relevanttia julkaistua tutkimustietoa varsinkaan tietojarjestelmaétieteellisestd

nédkokulmasta. Tutkimustuloksia ei ole myosk&an aikaisemmin juurikaan pyritty
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integroimaan kattavasti puhtaasti suunnittelutieteelliseen kontekstiin, siksi integroivaa

kirjallisuuskatsausta on kaytetty tutkimuksessa tutkimusmenetelmana.

Tutkimuksen tavoitteena on aineistoléhtoiselld tutkimuksella tarkastella ja analysoida
olemassa olevia diabetes hoidossa kaytettyja koneoppimismalleja ja metodeja ja tuottaa
ohjeellistavaa teoriaa koneoppimisen soveltamisesta diabetes hoidon Kliinisen paatoksen
tekojarjestelman suunnittelumallin luomiseksi. Téahan katsaukseen on kelpuutettu
mukaan ainoastaan tieteelliset kriteerit tayttdvad uusinta ja relevanttia julkaistua
tutkimuskirjallisuutta. Se on julkaistu viimeisen viiden vuoden aikana. Katsauksen
synteesi tehddan siis kaikkein uusimman tiedeyhteisossd arvioidun, tunnustetun ja

yleisesti hyvéksytyn tutkimustiedon pohjalta.

5.2 Kirjallisuuskatsauksen koostaminen

Kirjallisuuskatsauksella ~ on filosofisesti ajateltuna oma  olemuksensa.
Kirjallisuuskatsauksen  ontologia koostuu neljastd vaiheesta, eli kohteesta,
lopputuloksesta, kehyksesté ja vaiheesta. Kohde sisaltaa otsikon, alueen ja tiedonhaaran.
Lopputulos siséltad synteesin, tulkinnan ja ohjauksen. Kehys siséltdd asiankohtaisen,
marginaalisen, sisallollisen ja ké&sitteellisen. Vaihe puolestaan siséltda etsimisen ja
arvioinnin, synteesin, tulkinnan ja ohjauksen sekd johtopaatoksen. Schyren (2013)
painottaakin sitd, ettd Kirjoitettaessa kirjallisuuskatsausta kirjoittajan tuleekin tehda
huolellisia paatoksia sen etenemisessa tarkasteltaessa sen kohdetta, lopputulosten

tyyppié, rajauksia ja vaiheita. (Schyren 2015:291).

Kirjallisuuskatsaus voi siséltda valitun aiheen, valitun alueen tai valitun tiedonhaaran
nousevassa jarjestyksessd. Ponnistusten maard, joka tarvitaan kirjallisuuskatsaukseen,
eroaa toisistaan riippuen katsauksen kohteesta. Kirjoittajan tulisi myés olla Schyrenin
(2013) mukaan selvilla sen lopputuloksesta. Kirjallisuus ei koskaan my6sk&én tarjoa
ainutlaatuista, uniikkia méaaritelmaa tai ymmarrysta siitd, mitd kirjallisuuskatsauksen
pitdisi olla. Useimmat Kkirjallisuuskatsauksen tekijat ovat sitd mieltd, ettd
kirjallisuuskatsauksen pitéisi syntetisoida ja tulkita Kirjallisuutta. Silloin kun on tarkoitus

identifioida  tutkimus madratyn laisena tulkintana, voidaan  mahdollinen
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kirjallisuuskatsauksen lopputulos tiivistdd kolmeen tyyppiin eli kirjallisuuden
syntetisoimiseen, Kirjallisuuden tulkintaan ja tulevan tutkimuksen ohjaamiseen. Schyren
(2013) toteaa, ettd on vaikea ldhted analysoimaan ristiriitoja perspektiivista, joka
painottaa  katsauksen lopputuloksen olevan valttdmaton kokonaisuuden osa
kirjallisuuskatsauksessa. J&& kokonaan tulevan kirjallisuuskatsauksen laatijan itsensé
paatettdavaksi, minkd lopputuloksen he  haluavat osoittaa  katsaukseen.
Kirjallisuuskatsauksen rajaus puolestaan viittaa sen mittaavuuteen, laajuuteen,
katkelmallisuuteen ja 16ytyvyyteen. Rajaaminen voi olla ajankohtaista, marginaalista ja

kasitteellistd abstraktion jarjestdmisté. (Schyren 2015:291.)

Yhtend esimerkkind on Kirjallisuuskatsaus, johon siséltyy yksinkertainen Google haku
jostain aiheesta, ja joka toimittaa tekija-keskeisen esityksen tuloksista. Schyren (2013)
huomauttaa, ettd marginaalisessa kirjallisuuskatsauksessa jokainen askel maaraa
seuraavan. Nain ollen esim. kirjallisuus haun tulokset maarittaa sen tavan, jolla esityksen
I0ydokset on rakennettu. Késitteellisessa kirjallisuuskatsauksessa yksi tai useampi
kasitteistd, kuten mallit, kehykset tai teoriat perustellaan, ja niitd kaytetdan esityksen
rakentamiseen ja l0ydosten tulkintaan. Kirjallisuuskatsauksen rajauksella on olennainen
vaikutus kirjallisuuskatsauksen useisiin vaiheisiin Kirjallisuuskatsauksen johtamisessa.
(Schyren 2015:291.)

Schyren (2013) erottaa viisi vaihetta: Ensimmainen vaihe on etsi ja arvioi, se kertoo
asiaankuuluvan, relevantin Kirjallisuuden hankkimisen mahdollisuuksista. Vaiheet
synteesi, tulkinta ja ohjaus kertovat vastaavan Kirjallisuuskatsauksen tuloksen
saavuttamisesta. Vaihe johtopé&&tokset viittaavat siihen, kuinka Kirjallisuuskatsaus
lopetetaan. (Schyren 2015:291.)

Kirjallisuuskatsauksen avainkysymys on, kuinka jasentdd sen kasittelya ja lopullista
artefaktia, toisin sanoen varsinaista kirjallisuusartikkelia. Menettelytapa ja artefakti eivat
ole Schyrenin (2013) mukaan itsendisia ja riippumattomia. Kirjallisuuskatsauksen tulisi
myos sisaltéda seuraavat vaiheet. Ne ovat katsauksen rajaaminen, Kkirjallisuuden etsiminen
ja arvioimisen vaihe, synteesin vaihe, tulkinta vaihe, ohjausvaihe ja johtopaatdsvaihe,
tdmén ovat todenneet mm. Fink (2010), Wolfswinkel, Furtmueller & Wilderom (2013)



69

ja Rowe (2014). Rajaus on prosessi, jolla on olennainen vaikutus kaikkiin vaiheisiin.
Kirjallisuuskatsauksessa pitaisikin olla taysin sen kuvaamiseen omistettu osa, ja
katsauksen alussa pitdisi myos madritelld, mikd on paamotiivi Kirjallisuuskatsauksen

Kirjoittamiseen valitusta aiheesta. (Schyren 2015:292.)

Taman jalkeen tulisi myds maaritelld, miten kirjallisuuskatsaus eroaa muista julkaistusta
katsauksista, eli pitaisi maaritella tarkoin myds katsauksen padmaaré, laajuus, rajaus seké
kirjallisuuskatsauksen rakenne, kuten Webster ja Watson (2002), Wolfswinkwel ym.
(2013:47) ja Okoli ja Schrabram (2010:7-14) toteavat. Attribuuttien madrittely ja
kuvaileminen auttavat kirjoittajaa keskittymaéan aiheen keskeisimpiin osiin tyossd. Ne
auttavat kirjallisuuskatsauksen tiivistelmissé ja havainnollistavat, mitd voidaan saavuttaa,
ja mit4 ei voida saavuttaa. Ne auttavat liséksi selittdmaan, miten Kirjallisuuskatsaus
nayttdd sen merkityksellisyyden opiskelijoille ja /tai ammatinharjoittajille ja myos

katsauksen metodologisen tdsmallisyyden. (Schyren 2015:292.)

Etsintd ja arvioimisvaiheen tarkoituksena Kkirjallisuuskatsauksessa on kirjallisuuden
etsinté ja kerdttyjen artikkelien arvioiminen. Schyrenin (2013) mukaan tdhén vaiheeseen
kuuluva kirjallisuuden etsimisen prosessi voidaan kuvailla laajalti itsenéisesti, irrotettuna
kirjallisuuskatsauksen aiheesta ja padmaarista. Keréattyjen artikkelien arviointi puolestaan
riippuu nimenomaan kirjallisuuskatsauksesta, ja taten se voidaan kuvailla vain yleisell&
tasolla. Synteesi vaiheessa taas on tarkoituksena tehdd synteesi muiden tutkijoiden
aiheesta  tehdyistd  tutkimuksista. Schyren  (2013) painottaakin  synteesin
kokonaisvaltaisen tehtavan olevan juuri synteesin tekeminen siitd, mitd muut tutkijat ovat
tutkittavasta aiheesta I6ytaneet ja julkaisseet. Se on Schyrenin (2013) mukaan pakollista
huolimatta siitd, minké tyyppista kirjallisuus katsausta ollaan laatimassa. Synteesi sisaltda
seka niiden kasitteiden kuvaamisen, joita kaytetdan jasentdmaan sitd, kuinka tutkimuksen

I0ydokset esitetddn ja myds varsinaisen esityksen. (Schyren 2015:293.)

Sen jalkeen kirjallisuuskatsauksessa seuraa ns. tulkintavaihe. Se on myds tarked osa hyvin
laadittua kirjallisuuskatsausta, koska se mahdollistaa lahdekritiikin. Schwartz ym.(2006)
huomauttavatkin, ettd Kirjallisuuskatsauksen hyodyt pitdisi laajentaa tutkimusloyddsten
synteesin yli, kirjallisuuskatsauksen pitéisikin olla ennen kaikkea kriittinen. Boel ja
Cecer-Kecmanovic (2014) toteavat, etta kriittinen arviointi ei pelkastdan paljasta, vaan
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vielé tarkedmpéné seikkana myds haastaa mahdollisen merkitysten ja ymmérrysten tason
muodostusta tiedon rungosta. Schyren (2013) toteaa, etté useista Kirjallisuuskatsauksista
voidaan ymmartaa se, etta niissa on tarkoitus identifioida ns.tutkimusaukot. Kuitenkaan
ei ole tarpeen paljastaa, mik& kirjallisuudesta puuttuu, jotta siité tulisi kriittista. Jotkut
kirjoittajat kuten, mm. Lepine & Wilcox.-King (2010), Webster & Watson (2002)
ehdottavat, etta kirjallisuuskatsaus asettaa tiedon puun laajentamaan nykyisia teorioita.
N&ma molemmat voivat myos yhdistyd, kuten Wolfswinkel (2013) ym. huomauttavat.
Tama tapahtuu silloin, kun kirjallisuuden analyysi johtaa tutkimusaukkojen loytamiseen
tiedossa, joka on tarkedd tarkalle teoriaan suuntautuvalle tutkimukselle. (Schyren
2015:293.)

Kirjallisuuskatsaukseen liittyy myos aina ohjausvaihe. Schyren (2013) huomauttaa, etté
kirjallisuudessa ei olla samaa mielt4 siit4, pitaisiko Kirjallisuuskatsauksen johtaa tulevaa
jatkotutkimusta ja milla tavoin se tapahtuisi. Tutkimuskatsaukset ovat nakemyksellisia ja
taitavasti laadittuja artikkeleita, jotka késitteellistavat tutkimus alueet, tekevat synteesin
aikaisemmista innovatiivisista 10ydoksista, edistavat kentdn ymmarrysta, ja identifioivat
seka kehittavat tulevaisuuden tutkimuksen suuntaa. Webster ja Watson (2002) ovat my6s
sitd mieltd, ettd katsauksen Kirjoittaminen ei ainoastaan vaadi menneen tutkimuksen
tutkimusta, vaan se tarkoittaa uuden kartan tekemistd tulevalle tutkimukselle. Rowe
(2014) sita vastoin mainitsee, ettd saman tutkimusartikkelin ei valttdmatta tarvitse selittaa,
kuinka voidaan varsinaisesti padstd perille siind. Tama ei h&nen mukaansa ole
kirjallisuuskatsauksen olemus. Viimeisend vaiheena Kirjallisuuskatsauksessa on
johtopaéatods vaihe, jossa tutkielmasta tehddan varsinainen yhteenveto. Schyrenin (2013)
mukaan tdma on viimeinen vaihe kirjallisuuskatsauksen avain oivallusten soveltamisessa.
Tahan sisaltyy Wolfswinkelin ym.(2013) mukaan rajoitukset ja vaistdimaton suuntaus,
joka on saattanut ilmeté yhtend tai useampana kokonaisprosessin askeleena ja se myds
motivoi jatkotutkimukseen erityisella kentélla. (Schyren 2015:293.)

Kirjallisuuskatsauksen rajauksella voidaan saada tutkimusaiheeseen aivan uudenlaisia
nékokulmia ja keksia ratkaisemattomia aiheeseen liittyvia tutkimuskysymyksia. Schyren
(2013) toteaa, ettd aikaisemman Kkirjallisuuskatsauksen puute voi antaa hyvan motiivin
kirjallisuuskatsauksen laatimiselle. On myds tarkedd huomioida muiden opiskelijoiden ja

tutkijoiden mielipiteet uuden kirjallisuuskatsauksen laatimisen tarkeydesta. Useimmiten
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kuitenkin kirjallisuuskatsaus on aiheesta laadittu, ja ndin ollen tehtdvaksi jadkin vain tarve
selittdd oman kirjallisuuskatsauksen eroavaisuudet toisista Kirjallisuuskatsauksista.
Katsauksen ainutlaatuisuus nayttaytyy etenkin silloin, kun se kykenee antamaan taysin
uuden né&kokulman aiheeseen tai ja/tai se keskittyy uusiin vield ratkaisemattomiin
tutkimuskysymyksiin. (Schyren 2015:295.)

Kirjallisuuskatsauksen vaiheisiin kuuluu mydés tutkimuskirjallisuuden etsimisen ja
arvioimisen vaihe. Schyren (2013) mukaan tdhan haku ja arviointivaiheisiin sisaltyy
kirjallisuuden etsimisen ja arvioimisen tehtavat. Schyren (2013) painottaa
kirjallisuuskatsauksen tutkielmakirjallisuuden etsimisen hyvaén lahtékohtaan siséltyvan
erityisesti oppikirjat ja muiden opiskelijoiden Kirjallisuuskatsaukset. Nama yleensa
sisdltavat kattavan viittauksen kappaleisiin ja urauurtaviin toihin tieteenalalla. Toisen
tyyppisia lahdekirjallisuuden varantoja aineiston etsimisessa ovet kirjallisuus tietokannat,
yhteisjen ja organisaatioiden julkaisuluettelot, julkisten ja yliopistojen Kirjastojen
hakemistot, useiden julkaisijoiden online luettelot ja online kirjakaupat, kuuluisien
akateemisten  aikakausilehtien  sisallykset ja konferenssi  toimituskokoukset,
standardointiorganisaatioiden tarjoamat standardi hakemistot, ammatti-alan lehtien
julkaisemat artikkelit, tutkimukset ja eri sanomalehdet. (Schyren 2015:297-298.)

Oikean kirjallisuuden loytamisessa ja valitsemisessa tarvitaan oikeanlaisia hakusanoja ja
termeja etsittdessa sitd kirjallisuustietokannoista. Schyren (2013) painottaakin, etta
lahdekirjallisuustietokannoista kysely vaatii tarkoituksenmukaisen bibiliograafisen tai

arkistotietokannan ja myds oikeanlaisen haku termien valitsemisen. (Schyren 2015: 300.)

Oikeiden ja tarkoitustenmukaisten lahdekirjallisuus tietokantojen valitsemisen jélkeen
kirjallisuuskatsauksen vaiheittaisessa etenemisessa tullaan vaiheeseen, jossa tulisi 10ytaa
niistd haun kautta tutkimukseen integroitavaksi relevanttia kirjallisuutta. Wolfswinkel
ym.(2013) toteavat, ettd sopivien kirjallisuus tietokantojen identifioimisen ja valitsemisen
jalkeen, seuraavaksi pitdd maaritelld haku merkkijonot, jotka ovat tarkoituksenmukaisia
identifioimaan relevanttia Kirjallisuutta tutkimukseen. Sopivien haku merkkijonojen
méaritteleminen on Kriittistd, koska se maarittdd sen laajuuden, mitd asiaankuuluvaa,
relevanttia ja mit4 asiaankuulumatonta, irrelevanttia Kkirjallisuutta 16ytyy. Hyvan

lahtokohdan tédlle antaa avainsanojen ottaminen jo aikaisemmin identifioiduista
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artikkeleista. Toinen vaihtoehto on tehdd luokittelu siitd aineistosta, joka on
tarkoituksenmukaista kirjallisuuskatsauksen aiheelle. Jotkut tietokannat tarjoavatkin
avainsanojen luokittelun taxonomian. Monet Kirjallisuustietokannat sallivat myds
rakentaa loogisia haku merkkijonoja, joihin sisaltyy avainsanojen ilmaiseminen, liitettyné
loogisilla operaattoreilla, mukaan lukien JA(AND), TAI(OR) ja EI(NOT). Ei ole oikeaa
tai vaaraa luetteloa haku merkkijonoista, ja tutkijoiden tulee todennékdisesti toimia niiden
kanssa hieman ennen kuin he l6ytavéat lopullisen listan haku merkkijonoista. (Schyren
2015:300-301.)

Toinen tarked asia relevantin kirjallisuuden l6ytamisessa Kirjallisuuskatsaukseen on
Ioytdd oikea aikavéli, josta tutkimustietoa haetaan. Schyren (2013) mainitsee, ettad
hakumerkkijonojen maéarittelemisen liséksi, pitdisi haussa valita myos tarkasteltava
aikavali. Useinkaan ei ole juuri olemassa mitédan vakuuttavaa syytd, miksi pitéisi rajoittaa
aikavalid, mutta erityisissa tapauksissa ajallisen rajoittaminen voi tulla kyseeseen esim.
silloin, kun bibiliograafiset tutkimusartikkelit julkaistaan tiettynd ajankohtana. Sen
jalkeen taytyy vield valita haun ulottuvuus. Tallgin voidaan soveltaa haku merkkijonoja
otsikoihin, avainsanoihin, abstraktioihin ja kokonaisiin julkaistuihin teksteihin. VVoidaan
mya0s etsid muita nimenomaisia kirjoittajia. Se voi olla hyodyllista sellaisten kirjoittajien
julkaisujen kanssa, jotka ovat julkaisseet térkeitd artikkeleita liittyen laadittavaan
kirjallisuuskatsaukseen. Tutkijoiden taytyy luultavasti toimia yhdistelmien kanssa
identifioidakseen sopivia hakupolkuja. Haku prosessin aikana usein useimmat saman
julkaisijan julkaisemat julkaisut ja niiden organisaatiot nousevat esille. (Schyren
2015:301-302).

Kirjallisuuden etsimisprosessin jalkeen, tutkijan taytyy hankkia ja arvioida Kirjallisuus.
Hakuprosessin aikana pitéisi sédilyttaa paljon relevantista kirjallisuudesta, Schyen (2013)
huomauttaa. Maéaratty osa kirjallisuudesta ei yleensé ole saatavilla. Tahan on syyna se,
ettd yleensa kéyttooikeudet tai kirjat eivét ole joko saatavana onlinena eiké paikallisista
kirjastoista. Artikkelien abstraktit ja yhteenvedot, sisallysluettelot tai Kirjojen eri
painokset ovat yleensd vapaana. Kirjojen suhteen yliopistot ovat yleensa yhteistydssa
muiden yliopistojen ja kansallisten Kirjastojen kanssa. Kirjallisuuden hankkimisessa
taytyy ottaa huomioon se, etté etsittya kirjallisuutta arvioitaessa sen taytyy olla mééritelty

sekd laadukkaaksi ettd kirjallisuuskatsaukseen sopivaksi. Schyren (2013) huomauttaa,
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etta koskien kirjallisuuden laatua tutkijoiden pitad maaritelld laatu kriteerit, joka on usein
vaikeaa johtuen laadun  madrittelyn vaikeudesta. = Hakemiston  asetuksen
minimivaatimukset ovat kuitenkin hyodyllisia ja mahdollisia. Vaatimuksiin voi kuulua
esim. se, etté kirjallisuuskatsaukseen integroidut tutkimukset ovat tehty riittdvan suurella
otannalla ym. Schyren (2013) on sitd mieltd, ettd on hyodyllista maaritellda eri
laatukriteerit ja/tai eritasoiset laatukriteerit riippuen julkaisun tyypistd. N&in ollen
aikakausilehdissd julkaistut tutkimukset ja konferenssien toimituskokoukset pitéisi
selittdd tarkasti metodologisesta ja teorian nékokulmasta, kun taas julkaisujen
aikakausilehdisséd tulisi  keskittyd kayttokelpoisuuteen ja merkityksellisyyteen
kaytdnndssa. Schyren (2013) on sitd mieltd, ettd arvioitaessa 16ydetyn kirjallisuuden
laatua ja sopivuutta tutkijoiden tulisi ensin lukea abstrakti, ja paattaa tulisiko artikkeli
sulkea pois tai siirtad paatosta tuonnemmaksi, kun artikkeli on kokonaan analysoitu.
(Schyren 2015:304).

Kirjallisuuskatsauksessa seuraa kirjallisuuden etsimisen ja arvioinnin jéalkeen ns.
synteesivaihe, jonka tarkoituksena on esittad Kkirjallisuuskatsaukseen integroidusta
tieteellisista julkaisuista koottu tieto lukijalle. Schyren (2013) kuvailee t&t& vaihetta
kirjallisuuden hakemisen jéalkeiseksi vaiheeksi, jonka tarkoituksena on esittda katsauksen
lukijalle tiedon runko siihen valituista julkaisuista. Okoli(2012) pitaa tata tehtdvaa yhtena
avain asiana Kkirjallisuuskatsauksessa. Hanen mukaan kaikkein tarkein askel
kirjallisuuskatsauksessa on aina ollut tutkimuksen synteesi, joka on sisaltynyt
katsaukseen. Taman osan johtaminen ei ole suoraviivaista, ja Rowe (2014) toteaakin
omaan kokemuksensa perusteella sen olevan usein tehty epédsopivalla tavalla, etenkin kun
kokemattomat opiskelijat Kirjoittavat katsausta. Kirjallisuuden synteesissa pitdisi havaita
ja luokitella useita tutkimus osia selviin kategorioihin. Hart (1998) huomauttaa myas, etta
kirjallisuudesta tehd&én synteesi aina tietystd ndkokulmasta ja taten siihen siséltyy aina
tulkinta. Schyren (2013) taas painottaa, ettd tdima osa kirjallisuuskatsausta pitéisi olla

paaasiassa deskriptiivinen. (Schyren 2015:305).

Kirjallisuudessa ollaan laajasti yht& mielta siitg, ettd synteesi tiedon puusta pitéisi esittaa
késite-(idea)keskeisesti eikd kronologisella tai tekija(laatija)-keskeiselld tavalla. Webster
& Watson (2002) ovat sitd mieltd, ettd kdytetty kasitteistd myds méaérittdd organisoitua

kehystd. Tekija-keskeisen l&hestymistavan kdyttoonoton haittana on ns. ’hdn sanoi”
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ongelma. Zornin & Campellin (2006) mukaan, siina tekija kertoo meille, mita jokainen
ldhde sanoo, mutta ei vélité-lahteiden vélisista suhteista mitaan tietoa. Rowe (2014) yhtyy
tdhan nakemykseen todetessaan, etté kirjallisuuskatsauksen ei tarvitse integroida kaikkia
kirjallisuuden antamia tiedon kokonaisuuden osia “kokonaisvaltaiseksi logiikaksi”, vaan
pikemminkin ”joukoksi yhdenmukaisia yleiskasitteitd.” Schyren (2013) korostaa vield,
etta Kirjallisuuden 16ydokset pitdisi syntetisoida uuden tai vanhan kasitteiston ymparille.
Se voi olla yhdenmukaista ja noudattaa kaiken késittdvaa logiikkaa tai kasitteistot ei
valttamatta kytkeydy tdysin toisiinsa. Kirjallisuudesta voidaan tehda synteesi eri
nakokulmista, jotta saadaan tdydentavid ndkemyksié kirjallisuudesta. Jasperson, Carte,
Saunders, Butler, Croes & Zheng (2002) kayttavéat teknologia ja energia linsseja
tutkiakseen keskindisia suhteita energian/tehon ollessa péalle kytkettynd ja
informaatioteknologian vaikutuksia, levittamistd, hallinnointia tai kayttéa. (Schyren
2015:305).

Kirjallisuuskatsauksen  tulkintavaiheen  tarkoituksena on  tulkita valitusta
tutkimuskirjallisuudesta luotu esitys katsauksen lukiojoille. Schyren (2013) mainitsee,
ettd tiedon puun tulkitseminen kuuluu kaikkein  luovimpiin  tehtaviin
kirjallisuuskatsauksessa. Taman vaiheen yleisimpiin asioihin sisaltyy tutkimusaukkojen
tulkitseminen, uuden nakékulman kayttoonotto kirjallisuuden rungossa, ja Kirjallisuuden
analysoiminen tekemalld ehdotuksia tai myoétavaikuttamalla uuteen teoriaan. Taman
tyyppiset myotévaikutukset peittavat usein toisiaan. Tutkimus aukkojen identifiointi on
Hartin  (1998) mukaan hyodyllistd, koska se auttaa paikantamaan tutkimuksen
kartoittamattomat alueet, ja ndin ollen se menee askeleen yli tutkimuksen synteesin. Ensin
mainitun viitatessa siihen, mitd on tehtava, jalkimmaisen puolestaan on suhteessa siihen,
mita on tehty. (Schyren 2015: 309).

Zorn & Campell (2006) ovat sita mieltd, ettd ndiden aukkojen esittdminen osoittaa
mahdollisen tulevaisuuden tutkimuksen suunnan ja motivoi tutkijoita pa&ttamaan
tutkimuksen, kuten Webster & Watson (2002) toteavat. Tutkimus aukot voivat ilmetd eri
muodossa, ja esimerkiksi tietyt ndkokulmat/ilmiot saattavat olla jatetty kokonaan
huomioimatta. TallGin esim. tutkimus tulokset eivét ole vaikuttavia, tai ne ovat erittdin
ristiriitaisia, ja tietdmys suhteessa kohdennettuun ongelmaan saattaa olla riittaméatonta,

kuten Boel & Cerez-Kecmanovic (2014) toteavat. Schyren (2013) huomauttaa my®os siitd,
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kuinka kaksi haastetta ilmenee kirjallisuuskatsauksen laatijan  keskittyessa
tutkimusaukkoihin. (Schyren 2015: 309).

Schyren (2013) on sitd mieltd, etté kirjallisuus katsauksen laatijan on syytéd kaytta4 mallia,
jossa kirjallisuuskatsauksen 10ydoksistad tehddan synteesi ja identifioidaan tieteellisen
tutkimustyon varsinaiset aukot. Talléin tutkijan taytyy aivan ensiksi identifioida se
tutkimus alue, jossa jatkotutkimusta tarvitaan ja se pitdisi yksityiskohtaisesti kuvailla
irrallisilla lauseilla erityisista puutteista tutkimuksessa sek& viittaamalla selvasti
kirjallisuuteen.  Né&ihin  puutteisiin ~ perustuen, tutkija  kehittdd varsinaiset
tutkimuskysymykset yhdesséa tutkittavan alueen mukana. Powell (2014) puolestaan
painottaa sitd, kuinka tutkijat voivat piirtamélld samanlaisen kehyksen kuin mité
kaytetdan kirjallisuus synteesin tekemisessa identifioida térkeitd tutkimusalueita. Kehys
on rakennettu syottojen, sosio-emotionaalisten prosessien, tehtdva prosessien ja
tulosteiden ympérille. Perustuen neljaén vahan tutkittuun tutkimus alueeseen, kirjoittajat

voivat ehdottaa monia osittain yhdisteltyja tutkimuskysymyksia. (Schyren 2015:311).

Tdydentdvat kirjallisuuskatsaukset, jotka identifioivat tutkimus aukkoja nousevat
Dibbern, Goles,  Hirschheim, & Jayatilaka (2004) mukaan tietojarjestelmien
ulkoistamisesta ja ratkaisemattomien asioiden aukoista tietdmyksessa. Kohl ja Grover
(2008) ehdottavat neljaa teemaa jatkotutkimuksessa informaatioteknologian liikearvossa.
Roberts, Galluch, Dinger, & Grover (2012) identifioivat rajoitukset
tietojarjestelmatieteen absorptiokyvyssa. Alavo ja Leidner (2001) ehdottavat myds
varsinaisten tutkimuskysymysten tekoa tiedon hallinnasta ja tiedon hallinnan

jarjestelemisestd. (Schyren 2015:311).

Kirjallisuus katsauksen tehtdvdna voidaan ndhdéd varsinaisen tieteellisen teorian
rakentamisen avustamisen. Le Pine ja Wilcox-King (2010) nakevat katsaukset ik&aan kuin
ajoneuvoina teorian kehitykselle, niiden tehtdvdnd on ehdottaa tai avustaa uuteen
teoriaan. Wolfwinkel ym. (2013) yhtyvat tahén ja véittdvat teorian ettd teorian
rakentaminen on kasvavassa madrin yksi tarkeistd seurauksista kdytettdessa mainetta
saavuttanutta kirjallisuus segmenttid. Vaikka kirjallisuuden piirteet eivét varsinaisesti ole
yleinen mielipide siihen, mit4 teoria varsinaisesti on, kuten Sutton & Straw(1995)
toteavat. Gregor (2006) toteaa, ettd Kirjallisuuden tulkitsemisen yhteydessa se on
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kuitenkin sopivaa. Han myds vaittdd, ettd kaikki teoriat siséltdvdat “keinot
esitykseen”(fyysisen esityksen sanoilla, logiikalla, kaavioilla ja taulukoilla),
“rakentamisen” (mielenkiinnon ilmi6én), ’suhteiden toteutumisen” ja “laajuuden”. Tama
laaja ymmartdminen ei vaadi teorialla olevan selittdvéda komponenttia. (Schyren 2015:
312).

Gregor (2006) ehdottaa edelleen viittd eri tyyppistd teoriaa: ensimmainen on teoria
analysoinnista (tyyppi 1), teoria selittdmisesta (tyyppi 2), teoria ennustamisesta (tyyppi
3), teoria selittdmiseen ja ennustamiseen (tyyppi 4), ja teoria suunnitteluun ja toimintaan
tyyppi (5). Kirjallisuuskatsaus voi esittda tai vahintdan myotavaikuttaa uuteen teoriaan
silloin kun se tulkitsee tiedon runkoa nakdkulmasta, jota ei ole omaksuttu aikaisemmin.
Né&in ollen varsinaiseen uuteen teoriaan myotdvaikuttamista, voidaan pitdd uuden
nakokulman omaksumisessa kirjallisuuskatsauksessa tarkednd. Uusi nakokulma
kirjallisuudesta omaksutaan keskustelemalla samankaltaisuuksista ja eroista, jotka
esiintyvat kaytettdessa erilaisia linssinen joukkoja samanaikaisesti. Tahan keskusteluun
perustuen kirjoittajat kehittdvat teoreemia, jotka voidaan tulkita monista ndkokulmista ja
ndihin voidaan viitata erdédnlaisina “metaotaksumina”, timén toteavat Jaspersson ym.

(2002). (Schyren 2015: 312).

Kirjallisuuskatsauksen ohjausvaihe on vaihe, jossa tutkijoiden on tarkoitus antaa
ehdotuksia siitd, minké&laista jatkotutkimusta tieteenalalla pitaisi tehda. Schyren (2013)
painottaa, etté jatkotutkimuksen ohjaaminen voi ilmeté eri muodoissa ja yksityiskohtien
tasolla. Useat katsauksien laatijat antavatkin lyhyitd ehdotuksia jatkotutkimuksia varten
johtopaatoksissaan tekemissd huomautuksissa. Muut osoittavat jatkotutkimuksen
suunnan  yksityiskohtaisemmin  ilman  heiddn  suosituksiensa  juurtumista
yhdenmukaiseksi ideaksi. (Schyren 2015: 314.)

Kirjallisuuskatsauksen viimeinen vaihe on ns.johtopdétds vaihe, jossa tutkija tekee
yhteenvedon katsauksen l0ydoksistd ja johtopéatoksistd. Schyrenin (2013) mukaan
kirjallisuus katsauksessa taytyy muiden tutkimus artikkeli lajityyppien mukaan tehda
johtopéatds Kirjallisuus katsauksesta. Schyren (2013) suosittelee tutkijoiden tekevan
yhteenvedon, siitd mitad kirjallisuus katsaus on l0ytanyt, mitd johtopadtokset ovat

tutkimukselle ja kaytannolle, ja myods mitd ovat kirjallisuus katsauksen rajoitukset.
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Yhteenvedossa pitdisi olla lyhyt synteesi jokaisesta kirjallisuuskatsauksen
myotavaikutuksesta teorian kehityksessd. Erityisesti pitaisi mainita kasitteet, jotka
omaksuttiin katsaukseen ja tulkita kirjallisuus ja kehittdd toimiva tutkimussuunnitelma.
Pitad tietenkin tehda myos yhteenveto siitd, mité kirjallisuus 10ydoksia, tutkimus aukkoja,
tiedon laajentamista  ja  jatkotutkimus  polkuja  katsaukseen  l0ydettiin.
Kirjallisuuskatsauksen johtopaatokset voivat viitata tutkimukseen ja kaytantdon ja ne
pitdisi esittdd, kuten Webster & Watson (2002) toteavat. Tutkimus suunnitelman
jarjestdminen tarkoittaa, ettd on jo osoittanut olennaiset tutkimuksen johtopaétokset.
Tama ei kuitenkaan valttdmattd tarkoita, ettd ei olisi endd mitddn sanottavaa
jatkotutkimuksesta. Schyren (2013) antaa erillisen osan nimettynéd “jatkotutkimukselle
mahdollinen”, jossa hin lyhyesti luonnostelee jatkotutkimus alueita, joita ei ole késitelty
tutkimus suunnitelmassa. Lopuksi pitdisi viela ilmoittaa rajoitukset, koska mitdén

“tédydellistd” kirjallisuus katsausta ei ole olemassa. (Schyren 2015:319.)

5.3 Relevantin tutkimusaineiston aineiston kerddminen, analysoiminen ja tulkinta

Taman tutkimuksen pdadaasiallisin  aineisto on  keratty PubMed Health
tutkimustietokannoista, ja haussa kaytetaan myds muita tietokantoja esim. (IEEE, Science
Direct, Google Scholar, AIS digital libary, MIT ja INFORMS) apuna tutkimusaineiston
kerdamisessé tutkimusaihepiiriin liittyvan tieteellisen julkaisujen (journal, review ym.).
Néitd hakujen kautta 16ydettyja aihepiiriin kuuluvia artikkeleita luetaan lapi ja niiden
I0ydoksia analysoidaan tarkoin. Sen jalkeen niistd valitaan parhaimmat ja relevantimmat

julkaisut, ja tehdaan niista katsauksen lopussa synteesi.

Ensimmaéisend tietokannoista etsittiin tietoa hakumerkkijonoilla machine learning AND
diabetes care, koska tarkoituksena oli kartoitta, miten koneoppimisteknologiaa on
kayttoonotettu terveydenhuollossa yleisesti. Tieteellisten julkaisujen
tarkasteluajanjaksoksi  valittiin ~ viimeiset viisi vuotta, koska se on yleensa
tutkimustiedossa melko tyypillinen ajanjakso, jossa tutkimus tiedon tieteellinen arvo
vahenee selvésti. Valitsin tietokannaksi Pubmed Helathin ja suoritin em. hakutermeill&

haun tastd tietokannasta, ja haun tuloksena sain kaikkiaan 84 julkaistua artikkelia
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vuodesta 2014 nykyiseen ajankohtaan 2019. Nama artikkelit luettiin 1&pi ja analysoitiin
niiden tarkeimmat I0yddkset. Saadakseni vield tarkempia ja relevantimpia haku tuloksia
tein samoilla hakuehdoilla haun myds Pubmed Health tietokannasta. Se antoi haun
tuloksena 20 julkaistua artikkelia. Nama 20 julkaistua artikkelia sisalsivét varsin
vaihtelevasti varsinaista relevanttia tietoa koneoppimisen soveltamisesta diabeteksen
la&ketieteelliseen hoitoon. Taman takia olikin vielé syyté valikoida ty6hon integroitavaksi
vain sellaisia artikkeleita, jotka antoivat asianmukaista ja uutta tietoa aihealueesta. Naita
artikkeleita 16ytyi kaikkiaan 16 kpl. Tein niiden l6ydoksistd yhteenvedon ja pyrin
nostamaan esille tutkimukseen liittyvdd avainkasitteistod, josta tutkimukseen
integroitavaa kirjallisuuskatsausta voidaan johtaa eteenpain.

Taman jalkeen kaytin Science Direct tietokantaa kadyttden samoja haku sanoja ja
hakumerkkijonoja aineiston etsimisessa. Haun tulokset olivat kuitenkin sen verran
ylimalkaisia ja epéatarkkoja, joten péatin aivan ensiksi kdyda kaikki artikkelit lapi ja
arvioida, onko niissa sellaista tietoa, jota tarvitsen omassa tutkielmassani. Haun tuloksena
saatiin tassa haussa ns. kaksoiskappaleita(duplikaatteja), eli namé artikkelit olivat jo
edellisissé tietokannoissa tehdyissa hauissa mukana. Analysoituani artikkeleita valitsin
niistd katsaukseen mukaan vain relevantimmat. Arvioin niitd ja analysoin niiden
tarkeimmat 16ydokset. Toistin saman haun myds mm. IEEE, AIS digital libary ja
INFORMS tietokannoista.

Sen jéalkeen hain samoista tietokannasta hakumerkkijonolla Machine learning algorithm
AND prediction of diabetic patients treatment outcome tietoa siitd, kuinka koneoppimisen
avulla voidaan ennustaa diabeettisten potilaiden hoitotuloksia. Haun tuloksena saatiin 8
kpl julkaistuja artikkeleita. Toistin saman haun myds muihin tutkimuksessa kéytettaviin
tietokantoihin. Arvioin ja analysoin niitd, ja poistin haun tuloksena tulleet duplikaatit.
Viimeiseen tutkimuskysymykseen hain tietokannoista tutkimusaineistoa
hakumerkkijonoilla Machine learning AND diagnosing diabetes mellitus. Katsaukseen
valittiin luettujen artikkelien otsikoiden, abstraktien ja yhteenvetojen perusteella 44

julkaistua tieteellisen arvioinnin l&pikaynytta artikkelia.
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Taulukko 1. Lopullinen tutkimusaineiston méaaré.

Katsaukseen valittujen Tietokanta
tutkimusartikkelien maéara

25 Pubmed

4 IEEE

2 AlS

10 Science Direct

3 Muut tietokannat

Webster ja Watson (2002) nostavat esille tutkimuksen kannalta relevantin kirjallisuuden
identifioinnin tarkeyden tutkijalle. Heidan mukaansa korkea-laatuinen katsaus on valmis
ja keskittyy ennen kaikkea siséltoon. Valmiiksi laadittu Kirjallisuuskatsaus kattaa
relevantin kirjallisuuden aiheesta ja ei ole rajoittunut yhteen tutkimusmetodologiaan,
yhteen  joukkoon  julkaisuja  tai ~ yhteen  maantieteelliseen  alueeseen.
Tietojarjestelmatieteen tutkimuksiin integroidut Kkirjallisuuskatsaukset —keskittyvat
pelkastddn pieneen joukkoon huippujulkaisuja. Webster ja Watson (2002)
suosittelevatkin rakenteellista lahestymistapaa katsauksen lahdemateriaalin maarittelyyn.
Suurin vaikutus katsaukseen on todennékdisesti johtavilla julkaisuilla, ja taten
kirjallisuuskatsauksen laatijan tulisi aloittaa katsauksen laatiminen niistd. Katsauksen
laatijan tulisi myos tutkia valittujen konferenssien edistymistd, erityisesti laadultaan
korkeatasoisten. Webster ja Watson (2002) korostavat tietojarjestelméatieteen olevan
poikkitieteellinen tieteenala, joka ulottuu muihin tieteisiin. Tutkijan tuleekin tdman takia
katsauksen ja teorian kehittdmisen vaiheessa katsoa tietojérjestelmatieteen tiedonhaaran

lisdksi oman tieteenalansa ulkopuolelle. (Webster & Watson 2002: 16.)

Webster ja Watson (2002) toteavat kirjallisuuskatsauksen myos olevan sisélto-keskeinen.
Taten késitteistd madrittdd katsauksen rungon. Jotkut Kirjoittajat ottavat kuitenkin tekija

keskeisen lahestymistavan ja tutkimukselle valttdmaton ja olennainen esitetddn
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relevanteissa artikkeleissa. Tama metodi ei kuitenkaan onnistu syntetisoimaan
kirjallisuutta. He korostavatkin sitd, kuinka ns.tekija keskeisestd lahestymistavasta
voidaan helposti siirtya siséltokeskeiseen lahestymistapaan sisaltomatriisin avulla. Siina
tutkimukseen liittyvat avainkésitteet on matriisissa sarakkeisiin jaoteltuna, ja aineisto
Josta ne on l0ydetty, riveihin jaoteltuna. (Webster & Watson 2002:17).Tdman
tutkimuksen keskeiset késitteet ovat eriteltynd seuraavan sivun taulukossa 2. Ne ovat
koneoppiminen terveydenhoidossa, Kliininen paatéksenteko, diabetes mellitus, Kliininen

paatdksenteon tukijarjestelma ja koneoppiminen diabetes hoidossa.

Taulukko 2. Siséltomatriisi. (Webster jawWatson 2002).

Tutkimusaineisto | Késite

A B C D E
1. X
2. X X
3. X X
4, X
S. X

Tutkimusaineisto ndihin kasitteisiin  on hankittu suomen- ja englanninkielisista
painetuista Kirjoista, elektronisista lahteistd, kuten erilaisista tekniikan raporteista,
arvostetuissa tieteellisissd journal-julkaisuissa julkaistuista katsaus-, tutkimus- ja
konferenssiartikkeleista seké elektronisesta tietokirjallisuudesta. Taten se on tieteelliset
Kriteerit tdyttavad ja relevanttia aineistoa. Koneoppimisen soveltamista diabeteshoitoon
tarkastellaan aivan uuden tutkimustiedon perusteella (viimeisemman viiden vuoden ajalta
julkaistut artikkelit). Taulukon riveilld on aihealuetta kasitteleva ryhmitelty aineisto.
Mukana ei ole pelk&stdan yksittdinen aineisto, vaan se saattaa sisaltdd useitakin eri

lahteitd, jotka madrittelevat tutkimuksen késitteistoa.



81

Késite A matriisitaulukossa kuvaa koneoppimista terveydenhoidossa. Tutkimusaineiston
etsimisessé on pyritty huomioimaan erityisesti se, etta tiedot ja kéasitteiden maarittely
tulee alkuperéisléahteista ja tieteellisesti korkea luokkaisista julkaisuista. Talloin tieto on
autenttista ja luotettavaa, ja l&hde antaa tasmaéllista tietoa aiheesta, ja kasite méaaritellaén
universaalisti. Koneoppiminen terveydenhoidossa on vield varsin laaja aihe alue, ja se
sisdltdd monella tavalla toteutettuja sovelluksia, tutkielmaan integroitiin vain kaikkein

keskeisimpia aihetta kuvailevia lahteita.

Tutkimusmatriisin toisella rivill& on aineisto 1. Tdman aineiston on tarkoitus antaa selvé
madritelma koneoppimisen soveltamisesta terveydenhoitoon. Aineistossa on méaaritelty
kasitettd eri merkitysyhteydessd, ja pyritty tuomaan esille siihen liittyvia eri
konnotaatioita. Koneoppiminen (machine learning) on ennen kaikkea tekoalyn alakasite,
ja aineistossa kuvaillaan koneoppimisen liittyminen eri terveydenhoidon sektoreihin yha
enemman erilaisilla tekodlyyn pohjautuvilla ratkaisuilla. Siind tuodaan esille myos
vaatimuksia ja odotuksia koneoppimisesta, joita ympéaroiva yhteiskunta ja kehittyva tiede
tuo. Aineisto sisaltdd lahinna elektronista Kirjallisuutta, kuten raportteja ja tieteellisia
artikkeleita. Sita on etsitty padasiassa suomenkielisilla sanoilla, kuten koneoppiminen ja
terveydenhoito. Englannin kielell& etsin aineistoa hakusanoilla Machine Learning seka
hakumerkkijonoilla Machine learning and Health care.

Késitteelld B kuvataan téssa tutkimuksessa Kkliinistd paatdksentekoa. Kiliinista
paatoksentekoa tarkastellaan terveydenhoidon ammattilaisten epdvarmoissa tilanteissa
tehtyjen paatdsten ndkokulmasta. Tah&n on hankittu validia tutkimustietoa sité
julkaisevasta lahteesta.

Matrisiin kolmannella rivilla on aineisto kaksi. Tama aineisto antaa hyvén yleiskuvan
terveydenhoidon ammattihenkildiden  kliinisestd  paatoksenteosta  rajoitettujen
vaihtoehtojen  joukosta terveydenhuolto-organisaatiossa. Aineistoa on etsitty

hakusanoilla kliininen paatoksenteko ja englanniksi clinical decision making.

Késite C kuvailee tdssd tutkimuksessa diabetes mellitus sairautta. Silla pyritdan

kuvaamaan tdman kroonisen sairauden puhkeamisen syitd ja eri tyyppisid
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ilmenemismuotoja. Kasite siséltad my0s kuvauksen sen eri liitannéissairauksista,
esiintyvyyden yleisyydestd, sen kehityskulusta, ennaltaehkéisystd ja hoitokeinoista.
Aineisto on kerétty tuoreista diabetes tutkimusraporteista, jotka on julkaistu elektronisena

tutkimusraporttina. Tarkoitus on ollut saada ajankohtaista tietoa sairaudesta.

Kolmas aineisto tutkimusmatriisissa kuvailee diabeteksen esiintymisen yleistymisen
ongelmia yhteiskunnallisista ja kulttuurisidonnaisista nakokulmista. Aineistossa
kuvaillaan terveydenhuollon menojen kansallisia ja maailmanlaajuisia kustannuksia. Se
sisaltaa elektronisia lahteitd, kuten tunnetun organisaation julkaiseman raportin, jossa on
julkaistu tieteelliset kriteerit tayttdvaa tutkimustietoa sairaudesta, seka elektronisesti
julkaistun kattavan tutkimusraportin. Aineisto on hankittu hakutermill diabetes mellitus.

Késite D puolestaan tarkoittaa tutkielmassa kliinista paatoksentekojérjestelméa. Se
kuvailee Kkliinisen paatoksentekojarjestelman osana laajaa sairaalatietojarjestelmaa.
Késite madritelld&dn  kliinisen péatoksenteon tukemista varten suunnitelluksi

tietojarjestelmaksi, jossa voidaan hyodyntédd myos koneoppimista.

Aineisto numero neljé koostuu lahinn& elektronisesta tietokirjallisuudesta. Aineisto antaa
laajan kuvan kliinisen péatoksentekojérjestelméan kéyttotarkoituksesta kroonisten
sairauksien, kuten diabetes mellituksen hoidossa. Se sisaltaa tarkeéa tietoa mm. kliinisen
paatdksentekojarjestelman mahdollisuudesta tukea terveydenhoidon ammattilaisten
paatoksentekoa kompleksisissa tilanteissa. Aineisto on hankittu hakutermeilla kliininen

paatoksentekojarjestelma ja clinical decision support system.

Késite E kuvaa koneoppimista diabeteshoidossa. Kasitteeseen sisaltyy koneoppimisen
kuvaaminen terveydenhuollossa diabetes hoidon kontekstissa. Kasitteella pyritdan
antamaan kokonaiskuva koneoppimisen sovellettavuudesta tdman vakavan kroonisen
sairauden hoidossa. Se kuvailee myds koneoppimisen kayttokohteita diabetes hoidossa,
koneoppimisen hyoddyntamistd kliinisen paatoksenteon apuna diabetes hoidossa ja
koneoppimisen mahdollisuuksista antaa diabetes hoidon ennustemalleja. Kasitteelld E
pyritddn tuomaan esille ennen kaikkea koneoppimisen mahdollisuudet tehda diabetes

hoidosta kustannustehokkaampaa ja laadukkaampaa. Kasite ulottuu myds kliinisten
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kokeiden ja potilaiden terveydentilan seurantaan ja tarkasteluun. Tieto on hankittu ja

lainattu tutkimusaineistosta, joka on lahes uutta ja tieteellisesti korkeatasoista.

Aineisto viisi tutkimusmatriisissa kuvaa koneoppimisen mahdollisuuksia diabeteshoidon
laadun kehittdjanéd. Aineiston pohjalta on tutkittu késitetta E. Aineisto muodostuu
elektronisista lahteistd, kuten tekniikan raporteista ja tieteellisissd julkaisuissa
julkaistuissa artikkeleista. Aineisto hankittiin hakumerkkijonoilla Machine learning and

diabetic care.

Tutkimuksessa pitéisi aina sen aineiston hankinnan ja arvioinnin jalkeen tehda analyysi
tutkimukseen integroitavasta aineistosta. Salminen (2018:8) painottaa, ettd téssa
tutkimusvaiheessa tdytyy analysoida ja tulkita tutkimukseen valikoitu ja hyvéksytty
tutkimusaineisto. Aineistoa voidaan analysoida monella menetelmélla. (Hirsjarvi, Remes
& Sarjavaara 2008) huomauttavat, ettd analyysitavat on jasennettavissa selittdmiseen ja
ymmartdmiseen  pyrkiviin  analyysimenetelmiin. Selittdmiseen pyrkivassa
analyysitavassa kaytetédan tavallisesti tilastollista analyysia ja johtopé&&toksien tekoa, ja
ymmartdmiseen pyrkivassd tavassa laadullista analyysia ja johtopadttsten tekoa.
(Hirsjarvi ym.2008:219). Téassd tutkimuksessa kaytetddn aineiston analyysisissa
ymmartamiseen pyrkivaad laadullista analyysia, jonka perusteella saadaan tutkimuksen

tulokset ja tehdaan johtopaatokset.

Kvalitatiivisessa tutkimuksessa aineiston analyysi tehdaan usein osittain samanaikaisesti
aineiston kerayksen yhteydessa (Hirsjarvi ym. 2008:218). Tutkimusaineiston analyysia
tehdaan tassakin tutkimuksessa samanaikaisesti kerdyksen yhteydessa. Sisaltéanalyysissa
ainestoa tarkastellaan Tuomen & Sarajarven (2002) mukaan eritellen, yhtélaisyyksia ja
eroja etsien ja tiivistaen. Sisaltéanalyysi on diskurssianalyysin tapaan tekstianalyysia,
siind tarkastellaan jo valmiiksi tekstimuotoisia tai sellaiseksi muutettuja aineistoja.
Tutkittavat tekstit voivat olla esim. kirjoja, péivakirjoja, haastatteluita, puheita ja
keskusteluita. Siséltdanalyysi mahdollistaa tiivistetyn kuvauksen tekemisen tutkittavasta
ilmiost4, ja silla voidaan myos kytked tutkimuksen tulokset laajempaan kontekstiin ja

aihealuetta koskeviin muihin tutkimustuloksiin. (Tuomi & Sarajarvi 2002:105.)

Sisallénanalyysilla tarkoitetaan Tuomen & Sarajérven (2002) mukaan enemmankin

laadullista siséllénanalyysia kuin sisallon maarallistd erittelyd, ja nditd kumpiakin
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voidaan hyodyntdd analysoitaessa samaa tutkimusaineistoa. Siséllonanalyysia on
mahdollista jatkaa eteenpdin tuottamalla esim. sanallisesti kuvatusta aineistosta
maaréllisida tuloksia. Tutkimusaineiston laadullisessa siséllénanalyysissa aineisto
jaotellaan ensin pieniin osiin, késitteellistetddn ja jarjestetddn lopuksi vield téaysin
uudenlaiseksi kokonaisuudeksi. Sisallénanalyysi on mahdollista tehd& aineistolahtoisesti,
teoriaohjautuvasti tai teorialahtoisesti. Erona ndissa kasitteistossa on se, ettd analyysi ja
luokittelu perustuu aineistoon tai valmiiseen teoreettiseen viitekehykseen. (Tuomi &
Sarajarvi 2002: 106-116.)

Laadullisessa tutkimuksessa teoriaa on mahdollista kéyttaa apuvalineend. Talloin voidaan
tehda tulkintoja keratysta tutkimusaineistosta. Teoria voi olla kuitenkin myds padmaara,
mik&li tavoitteena on uuden teorian luominen tai vanhan teorian kehitteleminen
paremmaksi. Tutkimusprosessin aloittamisvaiheessa tutkijan on myo6s aina péaéatettava,
mika asema teorialla on hdnen tutkimuksessaan. Kolme vaihtoehtoista tutkimustapaa ovat
teorialahtdinen, teoriasidonnainen ja aineistolahtinen tutkimus. (Eskola 2001a:135-
140.) Teorialdhtoinen tutkimus tarkoittaa sité, ettd tutkimusaineiston analyysi perustuu
olemassa olevaan teoriaan tai malliin. Aineiston analyysia ohjaa talléin valmis malli, ja
tarkoituksena on yleensé tdman mallin tai teorian testaaminen. Uudessa yhteydessa tata
analyysimallia on kaytetty tavallisesti luonnontieteellisessa tutkimuksessa. (Tuomi &
Sarajarvi 2002:95-99.) Suoraan teoriaan pohjautuvaa aineistoanalyysia kutsutaan myos
teorialdhtoiseksi analyysiksi. Teorialdhtdisesséd analyysissd aineiston keruu on aina
etukéateen madritelty. (Tuomi 2007:131).

Aineistoléhtoisessa tutkimuksessa tutkimus perustuu aineistoon. Se tarkoittaa sité, etta
esim. analyysiyksikot eivat ole taysin ennalta madrattyja ja teoria rakennetaan
lahtdkohtaisesti  tutkimusaineistosta.  Tutkimuksen l&hestymistapa on  talldin
induktiivinen, eli siind esitetddn vditteitd, jotka etenevat yksittaisistd havainnoista
yleisempiin vaitteisiin. (Eskola & Suoranta 1998:83). Induktiivinen I&hestymistapa ei siis
perustu teorian tai hypoteesin testaamiseen, tutkija ei voi myodskaan maaritella sitd, mika
on tutkimuksen kannalta tarkedd. (Hirsjarvi ym. 2004: 155.) Aineistolahtoisessa
tutkimusaineiston analyysissd yritetddn luoda tutkimusaineistosta teoreettinen
kokonaisuus tutkimuksen tarkoituksen pohjalta valittujen analysoitavien kohteiden

aineistosta. Analysoitavat kohteet eivat mydskaan ole millaan tavoin etukéteen paatettyja,



85

toisin kuin teoriaohjautuvassa analyysissa, vaan ne nousevat esille tutkimusaineistosta ja
niill& ei ole varsinaisia kytkoksia aiempiin teorioihin ja havaintoihin. (Tuomi 2007: 130-
131)

Teoria- ja aineistolahtOisen tutkimuksen valimaastoon voidaan puolestaan sijoittaa
teoriasidonnainen tutkimus. Siind aineiston analyysi ei perustu valttdmatta suoraan
teoriaan, mutta siihen on havaittavissa yhtymakohtia. Tutkimusaineistolle etsitaan siis
teoriasta selityksid tai vahvistuksia tukemaan teoriaa. Tutkija kykenee tekemaan
huomioita empirian vastaamattomuudesta aiempiin tutkimustuloksiin. (Eskola 2001).
Tama teoria ohjautuva analyysi on puhtaasti teorialéhtdisen ja aineistolahtdisen analyysin
valissa, joka myds alkaa yleensé niin kuin aineistoldahtdinen analyysi. Teoriaohjautuvassa
analyysissa on kuitenkin tunnistettava aiempaan teoriaan pohjautuvat vaikutukset ja
kytkokset. (Tuomi 2007:131).

Tassa tutkimuksessa on kaytetty tutkimusaineiston analysoinnissa padasiassa
aineistopohjaista analysointitapaa, mutta joitakin aineistoja on analysoitu myos
teoriaohjaavasti ja teoriaan pohjautuvaa analysointitapaa ké&yttden. Aineistoja, jotka
liittyvat koneoppimisen soveltamiseen terveydenhoitoon, on analysoitu jo kertaalleen
hyvaksyttyja teorioita ja muita tutkimusaineistoja hyddyntéen. Kliinisen paatéksenteon
ja Kliinisen tietojarjestelman tutkimusaineistojen analysoinnissa on kaytetty myos
teoriaohjaava aineiston analyysitapaa, koska tutkimusaineiston analysointi perustuu
paljon aihealueen valmiiseen vanhan teoriaan ja julkaistuihin teoksiin seka raportteihin,
joihin perustuen on analysoitu aiheeseen liittyvaa aineistoa ja integroitu se mukaan tahan
tutkimukseen. Tutkimuksessa on kaytetty my6ds puhtaasti teoriaohjaava aineiston
analysointitapaa, ja tdmé& tapahtuu etenkin Kliinisen paatdksenteon ja kliinisen
paatdksentekojarjestelman tutkimuksen kasitteiston kohdalla. Kliiniseen
paatdksentekoon liittyvaa aineistoa on analysoitu paljolti Higgisin, Jonesin, Loftuksen ja

Christensenin (2009) ja kliinisia tietojarjestelmid Bernerin (2007) teosten pohjalta.
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6. Koneoppimismallit diabetes hoidossa

Koneoppimismalli  on  matemaattinen  kuvaus  reaalimaailman  prosessista.
Koneoppimismallin muodostamiseksi tdytyy ensin hankkia opetustietoaineistoa, josta
koneoppimisalgoritmi voi oppia. (ks. Bhattarcharjee 2017.)

Diabeteksen l&&ketieteellisessd hoidossa tarvitaan tietokonejarjestelmd, joka voi
vaikuttaa terveydenhuollon ammattihenkildiden paatoksentekoprosessiin nopeasti ja
tehokkaasti. Tarvitaan koneoppimista hyddyntava paatoksenteon tukijarjestelma. Téassa
kappaleessa pyrin tekemdin ideakeskeisen ja kuvailevan synteesin valitusta
tutkimusaineistosta saadusta tutkimustuloksesta, diabetes hoidon kliinisen paatoksenteon
tukemisen edistdmisen n&kokulmasta. Tarkastellaan sitd, mitk& ovat ne
koneoppimismallit, joilla voidaan tukea Kliinikoiden péaatoksentekoa diabeteshoidon
yhteydessé terveydenhuolto organisaatioissa. Tulosten selvyyden parantamiseksi olen
jaotellut tutkimusosioiden tuloksia eri kategorioihin, ja muodostanut kasitteista
yhdenmukaisia, kuvailevia yleiskasitteiden ryhmittymid. Lahdeaineisto on myos
luokiteltu toisiinsa liittyviksi joukoiksi, jotta tutkimuksen keskeisempien kasitteiden

vélille voisi muodostua merkityksellisid suhteita. (ks. Rowe 2014.)

6.1 Koneoppimisen soveltaminen diabetes hoitoon

Tassa tutkimuksessa on etsitty uusimmasta tutkimuskirjallisuudesta tietoa koneoppimisen
sovellettavuudesta diabeteshoitoon, jotta voitaisiin antaa ohjeellistavaa tietoa ei-
tietdmyskantaisen kliinisen paatoksenteko jarjestelmén suunnittelumallin toteuttamiseksi
terveydenhuolto  organisaatioihin.  Tutkimuksessa tarkastellaan millda tavoin
koneoppimista sovelletaan diabetes hoidossa nykyisin, ja mm. Schwartzin (1970) sek&
Véhékainun ja Neittaanmden (2017) tekemén maaritelmaén perustuen on etsitty toimivan
ei-tietdmyskantaisen  Kkliinisen  péatoksenteko  tukijarjestelméén  siséllytettyja
koneoppimismalleja. Seuraavalla sivulla kuvatussa taulukossa on eritelty diabetes

hoidossa yleisesti sovellettavia koneoppimismalleja ja algoritmeja.
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Taulukko 3. Koneoppimisen soveltamisen mahdollisuudet diabetes hoidossa.

Koneoppimismallit, algoritmit ja
sovellukset

Kéyttotarkoitus Diabetes hoidossa

Aineisto

Syvéioppimiseen pohjautuva
jarjestelmé/syvaoppimisen teknologia

Silmésairauksien tekninen ja kliininen
tarkastelu, diabeteksen liitannéissairauksien
tdsmallinen tunnistaminen digitaalisten
silménpohjan verkkokalvokuvien perusteella
Tunnistaa sairaustiloja, kuten diabeettinen
retinopatia (DR),
glaukooma(silménpainetauti), ik&an liittyva
silmén pilkun makulaarinen rappeutuminen
(ADM, Age Related Macular Degeneration)
varhaiskypsa retinopatia.

Ting & Wong (2018)

Syvéoppimiseen pohjautuva
jarjestelmé/syvéaoppimisen teknologia

Silmaésairauksien seulonta, ladketieteellinen
kuvaantaminen, hahmon tunnistus, kuvien
luokitus, lahete optomologille koskien
diabeettista retinopatiaa ja diabeettista
makulaarista turvotusta, oikea-aikaista
hoitoa ja nddn menetyksen ehkaisya varten.

Digitaalinen valokuvaus nakéyhteys
rontgenkerroskuvauksella tapahtuvaa
nékokenttien sairaus prosessin arviointia
varten. Optomologiseen hoitoon integrointia
silmanpainetautia, silmaan littyvaa
makulaarista rappeutumista ja diabeettista
retinopatiaa varten.

Cheung, Tang, Ting, Tan & Wong
(2019)

Grewal, P, S., Oloumi, F., Rubin, U.,
& Tennant, M.T.S .(2018)

Syvaoppimisjérjestelma suunniteltu
diabetekseen liittyviin silman
sairauksiin

Diabetes epidemian hoito, diabetes hoidon
saatavuus laajassa globaalissa populaatiossa
suuresta monietnisesta populaatiosta.
Havaitsee viittauksia diabeettiseen
retinopatiaan, silmanpaine tautiin, ikaan
liittyvaan makulaariseen rappeutumaan
yhteisossa ja Kliinisessa hoidossa olevassa
moni-etnisessa populaatiossa. Diabeettisen
retinopatian havaitseminen keskivaikeassa,
lisééntyvassa diabeettisessa retinopatiassa
tai sitd vaikeampiasteisessa nakoa
uhkaavassa diabeettisessa retinopatiassa

Ting, D.S.W, Peng, L., Varadrajan, A.
V., Keane, P. A, Burlina, P,M.,
Chiang, M, F., Schemetter, L.,
Pasquale, L, R., Bressler, N. M.,
Webster, D.R. , Abramoff, M.& T.Y.
Wong (2018)

Syvéaoppiminen

Diagnostisen teknologian kehittdminen
silmasairauksien diagnosointi/silmén
verkkokalvokunnon oivallukset, digitaaliset
kuvat tarjoavat miljoonia morphologisia
datajoukkoja. Ne voidaan analysoida
ymmarrettavasti tekoélya kayttéen. Identifoi,
paikallistaa ja saa selville patologiset piirteet
melkein jokaisessa makulaarisessa ja
verkkokalvo sairaudessa.

Schimdt-Erfurth, Sadeghipour,
Gerendas, Waldstein & Bogunovic
(2018)

Koneoppimisjarjestelma
Gaussilaiseen dataluokitteluun
perustuen

Ker&d diabetes mellitus sairauden kannalta
dataa nopeasti. Tilastollisen datan
luokittelun hyddyntdminen tuo merkittavia
taloudellisia s&stoja terveyden
hoitomenoissa. Diabeteksen ennakointi
helpompaa jos diabetesta pysyttaisiin
ennakoimaan tilastollisesti perustuen
johonkin sen yhteisvaihteluihin.

Maniruzzaman, Md., Kumar, N.,
Abedin, Md, M., Islam, S, MD., Suri,
M,S., El-Baz, A, S., & J.S. Suri (2017)

Modifoitu Hopfield Hermoverkko
(MHNN, Modified Hermenuth
Neural Network)

Diabeettisen retinopatian diagnosoiminen
verkkokalvokuvista.

Hermanth, D. J., Anitha, J., Son, L.H.,
& J. Mittal (2018)
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Koneoppiminen ja laskennalliset
ohjelmointimetodit keinotekoiset
hermoverkot

Koneoppiminen ja datan louhinta
metodit

Diabetes tutkimuksen teko, bioteknologian
ja terveystieteiden edistdminen. merkittava
tietoaineiston lisédminen. Suuri toimitettu
madra geneettista dataa ja kliinista tietoa.
N&md muodostetaan suurista elektronisista
terveysrekisteisté(electronic health records,
EHR)

Kavaktosis, I., Tsave, O., Salifoglor,
A., Maglaveras, N., Vlahavas, I. & J.
Chowarde (2017)

Laskennallinen metodi

Syvékoneoppimiseen perustuva
metodi

Kliinikoiden hoitotytssa tehokas ja tdsmaélli
nen diabetekseen liittyvien silmésairauksien
havaitsemisessa.

Havaitsee herkésti ja tarkasti viittauksia
diabeettiseen retinopatiaan ja arvio
verkkokalvon silménpohjan valokuvia
aikuisikéisille diabeetikoille.

Guishan, V., Peng, L., Coran, M.,
Stumpe, M. C., Wu, D,
Narayanaswamy, A., Venuagopalan,
S., Widner, K., Maradas, T., Cuadros,
J., Kim, R., Raman, R., Nelson, P.,
Mega, L. & Webster, D.R (2016)

Koneoppimisalgoritmi, joka integroi
verimuuttujat, ravintotottumukset,
antropometrit, fyysisen aktiivisuuden
ja suolen mikrobiston

Kykenee vertailemaan diabeetikoita
nykyisiin ravintosuosituksiin perustuvassa
aterioiden jalkeisessé verensokerin
muutoksissa. Ndin ollen diabeetikoiden
ruokavaliosta.ja dieettihoidosta voidaan
tehdd suunnitelmallista ja yksilokeskeisté.

Koneoppimisalgoritmin avulla voidaan
tdsmaéllisesti ennustaa aterian jélkeinen
glykeeminen vastine tosielaman aterioihin.

Zeevi, D, Kovem, T., Zmora, N.,
Israeli, D., Rotschild, D., Weinberger,
A., Ben-Yacov, O., Lador, D., Avnil-
Sagi, T., Lotan-Pomper, M., Suez, J.,
Ali Mahdi, J., Matot, E., Malka, G.,
Kosower, N., Rein, M., Zilberman-
Schapira, G., Kosower, N., Rein, M.,
Zillerman- Schapira, G., Dohnalova, L,
Pereoner-Fischer, M., Bikovsky, R.,
Halper, Z., Elinav, E.& E. Segal
(2015)

Piirrevektorien joukko, puoliohjattu
oppiminen ja graafiin pohjautuva
luokittelu

Tulehduseritteiden identifiointi, makulan
paikallistaminen

Ren, F., Cao, P., Zhao., D & C. Wan
(2018).

Ennustava mallinnus
MIMIC-3 tietokanta,
koneoppimisteknologia ja
kaksijaseninen tietokantainen
regressiomallinnus

Diabetes potilaiden kuolleisuuden
ennustaminen, vakavuusasteen 0soitus,
diabeteksen suhteellinen vaikutus.

Anand, R.S., Stey, P., Jain, S., Biron,
D.R., Bhatt, H., Monteiro, K., Feller,
E., Ranney, M.L, Sarkar, J.N. & Chen,
S. E.(2018)

Syva kaareutuva monimutkainen
hermoverkko

Diabeetikoiden terveyden hoito, tehohoitoa
ja potilaiden sairauksien yhteisvaikutusten
tulos.

Hoidon aiheen ennakoiminen perustuen
keskeiseen verkkokalvon kuvien nakdyhteys
réntgen kerroskuvaus seulontaan ilman
ihmisen interventioita.

Prahs,.P., Radek, V., Mayer, C.,
Cvetkova, Y., Cvetkova, N., Helbig,
H.& D. Marker (2018)

Riskikaavan kehittdminen ja arviointi

Ristiinvalidointi koneoppimismetodi

Kakkostyypin diabeteksen komplikaatioiden
riskin oikeanlainen arviointi.

Kardiovaskulaaristen riskien toimenpiteista
kardiovaskulaaristen riskien torjuntaan.
Vahvistavat mikrovaskulaaristen
tapahtumien kaavoja kayttaen diabeteksen
ehkaisyohjelman tutkimustuloksia ja
kardiovaskulaarisia tapahtumia kdyttaen
tutkimuksen dataa.

Valitsee ennustavia muuttujia
demograafisista merkeistd, kliinisista
muuttujista, sairauksien
yhteisesiintymisestd(monihdiridisyydesta),
la&kkeistd ja biomarkkereista.

Basu, S. Sussman, J.
Berkowiz,S.A.,Hayward,R.& J.S.
Yudkin(2015)
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Tapahtumapohjainen todistus
viitekehys

Tapahtumapohjainen todistus

Ladketieteellisten ongelmien ratkaisu.

Ongelman ratkaisu paradigma. Siind
kéytetadn vanhaa tietoa uusien ongelmien
ratkaisussa ja tutkinnassa.

Sopii asiantuntija pohjaiseen ja teoriaa
vahemman sisdltdvaan ongelmaan.

El-Sappagh, S., EImogy, E., Riad,
A.M.(2015)

Tutkimuskuvien ja
koneoppimisalgoritmien yhdistelmé

Diabeettisen retinopatian seulonta.

John (2016)

Alykis autonominen
jarjestelmé(Intelligent Diabetic
Assistant(IDA)

Kliininen paatdksenteon tukeminen ja
lahestyvén reaali-aikaisen jalka métdhaavan
havaitseminen ja rajapinnan seulonta.

Wiejinsignhe (2019)

Kuvaperusteinen kehysten
hyddyntamisen maksimointi
ruokavalion virheiden méaarittamisen
maksimoimiseksi. (Syvaoppimista
hyddyntavé koneoppimissovellus
diabetes hoidossa)

Mallin ja uuden kehyksen puitteiden
rakentaminen ruokavalion datan
analysoimista varten kuvien ja tekstin
muodossa. Ravintotuotteiden arvoa
ennustava, ja suosittelee myds terveellisia
vaihtoehtoja diabeetikoille reaali-ajassa.

Automaattinen eri ruokakomponenttien
tunnistaminen ravinto kuvista. Korkean
terveyshyo6ty ravintosuositusten tekeminen
yksildiden yhdenmukaisten
makumieltymysten kanssa.

Qiu, L., Bhattarya, P.& P. Tuan (2017)
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Integroivan Kirjallisuuskatsauksen avulla tutkimuksessa on yritetty etsid vastauksia
siihen, miten Kkliinista paatoksentekoa Higgisin (ym.2008) maaritelman pohjalta voidaan
edistdd koneoppimisen kayttoonotolla diabeteshoitoon, jotta hoidon laatu toteutuisi
terveydenhuolto-organisaatioissa mahdollisimman hyvin. Terveydenhoito
ammattilaisilta vaaditaan nykyisin Kkliinisissa paatoksissa monien tekijéiden huomioon
ottamista. Téaytyy pystya tekeméan paatoksid. Paatokset voivat tarkentaa
mm.diagnooseja, interventioita, interaktioita ja arviointeja hyddyntden monipuolista
tietdmyskantaa.(Higgis ym.2008.) Kliininen paatdksentekojarjestelma pitdisi myods aina
suunnitella  terveydenhoitopaikkaan aina sellaiseksi, ettd se antaa tukea
padtoksentekohetkelld. (ks. Berner 2007.)

Aivan viime aikoina diabeteshoidossa on kéyttoonotettu ja sovellettu paljon
syvaoppimiseen perustuvia jarjestelmia (ks. Ting & Wong 2018; Cheung, Tang, Ting,
Tan & Wong 2019; Grewal, Oloumi, Rubin & Tennant 2018; Ting, Peng, Varadrajan,
Keane, Burlina, Chiang, Schemetter, Pasquale, Bressler, Webster, Abramoffm & Wong
2018; Schimdt-Erfurth, Sadeghipour, Gerendas, Waldstein & Bogunovic 2018;
Guishan, Peng, Coran, Stumpe, Wu, Narayanaswamy, Venuagopalan, Widner, Maradas,
Cuadros, Kim, Raman, Nelson, Mega, & Webster 2016; ja Qiu, Bhattarya.& Tuan
2017).
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Tutkimuksesta nousi esille se, ettd syvaoppimiseen pohjautuvilla jarjestelmilla pystytdan
teknisesti ja kliinisesti tarkastelemaan tehokkaasti diabetekseen liittyvié silmasairauksia.
Syvdoppimiseen  pohjautuva  jarjestelma  mahdollistaa  etenkin  diabeteksen
liitdnnéissairauksien tdsmaéllisen tunnistamisen silmdnpohjan verkkokalvokuvien
perusteella. (ks. Ting & Wong 2018.) Jarjestelmaa sovelletaankin diabeteksen hoidossa
paljon diabetes potilaiden sairaudesta aiheutuvien silmésairauksien kliinisessa ja
teknisessa tarkastelussa, koska se tunnistaa sellaisia sairaustiloja, kuten diabeettinen
retinopatia(DR), glaukooma(silmapainetauti), ikdan liittyva silmén pilkun makulaarisen
rappeutuminen (ADM, Age Related Macular Degeneration), varhaiskypsan retinopatian
ja silman taittovirheet. Tekoalya hyddyntavien koneoppimis- ja syvaoppimistekniikoiden
suorituskyky on viime aikoina Kkehittynyt johtuen automaattisten kuvankasittely
yksikoiden edistymisestd, matemaattisista malleista ja big datan skaalattavuudesta. (ks.
Ting & Wong 2018; Grewal, Oloumi, Rubin & Tennant 2018.)

Tekodly on tullut vahvasti mukaan diabetekseen liittyvien silméasairauksien seulontaan.
Koneoppimis teknologian uusi haara syvdoppiminen (deep learning) on tehnyt
huomattavan l&pimurron l&aketieteellisessa  kuvantamisessa erityisesti hahmon
tunnistamisessa ja kuvien luokittelussa. Systemaattiseen ja kansalliseen diabeettisen
retinopatian tai diabeettisen makulaarisen turvotuksen seulontaan kaytetadan digitaalista
pohja valokuvausta, ja nékoyhteys kerroskuvaus rontgensateilla (OCT) suoritettavaa
kuvausta ollaan nykyisin toteuttamassa jo ensisijaisen perushoidon tasolla. Taman
tarkoituksena on antaa oikea-aikainen lahete optamologille koskien diabeettista
retinopatiaa, diabeettista makulaarista turvotusta, oikea-aikaista hoitoa ja naon

menetyksen ehkaisya varten. (ks. Cheung, Tang, Ting, Tan & Wong 2019.)
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Syvdoppiminen on nopeasti kasvava teknologia ja sillda on useita potentiaalisia
sovelluksia erityisesti optomologiassa. Syvaoppimis tyokaluja on kaytetty myds erilaisin
tavoin mukaan lukien digitaalinen valokuvaus, nakdyhteys rontgen kerroskuvaus ja
nakokentat. Nama tyokalut ovat osittaneet hyddyllisyytensd useiden sairausprosessien
arvioimisessa mukaan lukien silmdpainetauti, silmdan liittyvda makulaarinen
rappeutuminen ja diabeettinen retinopatia. Syvaoppimis teknologiat kehittyvét nopeasti,
ja ne tulevat laajasti integroiduksi optomologiseen hoitoon. (ks. Grewal, Oloumi, Rubin
& Tennant 2018.)

Koneoppimiseen perustuvista metodeista erityisesti syvéoppiminen voi identifioida,
paikallistaa ja saada selville patologiset piirteet melkein jokaisessa makulaarisessa ja
verkkokalvo sairaudessa. Perinteiset hermoverkot jaljittelevat ihmisen aivojen polkuja
objektien tunnistamisessa, oppimalla patologisia piirteitd opetus joukosta, ohjautusta
oppimisesta tai jopa hahmojen tunnistamisen yleistdmisestd itsendisesti ja myos
ohjaamattomasta oppimisesta. (ks. Schimdt-Erfurth, Sadeghipour, Gerendas, Waldstein
& Bogunovic 2018.) Tutkimuksessa nousi myods esille se, ettd tdysin automatisoidut
tekoaly pohjaiset jarjestelmat on hyvaksytty laajasti mukaan diabeettisen retinopatian
seulontaan. Koneoppiminen ja syvéoppiminen kehittddkin merkittavasti seulontaa,
diagnostista luokittelua, kuten myds hoitoa ja terapian ohjaamista, sairaus aktiviteetin
uusiutumisen valvontaa, automaattista havaitsemista, parantaa hoitavia vaikutuksia ja
asiaankuuluvien kohteiden identifiointia/tunnistamista uusia hoitosuosituksia varten. (ks.
Schimdt-Erfurth ym. 2018.)
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Diabetekseen liittyvien silmasairauksien suunniteltua syvdoppimisjarjestelmad on
kehitetty ja arvioitu. He arvioivat tutkimuksessaan syvaoppimisjarjestelman
suorituskykyéa havaita viittauksia diabeettiseen retinopatiaan, mahdolliseen silménpaine
tautiin ja ikaan liittyvadn makulaariseen rappeutumaan yhteisdssa ja kliinisessa hoidossa
olevassa moni-etnisessd populaatiossa. Koneoppimisteknologioita hyddynnet&én
parhaiten maailmanlaajuisen diabetes epidemian hoidossa kehittaméalla sairauden
seulontajarjestelmé&a. Talléin on mahdollista kehittdd erityisesti diabetes hoidon
saatavuutta laajassa globaalissa populaatiossa, koska koneoppimisteknologioilla
pystytddn nykyisin seulomaan suuresta moni-etnisessa populaatiosta diabetekseen
liittyvia silmésairauksia hyvin tehokkaasti. (ks. Ting, Peng, Varadrajan, Keane, Burlina,
Chiang, Schemetter, Pasquale, Bressler, Webster, Abramoff & Wong 2018.) Diabeteksen
tullessa maailmanlaajuiseksi epidemiaksi pitéé terveydenhuoltoon kayttdonottaa tehokas
sairauden seulontajdrjestelmd, joka pystyy tarjoamaan paatoksentekijoille relevanttia
tietoa diabeteksen liitdnnéissairauksien tilasta tarkasteltaessa suurta populaatiota.

Syvaan koneoppimiseen perustuvat algoritmit kykenevat tutkimusndyton mukaan
herkasti ja tarkasti havaitsemaan viittauksia diabeettisen retinopatiaan arvioitaessa
verkkokalvon silmé&npohjan valokuvia aikuisikaisilla diabeetikoilla. Syvéoppiminen
maadritelld&n laskennalliseksi metodiksi, joka sallii algoritmin ohjelmoida itsensé
oppimalla isosta joukosta esimerkkeja. (ks. Guishan, Peng, Coran, Stumpe, Wu,
Narayanaswamy, Venuagopalan, Widner, Maradas, Cuadros, Kim, Raman, Nelson,
Mega, & Webster 2016.) Syvadoppimisesta saadaan diabeteshoitoon erinomainen tytkalu
havainnoitaessa teknisesti sairauteen olennaisesti liittyvan nakohairidin ilmenemista ja

automatisoimalla tata tunnistamisprosessia.
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Tutkimuksessa nousi esille myds se, ettd koneoppimisteknologialla pystytaan edistdmaén
kliinisen paatoksentekojarjestelman suorituskykya diabeetikoiden suunnittelemattomien
uusiutuvien sairaalahoitojaksojen riskien identifioinnissa. Tamé& voi parantaa hoidon
laatua sairaalassa olon aikana ja véhent&é sairaalahoitojaksojen esiintyvyyttd. Sairaalalle
ominaisesta sairaalaan takaisinsijoittamisesta tulee monesti vaikea ja kriittinen asia
maailmanlaajuisesti, koska suunnittelemattomat uusiutuvat sairaalassa olojaksot vievét
suuren osan sairaalan kokonaiskustannuksista. Nain ollen taté diabeteshoidon ongelmaa
on pyritty ratkaisemaan tukivektorimallin ja geneettisen algoritmin yhdistelmalld, joka on
kokeellinen, uusi metodi riskien ennustemallien rakentamiseksi. Tahan malliin kuuluu
piirteiden valinta ja epétasapainoisen datan kasittely, ja se antaa paatoksenteon tukea
Kliinikoille. (ks. Cui, Wang, Wang, Yu & Yaochu 2018.)

Tutkimustuloksista kdy ilmi myos se, ettd keinotekoisista hermoverkoista Modifoitu
Hopfield neuraali hermoverkko kykenee tadsmaéllisesti diagnosoimaan diabeettisen
retinopatian silméan verkkokalvokuvista. (ks. Hermanth, Anitha, Son & Mittal 2018.)
Abnormaaliuden identifiointi verkkokalvokuvista on erittdin haastava tehtavd, ja
keinotekoisten hermoverkkojen kéyttda suositaankin paljon diabeettisen retinopatian
diagnosoimisessa verkkokalvokuvista. Modifoitu Hopfield Neural Network (MHNN)
hermoverkko on tehokas tydkalu ihmisen abnormaalien verkkokalvokuvien luokitteluun.
MHNN:adn pohjautuvalla Lotus Eye Care Hospital sovelluksella tehdyssa kokeessa
keréttiin kuvia, jotka osoittivat MHNN:an herkkyyden ja specifisyyden arvoksi 0,98 ja
tarkkuuden 99,25 %. MHNN osoittautui paremmaksi kuin (Hopfield Neural Network,
(HNN) ja muut neuraali hermoverkko l&hestymistavat diabeettisen retinopatian

diagnosoimiseen verkkokalvokuvista. (ks. Hermenanth 2018.)
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Koneoppimisen yksi suurimmista hyodyistd diabeteksen hoidossa on sen antama
mahdollisuus ennustaa diabetes potilaiden kuolleisuutta. Tédma ilmenee etenkin
tehohoidossa olleiden diabetes potilaiden kuolleisuuden ennustamisessa, jossa voidaan
kayttdd hyvaksi koneoppimista ja vakavuusasteen osoitusta. Diabetes muodostaa
huomattavan terveysongelman, joka johtaa moniin pitk&-aikaisiin terveys ongelmiin,
mukaan lukien verkkokalvo, kardiovaskulaariset ja neuropaattiset komplikaatiot. Monet
naistd ongelmista voivat johtaa lisaantyneisiin terveyden hoidon kustannuksiin, kuten
myo6s riskiin teho-hoitoon jaamisestd ja kuolleisuudesta. MIMIC-3 tietokanta,
koneoppimisteknologia ja kaksijaseninen regressio mallinnus soveltuvat ennuste malliksi
kuolin todenndkoisyyden riskien ennustamiseen. Koneoppimisella voidaan saavuttaa
hyva kayttokelpoisuus ja vaativa tietoaineiston luokittelu viiden muuttujan yhdistelména,
toisin kuin aikaisemmissa koneoppimismalleissa, jotka ovat saattaneet vaatia ldhes 35
muuttujaa samanlaisen riskien arviointiin ja ennustamiseen. (ks. Anand, Stey, Jain,
Biron, Bhatt, Monteiro, Feller, Ranney, Sarkar & Chen 2018.) Koneoppimisella voidaan
ennustaa teho hoidossa olevan diabeetikon kuolleisuutta tarkoin tietyista piirteista ja
suorittaa tasmallistd riskiarviointia vain muutamaan keskeisimpadn muuttujaan

perustuen.

Tutkimuksessa havaittiin myos se, ettd koneoppimisjérjestelmélld voidaan nykyisin
luokitella myds diabeetikon makulaarisen turvotuksen vakavuusaste verkkokalvokuvista.
Makulaarinen turvotus on yksi diabeettisen retinopatian vakava-asteinen komplikaatio,
joka aiheuttaa vakava-asteista nadén menetysta ja se johtaa hoitamattomana sokeuteen.
Makula(silmépilkku) pystyttiin luokittelemaan kayttamalla anatomisia piirteits, ja
tulehduseritteen alueet pystyttiin havaitsemaan uudella metodilla. Taudin vakavuusaste
pystyttiin luokittelemaan eri vaiheisiin perustuen tulehduseriteen sijaintiin ja makula
taplan koordinaatteihin. Makula pystyttiin paikallistamaan 0,975 ja 0,942 tdsmallisyyden
keskiarvolla. Tutkimus osoitti myds, ettd tulehduseritteen luokittelussa voidaan kaytt&a
hyvéksi puoliohjattua oppimista ja tulehduseritteen tunnistamisessa vektori kvantisointia.
(ks. Ren, Cao, Zhao & Wan 2018.) Koneoppimisella voidaan luokitella ja paikallistaa
diabeettisen retinopatian vakava-asteinen komplikaatio tdsmallisesti, joka auttaa kliinisia

paatoksentekijoitd mm. sairauden vakavuusasteen seuraamisessa.
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Kéyttamalla suuria mééaria verkkokalvokuvia syvéoppimisjarjestelmé voidaan opettaa
havaitsemaan keskivaikeaa ja vaikea-asteista (ndkoa uhkaavaa) diabeettista retinopatiaa,
ikaan liittyvad makulaarista rappeutumaa ja mahdollista silmépainetautia.
Syvdoppimisjarjestelma kykenee verkkokalvo spesialisteille ja yleisille optomologeille
asetettujen standardien mukaisiin suosituksiin, ndiden sairaustilojen havaitsemisessa
herkkyyden ja tarkkuuden suhteen. (ks. Ren 2018.) Syvdoppimisjarjestelma pystyy
havaitsemaan diabetekseen liittyvid nékohdairiditd tarkoin ja antamaan asiantuntevia

suosituksia Kkliinikoille nopeasti.

Samoihin johtopaatoksiin on paadytty my6s muissa syvéoppimisjarjestelman
suorituskykyd mittaavissa diabeettista retinopatiaa, silmépainetautia ja ikaan liittyvaa
makulaarista rappeutuman havaitsemista mittaavissa tutkimuksissa.
Syvaoppimisjarjestelmalla on korkea herkkyys ja tarkkuus diabeettisen retinopatian
identifioinnissa ja siihen liittyvissa silmdsairauksissa. Syvaoppimisjarjestelmén antama
AUC arvo (Area Under Receiver Operating Charasteric Curve) diabeettiselle
retinopatialle on 0,936, herkkyys on 90,5% ja tarkkuus on 91,6%. Nakod uhkaava
diabeettinen retinopatia AUC arvo on 0,958, herkkyys on 100 % ja tarkkuus on 91,1 %.
Mahdolliselle silmé&npainetaudille AUC on 0,942, herkkyys on 96,4 % ja tarkkuus on
87,2%. Ik&éan liittyvaan diabeettiseen makulaariseen rappeuman AUC arvo on 0,931 ja
herkkyys on 93,2%. (ks. Ting, Peng, Varadrajan, Keane, Burlina, Chiang, Schemetter,
Pasquale, Bressler, Webster, Abramoff & Wong 2018.) Suurella moni-etnisella
otannalla tehdyt tutkimukset ovat osoittaneet, ettd syvaoppimisella pystytdén
havaitsemaan ja luokittelemaan tarkoin diabeteksen aiheuttamia nakohairioita

verkkokalvokuvista ja antamaan automaattisesti jopa toimivia hoitosuosituksia potilaille.
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Kliinista paatoksentekoa voidaan edistédé nykyisin tehokkaasti kayttden koneoppimiseen
pohjautuvia metodeita. (ks.Prahs, Radek, Mayer, Cvetkova, Cvetkova, Helbig, &
Marker 2018). Viime vuosina tapahtunut tekodly ja konenéké tutkimuksen edistyminen
on antanut mahdollisuuksia kehittad toimiva sovellus, jolla pystytadn ennakoimaan
hoidon aihetta ~ perustuen keskeiseen verkkokalvonkuvien nékoyhteys
rontgensadekerroskuvaus (OCT) seulontaan ilman ihmisen interventioita. Téata
tarkoitusta varten on opetettu kompleksista tekodly hermoverkkoa. Né&koyhteys
kerroskuvaus  rontgensdde (OCT) seulonnat  keskiverkkokalvoista — antavat
yksityiskohtaisen datan ja ovat laajasti kliinikoiden kaytettdvissa hoito aiheen

paatoksenteko prosessissa. (ks. Prahs ym. 2018).

Kerroskuvaus rontgensade kuvat voidaan luokitella eri kategorioihin ja kuvien
etukateiskasitellyn jalkeen OCT kuvien joukko voidaan jakaa eri suhteiseksi opetus ja
testidata joukoksi. Hoidon aiheeseen pohjautuva syvékaareutuva kompleksinen
hermoverkko GoogleNet voidaan onnistuneesti opettaa louhitusta kliinisestd datasta ja
laskea ennustamistdasmallisyys herkkyys, tarkkuus ja ROC. Opetettu neuraalinen
hermoverkko pystyy luokittelemaan ja saavuttamaan 95,5 % ennuste tasméllisyyden
datajoukon kuvissa. Yksittdisen verkkokalvon kuvauksissa jarjestelman antamaksi
herkkyysarvoksi saatiin 90,1% ja tarkkuus puolestaan oli 96,2 % ja ROC arvo oli 0,968.
Tekodly hermoverkoilla saadaan hyva suorituskyky verkkokalvon kerroskuvaus
rontgensdde  kuvauksissa. Koneoppimismetodilla voidaan taata kliininen tuki
paatoksenteko prosessissa, mutta tutkimus on osoittanut, ettd hoidossa ei saa kuitenkaan
virheellisesti ottaa vain hermoverkkojen lahtdarvoja suosituksina vaan arvion tulisi

tapahtua hoitavan laakérin toimesta. (ks. Prahs ym. 2018).

Koneoppimisella ja datan louhinta metodeilla pystytadn nykyisin tekemaan varsinaista
diabetes tutkimusta ja edistimaan Bioteknologiaa ja terveystieteitd. Pystytddn myos
lisadméan  merkittdvasti  relevanttia  tietoaineistoa.  Suurista  elektronisista
terveysrekistereista (electronic health records, EHR) voidaan muodostaa toimitettavaksi
suuri maard geneettistd dataa ja kliinistd tietoa. (Kavaktosis, Tsave, Salifoglor,
Maglaveras, Vlahavas & Chowarde 2017.)
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Nykydan diabetes tutkimuksen tarkoitus on systemaattisen katsauksen johtaminen
koneoppimisen sovelluksista, data louhinta tekniikasta ja nayttovalineistd diabeteksen
tutkimuskentélld, niissd otetaan huomioon ennustaminen ja diagnoosi, diabeetikon
komplikaatiot, geneettinen tausta ja ympadristd, terveyden hoito ja johtaminen.
Ennustamista ja diagnoosia pidetadn nykyisin kaikkein suosituimpana tutkimus
aihealueena. Koneoppimisalgoritmeilla toteutettu tutkimus, jossa on testattu laajasti seka
ohjatun oppimisen ettd ohjaamattoman oppimisen algoritmeja on osoittanut, etta
Tukivektorikone (Support Vector Machine) SVM on nousemassa Yyhdeksi
kaytetyimmistd algoritmeista data tyypissd, joka koostuu péadasiassa Kkliinisestd
datajoukosta. (ks. Kavaktosis ym. 2017.)

Koneoppimiseen perustuvilla luokittelutekniikoita pystytadan osoittamaan epélineaarista,
epanormaalia ja siséistd korrelaatiorakennetta ladketieteellisessd datassa. Gaussin
menetelmdin perustuvaa koneoppimisluokittelutekniikkaa on verrattu tutkimuksessa
muihin koneoppimis luokittelu tekniikoihin, kuten lineaariseen erotteluanalyysiin
(Quadratic discriminant analysis (QDA) ja Naiiviin Bayesilaiseen (Naive Bayes, NB).
Edellda mainittujen luokittelutekniikoiden suorituskyvyn arvioinnissa kéytettiin
tasmallisyytta(accurary, AUC), herkkyyttd (sensitivity SE), erityisyytta (specificicity,
SP), tarkkaa ennustavaa arvoa (positive predictive value, PPV) ja negatiivista ennustavaa
arvoa(Negative predictive value, NPV) ja ROC kéyraa(Receiver operating characteristic
curves, ROC). (ks.Maniruzzaman, Kumar, Abedin, Islam, Suri, EI-Baz & Suri 2017.)

Tutkimus suurella diabetes datajoukolla osoittaa, ettd koneoppimisjarjestelma, jossa
sovelletaan Gaussilaiseen menetelmaddn perustuvaa datan luokittelutekniikkaa on
tuloksiltaan huomattavasti parempi verrattuna muihin metodeihin.
Koneoppimisjarjestelma osoitti diabetes potilaiden data luokittelun tasmaéllisyyden
arvoksi 81,97 %, herkkyydeksi 91,71 %, tarkkuudeksi 63,33 %, tarkaksi positiiviseksi
ennustearvoksi 84,91 % ja negatiiviseksi ennustavaksi arvoksi 62,5 %.
(ks.Maniruzzaman, Kumar, Abedin, Islam, Suri, El-Baz & Suri 2017.) Gaussilaista
luokittelutekniikkaa ~ soveltava  koneoppimisjarjestelmd on  erittdin  tehokas
diabetespotilaiden datan luokittelija, jolla pystytddn louhimaan suuresta potilasdatasta
keskeisimpia sairauden hoidon kannalta tarkeitd muuttujia kliiniseen paatoksentekoon.
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Kakkostyypin diabetekseen liittyvien komplikaatioiden riskeja voidaan nykyisin arvioida
kayttden ristiinvalidointi koneoppimismetodia, ja silla pystytddn vaikuttamaan
hoitotulokseen myonteisesti. (ks. Basu, Sussman, Berkowiz, Hayward & Yudkin 2017.)
Ristiinvalidointi koneoppimismetodia on kaytetty valitsemaan ennustavaa muuttujaa
demograafisista merkeisté, Kliinisista muuttujista, sairauksien
yhteisesiintymisestd(monihairidisyydestd), ladkkeistda, biomarkkereista ja ne kehittavat
riski kaavan tyypin 2 diabeteksen komplikaatioille. Tdméan uskotaan parantavan tyypin 2
diabeteksen arviointia. (ks.Basu ym. 2017.) Ristiinvalidointi koneoppimismetodien
avulla  pystytddn  diabeteshoitoon  kehittdmain  tarkkoja  komplikaatioiden
ennustamiskaavoja, joiden avulla kliinikot voivat ennakoida kakkostyypin diabeetikoiden
komplikaatioiden ilmentymistd. Tama mahdollistaa diabeteshoidon onnistuneen

suunnittelun ja seurannan.

Tutkimus osoitti, ettd syvaoppimiseen perustuvien sovellusten, kuten EyePACS-1 ja
Messidor-2 pystyvan tehokkaasti optimoimaan kuvien luokittelua. Syvé Kierteinen
hermoverkko kyetdén opettamaan vanhoista tapahtumista kehitetyista suuresta maarasta
verkkokalvokuvia koostuvasta datajoukosta. Suuresta madréstd verkkokalvokuvia
koostuva datajoukko on mahdollista lajitella optomologiaan erikoistuneiden asiantuntija
la&karien toimesta, lajitella useaan otteeseen ja luokitella diabeettista retinopatiaa ja
diabeettista makulaarista turvotusta kuvan luokittelua varten. Nain pystyttiin luomaan
algoritmi, jonka herkkyys ja tarkkuus seké viittaamisen diabeettiseen retinopatiaan on
muodostettu  perustuen  optomologiseen  asiantuntijaryhmé&an ja  vertailuihin
standardoituihin enemmistopéaatoksiin. Herkkyys ja tarkkuus arvot olivat molemmilla
syvaoppimissovelluksilla korkeat (yli 87,5 %-98,5 %). Algoritmin kayttokelpoinen
toteutettavuus Kliinisiin puitteisiin vaati vield jatkotutkimuksia, pitdisikin ennen kaikkea
arvioida johtaako algoritmin k&ytt6 parempaan hoitoon ja tuloksiin verratten sita
nykyisiin optomologisiin arviointeihin. (ks. Guishan, Peng, Coran, Stumpe, Wau,
Narayanaswamy, Venuagopalan, Widner, Maradas, Cuadros, Kim, Raman, Nelson,
Mega & Webster 2016.) Koneoppimisjarjestelm& oppii tunnistamaan diabetekseen
liittyvia silmé&sairauksia kokeneiden asiantuntijoiden tavoin, mika auttaa kliinikoita

paatoksen tekoprosessissa merkittavasti.
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Tietokoneavustettu seulontateknologia diabeettisen retinopatian luokittelua varten
verkkokalvopohja kuvista, joukolla koneoppimisalgoritmeja on noussut merkittavaksi
keinoksi ennalta ehkaistd laajassa diabeetikoiden joukossa sokeuden puhkeamista.
Julkisista datajoukoista  ja vanhoista verkkokalvokuvista rakennettu
koneoppimisjarjestelmé on osoittanut hyvad herkkyyttd ja tarkkuutta alustavassa
pilottitutkimuksessa. (ks. John 2016.)

Koneoppimisalgoritmeilla kyetddn myo6s vertailemaan diabeteksesta kérsivien
yksiloiden, diabeetikoiden nykyisiin ravintosuosituksiin perustuvien aterioiden jélkeisia
verensokerin muutoksia tarkoin. Diabeetikoiden ruokavaliosta ja dieettihoidosta on ndin
ollen mahdollista tehda suunnitelmallista ja yksilokeskeista. (ks. Zeevi, Kovem, Zmora,
Israeli, Rotschild, Weinberger, Ben-Yacov, Lador, Avnil-Sagi, Lotan-Pomper, Suez,
Ali Mahdi, Matot, Malka, Kosower, Rein, Zilberman- Schapira, Kosower, Rein,
Zillerman- Schapira, Dohnalova, Pereoner-Fischer, Bikovsky, Halper, Elinav & Segal
2015.)

Tutkimus osoitti, ettd on mahdollista suunnitella sellainen koneoppimisalgoritmi, johon
voidaan integroida verimuuttujat, ravintotottumukset, antropometrit, fyysinen aktiivisuus
ja suolen mikrobisto. Mittaamalla nditd muuttujia voidaan tasmaéllisesti ennustaa
henkilokohtaista aterianjalkeista glykeemistd reagointia aterioihin. N&mé& ennusteet
pystyttiin vahvistamaan itsendisessa 100 henkilén ihmisryhmassa. Kyseiseen algoritmiin
perustuva satunnaistettu sokko ruokavalio interventio, johti huomattavasti alempiin
aterian jalkeisiin ja yhdenmukaisiin vaihteluihin suolen mikrobiston asetelmassa.
Tutkimustulokset osoittivat kiistatta henkilokohtaisesti raataloityjen ruokavalioiden
pystyvan onnistuneesti muuntelevan aterian jéalkeista kohonnutta veren sokeria ja sen

aineenvaihdunnallisia tuloksia. (ks. Zeevi ym. 2015.)
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Tapahtumapohjainen todistus viitekehys koneoppimismetodia on alettu soveltamaan
diabetes hoidossa viime aikoina. Tapahtuma-pohjainen todistus on ongelman ratkaisu
paradigma, joka hyddyntad vanhaa tietoa tulkitakseen ja ratkaistakseen uusia ongelmia ja
se sopii asiantuntijapohjaiseen ja teoriaa v&han siséltadvdan ongelmaan. Monia
diabeteshoidon l&&ketieteellisid ongelmia voidaan ratkaista tehokkaasti rakentamalla
semanttisesti alykéas tapahtuma todistus-pohjainen jéarjestelméa. Metodi voidaan integroida
terveydenhuolto  jarjestelmiin, ja tdma pystyy vastaamaan kompleksisten
laéketieteellisten kasitteiden sisallon ymmartdmiseen ja epaselvan termin kasittelyyn.
Jarjestelm& on saavuttanut jopa 17,67 % tarkkuuden. (ks. EI-Sappagh, S., EImogy, E &
A.M Riad 2015).

Uusin  kehitys datan  digitalisoinnissa, = konenadssa, koneoppimisessa ja
tekoalyratkaisuissa on laajentunut myds aikaisemmin hyvin koulutettujen laakarien
tutkimille  alueille.  Tutkimuksessa  nostettiin  esille  alykds autonominen
jarjestelma(Intelligent Diabetic Assistant(IDA) prototyyppi, joka kykenee padttdmaan
diagnooseista ja hoidon priorisoinnista riippuen nayttoruudulla ilmenevistd havainnoista.
Alykas autonominen jarjestelma koostuu tietopohjaisista moduuleista, joilla voidaan
suorittaa vakavuusastetasoon perustuvaa luokittelua, kliinista paatoksenteon tukemista ja
ldhestyvan reaali-aikaisen jalkamétdhaavan havaitsemista ja rajapinnan seulontaa.
Diabeettiseen hoitoon osallistuvien Kliinikoiden kanssa suoritettu jarjestelmén
kaytettdvyyskoe todistaa jarjestelman hyvad, mutta ei kuitenkaan mitaan
poikkeuksellisen hyvad kaytettavyytta. (ks. Wiejisignhe ym. 2016). Diabetespotilaista
voidaan koneoppimisella nykyisin keratd ja analysoida paljon sairauteen liittyvéaa dataa,
joka voidaan saattaa reaaliaikaisesti Kkliinikoiden saataville paatoksentekotilanteissa.
Talléin on mahdollista saada nopeasti kokonaiskuva henkildn sairaudesta, ja antaa esim.

Kliinisen paatoksenteon tukea sairauden kriittisissé vaiheissa.
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Tutkimuksessa nousi esille myds kuvaperusteinen kehysten hyodyntdmisen maksimointi
ruokavalion virheiden maéarittdmisen maksimoimiseksi, joka on uusi syvaoppimista
hyodyntava koneoppimismalli diabetes hoidossa. Siiné voidaan tunnistaa automaattisesti
eri ruoka komponentteja ravinto kuvista eli voidaan analysoida ruokavalion dataa ja
suositella terveellisid vaihtoehtoja diabeetikoille reaali-ajassa. Nailla ravintosuosituksilla
ei ole pelkastadn korkea terveyshyoty, silld ne ovat yhdenmukaisia yksildiden
(ks. Qiu, Bhattarya & Tuan 2017).

mobiilisovellukset ovat vahvasti tulossa diabeteshoitoon, ja niiden avulla voidaan

makumieltymysten kanssa. Internet ja

toteuttaa onnistuneita sovelluksia potilaille ja vahent&a kliinikoiden ja terveydenhuolto

jarjestelmien kuormitusta.

6.2 Koneoppiminen ja diabetes hoitotulosten ennustaminen

Taulukko 4. Koneoppimismallit diabetes hoitotulosten ennustamisessa..

Koneoppimismallit/Algoritmit

Kéyttotarkoitus diabeteksen
ennustemalleissa

L&hdeaineisto

Paakomponenttien analyysi(Principal
Component Analysis, PCA)

Datan louhinta tekniikat(mm. luokittelu ja
esikésittely)

Datalouhinnan useiden algoritmien
l&hestymistapa

Useiden ohjattujen
koneoppimisalgoritmien tdsméllisyyden
edistdminen kdyttaen vaadittua minimi
lukuméara attribuutteja

Diabetes potilaiden taudin kehityskulun
ennustaminen ja diabeteksen luokittelu

Diabetes sairauden kehityskulun
ennustaminen ja diabeteksen luokittelu

Kanchan, D, B. & M. M. Kishor.
(2016)

Datan louhinta tekniikat(mm. luokittelu ja
esikésittely)

Paattaa diagnooseista ja hoidon
priorisoinnista ottaen huomioon
nayttéruudulla ilmenevat havainnot

Sairauden vakavuus asteen tasoon
perustuva luokittelu, kliinisen
paatoksenteon tukeminen ja lahestyvén
reaali-aikaisen jalkaméatdhaavan
havaitseminen ja rajapinnan seulonta.

Wiegjisignhe, I., Gamage, L., Perera,
J.& Chitaranjan, C. (2019)

Ohjattu koneoppiminen

Ohjatun koneoppimisen luokittelun
metodit

Ennustaa henkilon diabeteksen ja
liitdnndissairauksista johtuvaa sairaalaan
joutumista tadsmaéllisesti. VVoidaan luoda
ennustavia malleja niiden potilaiden
identifioimiseen, jotka ovat vaarassa
joutua sairaalaan seuraavan vuoden
kuluessa kakkostyypin diabeteksen
aiheuttamien komplikaatioiden takia.

Loysivat piilevid potilas ryhmid
positiivisessa luokassa

Brismi, Xu, Wang, Dai &
Paschalidis (2018)
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Hajanainen, lineaarinen vektorikone
luokitin

Erottelee positiiviset ndytteet
negatiivisista(sairaalan sijoittamista
kuvaavista)

Metodi auttaa tuottamaan tietoa
potilasryhman sisallosta.

Koneoppimista soveltava ennustava
mHealth sovellus

Toimitetaan potilaan itse-hoitoa varten,
potilaiden diagnosoimiseksi ja se
maérittdd todennakdisyyden joutua
sairauden vaikutuksen alaiseksi.
Analysoi diabeettisena potilaana
olemisen riskeja seikkaperaisesti.

Koneoppimisen tekema arviointi
diabeettiseen, prediabeettiseen tai
esidiabeettisen potilaan mahdollisuuksiin
selvitd ilman 148kari4 tai la&ketieteellistd
testid.

Khan, Muaz, Kabir & Islam (2017)

Koneoppimistekniikat ja data louhiminen
kliinisesta datasta
Satunnainen metsé (Random Forest)

Yksinkertaiset logistiset regressiometodit
(Simple Logistic Regession Methods)

Mahdollistaa diabeettisen nephropatian
ja ennustavien biomarkkereiden
identifioimisen kakkostyypin diabetes
potilaiden joukossa.

Rodeiquez-Romero.,V,
Bergstrom.,R.,F, Decker, B.,S, Lahu,
G., Vakilynejad, M. & R.R.
Bies.(2019)

Koneoppimisen ja elektronisen laakinta
rekisterien yhdistdminen

Kehittaa kakkostyypin diabeteksen
ennustava malli sellaisen populaation
datajoukosta, jolla ei ole diabetes
historiaa, koneoppimista ja elektronista
laékintdrekisteri tietokantaa hyddyntéen

Choi, B, G., RHA.,S,W, Kim,S,W,
Kang, J,H, Park,J.Y& Y,K. Noh.
(2019)

Datakayttdinen mallinnus ja veren sokeri
dynamiikan ennustaminen ykkdstyypin
diabeteksessa koneoppimista kayttéden

Biomarkkereiden hyddyntdaminen

Ashenafi Zebene Woldargay (2019)

Lineaarista regressioista kehitetty ennuste
malli

Diabeettinen seulonta ja diabeteksen
lyhyt- ja pitkéaikaisten komplikaatioiden
hallinta.

Lebech Cichosz, Denker Johansen &
Hejlesen (2015).

Koneoppimismalli Naiivi Bayesilainen

Ns. esidiabetes vaiheeseen olennaisesti
liittyvan kaulavaltimon
rasvoittumistaudin kehityskulun
ennustaminen

Hu, Reaven,; Saremi, Liu,Abbasi,
Liu & Migrino (2016)

Koneoppimismallit hoidon
lopputulosten ennustamisessa

Diabetes hoidon kehittdminen
potilaskeskeisempéan ja
yksiléllisempaén suuntaan. Vastikéén
diagnosoitujen ensisijaisessa hoidossa
hoidettujen kakkostyypin diabeetikoiden
glykeemisen, kehityskaaren
yhdenmukainen tunnistaminen,
ennustaminen ja selittdminen.

Koneoppimismalleja rakennettiin
ennustamaan glykeemista kehityskaarta
kayttaen helposti hankittavia potilas
ominaispiirteita paivittaisessa kliinisessa
ammatin harjoittamisessa.

Kolmen glykeemisen kehityskaaren
tunnistaminen. Ne olivat vakaa, riittdva
glykeeminen kontrolli, parantunut
glykeeminen hallinta ja heikentynyt
glykeeminen hallinta. Kehon massa
indeksi ja pitkdveren sokeritasot olivat
kaikkein tarkeimmaét kehityskaaren jéasen
ennustajat. Kehitetty malli voi
tehokkaasti selittdé heterogeenisyyden
kakkostyypin diabeetikoiden
tulevaisuuden glykeemisessa
reagoinnissa. Sité voidaan kéyttaa
kliinisessé soveltamisessa nopeana ja
helppona tyékaluna yksildllisesti

Hertroijs, D.F., Elisen, A.M.,
Brouwers, M.C.G.J., Scharper, N.C,
Kéhler, S., Popa, M.C.,Asterodis, S.,
Heendriks, S.H, Bilo, H.J.&
Ruwald.D. (2018).
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toteutetussa diabetes hoidossa,
yleisempien sairaalaan joutumisen
syiden tunnistamisessa. Pystyttiin
ennustamaan myds kaikkein
erottelukykyisin hoitoon sitoutumisen
raja-arvo yleisten kaikkien sairaalan
joutumis riskien takia potilaan
leikkauksien ja terveyden mukaan.
Koneoppiminen saattaa olla arvokas
tarkoituksenmukaisen potilas-keskeisen
hoitoon sitoutumisen raja-arvon
tunnistamisessa ja kohdennettaessa
hoitoon sitoutumattomia potilaista varten
interventioita

Satunainen metsa

Ohjattu oppiminen

Sairaalaan sijoittamisen riskin ja
laékityksen selvitys.

Erottelee sairaalaan sijoittamisen riskin
kéyttden katettujen pdivien
osuutta(PDC).

LO-Ciganic, W.-H., Donohue, J, M.,
Thorope, J,M, Perera, S., Thorope, C.,
Marcum, Z, A. & W.F Gellad .
(2015)

Tilastolliset mallit

Ennustavat aikaista sairaalan
sijoittamista. Koneoppiminen tukee
hoitoty6ta ja hoitajat voivat kehittaa sen
merkityksellisyytté ja suorituskykya.
Hoitajat voivat myotévaikuttaa
koneoppimisalgoritmeihin tayttamalla
data aukkoja hoitoon asiankuuluvalla
datalla. He voivat myds parantaa datan
esikasittelyn tekniikoita, ja arvioida
potentiaalista arvoa kaytannodssa.
Hoitajien taytyy kasitelld koneoppimisen
antamaa informaatiota ja soveltaa
nakemyksiéan tydssaan tehdakseen
kunnollisia kliinisid paatoksia.
Yhdistamalla koneoppiminen
ainutlaatuisen hoitotiedon kanssa voi
antaa hoitajille mahdollisuuden
kiinnittd4d huomiota varsinaiseen
hoitoty6hon, kehittaa hoitotiedetta ja
parantaa yksil6llistettyd potilas hoitoa.

Kwon., Karim, Topaz & Currie
(2019)

Principal Component Analysis (PCA)

Six Sigma lahestymistapa kynnys arvo
marginaaliryvastys klusterointi algoritmi
(TBC)

Anti diabeettisten ravinto-tuotteiden
sokeria vapauttavan saato potentiaalin
analysoiminen.

Mulay, Joshi & Chaudhari (2018)

Ennustava analyysi metodi
(integroidaan useita datan louhimis
tekniikoita, koneoppimisalgoritmeja,
tilastotietoja, jotka kayttavat nykyista ja
mennyttd dataa saadakseen lisaa
oivalluksia ja ennustaakseen tulevia
riskeja)

Hadoop MapReduce
(Koneoppimis algoritmi)

Etsitaan virheellisia arvoja
diabetesjoukosta ja yritetddn 10ytaa
polkuja siitd. Antaa mahdollisuuden
ennustaa tulevia riskejd, ja potilaan
riskitasojen mukainen hoitotyyppi
voidaan tarjota.

Kalyankar, Shivanande &. Dharwakar
(2017).

Satunainen Metsé (Random Forest, RF)

Mahdollistaa datajoukon sy6ttopiirteiden
analysoimisen. Niiden tarkeys
luokittelussa voidaan huomioida myds
diabeettiseen retinopatia sairauteen
altistavat tekijat. Nain aikaansaadut
sairaus diagnoosit perustuvat nopeasti
saatavilla olevaan elektroniseen dataan.
Ne tulevat olemaan olennainen osa
alykasta terveydenhoitoa ja mobiili
terveydenhoitoa.

Sun, Zhang (2019)
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Tukivektorikoneet
Kieliopiilinen kehityskulku (Grammatical
Evolution)

Hypoglykeemisten tapahtumien
ennustamiseen ja datan louhintaan
diabeteksen hallinnan ennusteissa.

Vehi Contrearas, Ovido, Bialgi &
Bertachi (2019)




106

Tutkimuksessa havaittiin ohjatun koneoppimisen pystyvén tarkoin ennustamaan diabetes
sairautta. Tassd kaytetdadn ns. paakomponenttien analyysia (Principal Component
Analysis, PCA). Tiedetdan, ettd maailmanlaajuisesta sydansairauksista oireyhtymista
johtuvien kuolemien syyt ovat suurin kuolemiin johtanut syy ja 23,6 miljoonaan ihmisen
oletetaan kuolevan sydéansairauksiin tdmankaltaisen kehityssuunnan jatkuessa.
Terveyden hoito toimiala kerdd suuren madrédn sydéansairaus dataa, jota ei ole
valitettavasti  ole louhittu I6ytdmaan piilevdad informaatiota tehokkaaseen
paatdksentekoon. (ks. Kanchan & Machale 2016.)

Koneoppimisen data louhinta teknikoiden kayttoonoton avulla kliinikot voivat paattaa
diagnooseista ja hoidon priorisoinnista perustuen nayttéruudulla ilmeneviin havaintoihin.
Tama mahdollistaa sairauden vakavuusasteen tasoon perustuvan luokittelun, kliinisen
paatdksenteon tukemiseksi ja reaali-aikaisen jalkaméatahaavan seulonnan. (ks.
Wiejisignhe, Gamage, Perera & Chitaranjan 2019.) Koneoppiminen mahdollistaa
terveyden  hoidonammattihenkilGille  nopeasti  diabetekseen  vakavuusasteen

kartoittamisen.

Ohjatulla  koneoppimisella voidaan nykyisin ennustaa henkilén diabeteksen
liitanndissairauksista johtuvaa sairaalan joutumista tdsméllisesti. Tdman takia niiden
potilaiden identifioimiseen, jotka ovat joutumassa sairaalaan seuraavan viiden vuoden
kuluessa kakkostyypin diabeteksen aiheuttamien komplikaatioiden takia, on pyritty
luomaan ennustava malli. Sairaalaan sijoitettavien potilaiden selvittamiseksi kehitettiin
metodi, jossa vektoritukikone luokitin tuotettiin erottelemaan sairaalan sijoitetut potilaat
sairaalan sijoittamattomista. Uusi yhdentynyt metodi pystyttiin vakiintumaan ja
todistettua, kuinka sen luokittimen tuottama tieto on yleistettavissa testijoukkoon, jota ei
ole aikaisemmin néhty opetusvaiheen lainkaan. Isossa potilasjoukossa metodi saavutti 89
% tasmallisyyden ROC alueen termilld, ja metodi kykenee myds tuottamaan tietoa
siséltavat potilasryhmat. L&akari voi ndin ollen tuottaa algoritmin tuotoksen ja antaa
ohjausta kohti preventiivisia arvioita. Tutkimus osoitti, ettd kohtuullisetkin toimenpiteet
ovat riittdvid luomaan merkittdvia sééstdjé sairaalahoitoon, ja sairaalaan sijoittamista
voidaan ehkaistd, terveydentilaa voidaan parantaa ja pystytddn myods radikaalisti
vahentdmaan sairaala kustannuksia. (ks. Brismi, Xu, Wang, Dai & Paschalidis 2018.)
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Diabeteksen kontrolloimiseen on lopputulosten ennustamiseksi luotu ennustemalli, ns.
prosessimittareita kayttden. Diabeteksen kontrolloimiseksi on pyritty identifioimaan
tehokas metodi ennustavan metodin rakentamiseksi, ja on kayttdonotettu
prosessimittareita, jotka ovat olennaisen téarkeita hoidon laadun kehittdmisstrategioiden
tehokkuuden ohjaamisessa. Ne voivat ennustaa toivottuja hoitojen lopputuloksia, ja
identifioida tehokaan metodin ennustavan mallin rakentamisessa. (ks. Khanji, Lalonde,
& Schnitzer 2019.)

Tutkimus on osoittanut, ettd ilman kontrollia olleiden diabetespotilaiden kohdalla
parhaaksi tekniikaksi osoittautui perinteistda metodia ja hajautettua koneoppimis
tekniikkaa siséltdva hybridimetodi. Metodin erottelukyky kapasiteettia kuvaa paras
cVauc arvo, ja se on diabeteksen kohdalla 0,79. Tutkimuksessa havaittiin, etta
kompleksisessa ja moniaineisessa potilaspopulaatiossa kardiovaskulaaristen sairauksien
ehkaisyyn viiden prosessimuuttujan joukolla hybridi metodeilla pa&stdén hyvéaan ennuste
kelpoisuuteen. (ks. Khanji ym. 2019.) Suunniteltaessa kliinista ei-tietdimyskantaista
paatdksenteko jarjestelméa terveydenhuolto-organisaatioon on otettava huomioon se,
minkalaista koneoppimismetodia sovelletaan jarjestelman toteuttamisessa, jotta paastaan
parhaimpaan mahdolliseen tulokseen onnistuneiden hoito tulosten ennustamisessa ja

hoito strategioiden ohjaamisessa.
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Koneoppimis tekniikoita on mahdollista soveltaa nykyisin erinomaisesti diabetekseen
olennaisesti liittyvien biomarkkereiden tunnistamisessa. (ks Rodriquez-Romeo &
Bergstrom 2019.) Soveltamalla koneoppimis tekniikoita ja datan louhintaa Kliinisen
dataan, saadaan mahdollisesti identifioitua diabeettisen nefropatian (munuaissairauden)
ennustavia biomarkkereita. Diabeettinen nefropatia on hyvin yleinen komplikaatio
kakkostyypin diabetes mellituksessa. Aikaisemmat ja myodhdisemmat ennustajat on
jaoteltu pitkdaikaistutkimuksen datassa. Satunainen metsé (Random Forest) ja
yksinkertaiset logistiset regressiometodit (Simple Logistic Regression Methods) ovat
osoittaneet parasta tehokkuutta arvioitujen algoritmien joukossa. Diabeettisen
nephropatian varhaiset ennusteet olivat lahtokohtaisesti hiussuoniston suodatusnopeus
(GFR), systolinen verenpaine, plasman paastosokeri (fasting plasma glucose) ja kalium
muutokset hiussuoniston suodatusnopeudessa. Triglyceredeissa tapahtuvat muutokset
puolestaan tunnistettiin  myohéisen kehityksen ennustajina. Tutkimus osoitti, ettd
koneoppimiseen pohjautuvat metodit pystyvat tunnistamaan onnistuneesti ennustavat
tekijat koskien diabeettista nephropatiaa kakkostyypin diabetes potilaiden joukossa. (ks.
Rodriquez-Romeo & Bergstrom 2019.)

Koneoppimista voidaan myos kéyttaa diabetes mellituksen puhkeamisen ennustamisessa
my06s potilasjoukossa, jossa ei ole diabeetikoita vaan ainoastaan kardiovaskulaaristen
riskien omaavia potilaita. (ks. Choi, RHA, Kim, Kang Park & Noh. 2019.) Kakkostyypin
diabetekseen kehitettiin ennustava malli kayttden elektronisia laékintérekistereita
(Electronic Medical Records, EMRSs) ja koneoppimista seka vertailtiin tdmé&n mallin
suorituskykyd muiden perinteisten tilastollisten metodien kanssa. Ennustemallin
mukaisen ristiinvalidointi testin todistamista varten on muodostettu logistinen
regressiomalli(LR), lineaarinen erottelukyky analyysi(Linear discriminant analysis,
QDA) ja K-1ahin naapuri (K-nearest neighbour, KNN.) (ks. Choi ym. 2019.)
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Kaikkien ennustavien mallien joukossa, lineaarinen oppimismalli osoitti korkeinta
ennuste tehoa kaarenalaisen arvon alueen arvolla 0,78 lineaariseen malliin verrattuna.
Lineaarinen erottelukyky analyysi(LDA), nelidllinen erottelukyky (Quadratic
discriminant analysis, QDA) ja K-l&hin Naapuri (K-Nearest Neighbour) mallit eivat
nayttaneet tilastollisesti merkittavén erilaisilta. Kakkostyypin diabetekseen on ndin ollen
kehitetty ja vahvistettu kakkostyypin diabeteksen ennustejdrjestelma kayttaen
koneoppimista ja elektronista la&kintarekisteri tietokantaa. (ks. Choi ym.2019.)
Koneoppimista hyddyntavan kliininen paatoksentekojérjestelméan hyvana puolena on se,
ettd voidaan antaa diabetekseen sairastumisriski arvioita potilas populaatiosta, joka kérsii
jostain muusta vakavasta kroonisesta sairaudesta. Koneoppimisen ja elektronisten
laékintarekisteri tietokantojen hyddyntaminen mahdollistaa sellaisen kakkostyypin
diabeteksen ennustejarjestelman toteutuksen, joka antaa tasmaéllista tietoa Kliinikoille

diabeteksen puhkeamisuhasta.

Ykkostyypin diabetekseen liittyvien biomarkkereiden kehittymisen ennustamiseen ja
sairauteen olennaisesti kuuluvien hoitotoimenpiteiden seuraamiseen on kehitetty erillinen
koneoppimissovellus, jonka avulla terveydenhoidossa voidaan tehda paranneltu ja
alykk&ampi jarjestelmén kayttoonotto ykkostyyppisen diabeteksen hoidossa. (ks.
Woldargay, Arsand, Batsis, Albey, Mamykina & Hartgivsen 2019.)
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Data mallinnus ja veren sokeri dynamiikan ennustaminen ykkostyypin diabeteksessa
kayttden koneoppimista on nousemassa tarkedksi teknologiaksi terveyden huollossa.
Talla hetkella diabetekseen ei ole vield parannuskeinoa, mutta verensokeritasojen
pitaminen suositellulla tasolla on hoidossa keskeistd. Viimeisimmét edistysaskeleet
diabetes teknologiassa ja itsehoito sovelluksissa ovat tehneet potilaille relevantin datan
saannin helpommaksi. Keinotekoisen haiman kehitys(suljettu jarjestelméd), personoitu
paatdksenteko jarjestelma ja verensokeri tapahtumien hélytykset ovat myds nousseet
aikaisempaa nakyvimmin esille. Keskeiseksi asioiksi nédiden diabetes hoito
teknologioiden kehittamisessd on tullut verensokeri dynamiikan mallintaminen.
Lisaéntyneen potilas historiallisen datan katsotaan my6s luoneen otolliset olosuhteet
koneoppimisen kayttoonotolle, ja sen sovellukselle &lykkéisiin ja paranneltuihin
diabeteksen hoitoa varten toteutettuihin jarjestelmiin. Koneoppimisen kyky ratkaista
kompleksisia tehtdvia dynaamisessa ympadristossa on merkittavasti edistanyt sen
menestysté diabetes tutkimuksessa. (ks. Woldargay 2019.)

Diabeteksen hoidon ja siihen liittyvien komplikaatioiden ennuste mallit ovat kehittyneet
ja ne on kéayttoonotettu kliinikoiden avuksi péaatoksen tekoon. Diabetesta pidetdan
nykyisin yhtend paéasiana laaketieteessd ja terveydenhoidon johtamisessa, siihen liittyva
runsas data ja tieto on aina myos saatavilla potilaille. Diabetekseen liittyva data saattaa
olla perdisin tilastollisesta malleista tai monimutkaisista hahmon tunnistusmalleista, ja ne
voidaan sulauttaa ennuste malleiksi, jotka yhdistavat potilastiedot ja enteelliset seurausten
lopputulokset. Tallaista tietoa kaytetddn Kliinisessd péaatoksenteon tukemisessa
sairauksien tarkkailussa ja julkisen terveydenhoidon johtamisessa potilaan hoidon
parantamiseksi. Tutkimus osoitti, ettd voidaan kehittdd ennustemalleja diabeteksen
hallintaa ja sen komplikaatioita varten, ja julkaisut ndista malleista ovat myos kasvaneet
viimeisten vuosikymmenten aikana. Monia lukuisia tai vastaavia lineaarisia regressioita
kaytetdan ennustemallin kehittdmisté varten todennakaisesti niiden koodiriippumattoman

toimintatavan vuoksi. (ks. Lebech Cichosz, Denker Johansen & Hejlesen 2015.)
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Koneoppimisen avulla pystytadan nykyisin myds ennustamaan ns. esidiabetes vaiheeseen
olennaisesti liittyvaa kaulavaltimon rasvoittumistaudin kehityskulku. Koneoppiminen
pystyykin  nopeasti ennakoimaan ateroskleroosin(valtimon  rasvoittumistaudin)
etenemisen heikentyneesté glukoosin sietokyvysté karsivassa potilas ryhméssa. (ks. Hu,
Reaven, Saremi, Liu, Abbasi, Liu & Migrino 2016). Esidiabeteksen tiedetd&n olevan
suuri epidemia ja sen tiedetddn olevan yhteydessa haitallisiin sydan ja aivoverisuoni
perdisiin sairauksiin. Riskien vahentdmisessé varhainen nopea ateroskleroosin kehittyvan
potilasryhman tunnistaminen voi olla hyddyllistd. Tutkimus on osoittanut, etta
koneoppimis metodeita voidaan kdyttad nopeassa kaulavaltimon sisékalvon verisuonten
paksuuden kehittymisen ennakoimisessa heikentyneestd glukoosin sietokyvysté
karsivilla potilailla. (ks. Hu 2016).

Esille nousi vahvasti myds koneoppimismallien mahdollisuus kehittda diabetes hoitoa
potilaskeskeisempaén ja yksilollisempadn suuntaan. (ks. Hertroijs, Elisen, Brouwers,
Scharper, Kohler, Popa, Asterodis, Heendriks, Bilo & Ruwald 2018). Tutkimuksessa
havaittiin pistemaara niiden muuttujien keskuudessa, johon sisaltyy kehon massaindeksi,
pitkdaikainen verensokeri, triglyceridi ja niilld tiedetddn olevan kyky ennustaa
glykeeminen hallinta kakkostyypin diabeetikoiden keskuudessa. Tutkimus on auttanut
tunnistamaan, ennustamaan ja selittdméén yhdenmukaisen glykeemisen kehityskaaren,
vastikddn  diagnosoitujen, ensisijaisessa  hoidossa  hoidettujen, kakkostyypin
diabeetikoiden keskuudessa. Tamén tarkoituksena on ollut tehda paatos siirtyd kohti
potilaskeskeisempéaé ja tehokkaampaa hoitoa. Koneoppimismallit ennustavat glykeemista
kehityskaarta kayttden helposti hankittavia potilasominaispiirteitd pdivittdisesta
Kliinisestd ammatin harjoittamisesta. (ks. Hertroijs, Elisen, Brouwers, Scharper, Kéhler,
Popa, Asterodis, Heendriks, Bilo & Ruwald 2018).
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Tutkimus osoitti, ettd kehon massa indeksi ja pitkdveren sokeri tasot olivat ne kaikkein
tarkeimmat kehityskaaren jasenten ennustajat. Kehittyvasta kohortista opetetulla
ennustavalla mallilla oli ROC arvo alle kaaren 0,96 vahvistetussa kohortissa viitaten
erinomaiseen tasmallisyyteen. Tutkimus osoitti, ettd kehitetty malli voi tehokkaasti
selittdd heterogeenisyyden kakkostyypin diabeetikoiden tulevaisuuden glykeemisessa
reagoinnissa. Sitd voidaan taten kayttaa kliinisessd soveltamisessa nopeana ja helppona

tydkaluna yksilollisesti toteutetussa diabetes hoidossa. (ks. Hertroijs ym. 2018).

Koneoppimista on mahdollista soveltaa mainiosti diabeetikoiden hoitoon sitoutumisen
tdsmallisessé mittaamisessa ja heidédn sairaalahoidon tarpeiden kartoittamisessa. (ks. LO-
Ciganic, Donohue, Thorope, Perera, Thorope, Marcum. & Gellad 2015). Tutkimuksessa
havaittiin, ettd koneoppimista on mahdollista kayttdd kakkostyypin diabeetikoiden
ld&kehoitoon sitoutumisen raja-arvon ja sairaalan sitoutumisen riskin tutkimisessa. Siiné
on myos osoitettu hoidon laadun pyrkimysten olevan yhteydessa potilaisiin, jotka ovat
onnistuneesti saavuttaneet vahintadn 80 % tai enemman la&kehoitoon sitoutumisen
tavoitteista. Kuitenkaan ei ole juuri vield empiirisia todisteita siitd, ettd tima raja-arvo

optimaalisesti ennustaisi tarkeita terveys tuloksia. (ks. LO-Ciganic ym.2015.)

Tutkimuksessa havaittiin, kuinka sitoutuminen oraalisiin hypoglykemisiin (glykeemisiin)
ladkkeisiin on yhteydessé sairaalaan sijoittamisen valttdmiseen ja tunnistamaan hoitoon
sitoutumisen raja-arvoa optimaaliseen sairaalassa olon riskin erotuskykyyn. Satunnaisia
olemassaolon metsia sovellettiin tunnistamaan sairaalaan sijoittumisen ennustajat ja
olemassaolon puut sovitettiin empiirisesti polveutumaan hoitoon sitoutumisen raja-
arvosta, joka parhaiten erottelee sairaalaan sijoittamisen riskin kayttden katettujen péivien
osuutta (PDC) ja tutkimuksessa huomioitiin ajankohta, jolloin henkilé ensimmaisen
kerran joutuu sairaalaan johtuen yleisesti jostain tai diabeteksen liittyvasta syysta.
Koneoppimisen uskotaan olevan ldhestymistapana arvokas tarkoituksenmukaisessa
potilaskeskeisessé hoitoon sitoutumisen raja-arvon tunnustamisessa ja kohdennettaessa
hoitoon sitoutumattomia potilaita varten toimenpiteitd suunnitellussa interventiossa. (ks.
LO-Ciganic ym.2015.)
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Diabeteksen hoidon ja siihen liittyvien komplikaatioiden ennuste mallit ovat kehittyneet
ja ne on kéayttoéonotettu kliinikoiden avuksi péatoksen tekoon. Diabetesta pidetddn
nykyisin yhtend padasiana laaketieteessé ja terveydenhoidon johtamisessa, ja siihen
liittyva runsas data ja tieto on aina my0s saatavilla potilaille. Diabetekseen liittyva data
saattaa olla perdisin tilastollisesta malleista tai monimutkaisista hahmon
tunnistusmalleista, ja ne voidaan sulauttaa ennuste malleiksi, jotka yhdistavat
potilastiedot ja enteelliset seurausten lopputulokset. Tallaista tietoa kéytetdan kliinisessa
paatoksenteon tukemisessa sairauksien tarkkailussa ja julkisen terveydenhoidon
johtamisessa potilaan hoidon parantamiseksi. Tutkimus osoitti, ettd voidaan kehitt&a
ennustemalleja diabeteksen hallintaa ja sen komplikaatioita varten, ja julkaisut ndista
malleista ovat myds kasvaneet viimeisten vuosikymmenten aikana. Monia lukuisia tai
vastaavia lineaarisia regressioita kaytetddn ennustemallin  kehittdmistd varten
todennakdisesti niiden koodiriippumattoman toimintatavan vuoksi. (ks. Lebech Cichosz,
Denker Johansen & Hejlesen 2015.)

Tutkimuksessa selvisi, ettd koneoppimisella voidaan my6s ennustaa ja ehkaista
hypoglykeemisia tapahtumia ykkostyypin diabetesta sairastavissa. Koneoppimisella
voidaan tiukasti kontrolloida veren sokeria, joka vahentdd mikro- ja makrovaskulaarisia
komplikaatioita ykkostyypin diabetes potilailla. Tdma on vield kuitenkin varsin vaikeaa
johtuen laajasta yksilollisestd, vaihtelevuudesta ja muista tekijoista, jotka vaikuttavat

glykeemiseen kontrolliin. (ks. Vehi, Contrearas, Ovido, Bialgi. & Bertachi 2019.)
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Vakava hypoglykemia on suurin rajoittava tekij& intensiivisessa diabetes hoidossa
olevilla potilailla, ja sen tiedetddn vaikuttavan negatiivisesti tasta sairaudesta karsivien
potilaiden eldman laatuun. Koneoppimismetodeihin perustuvien tydkalujen tiedetaan
olevan toteutettavissa oleva tapa edistdd potilasturvallisuutta ennakoiden glykeemisia
tapahtumia. Jarjestelma, jossa on toteutettu ennustava yhdistelma ja onnistunut luokittelu,
voi vahentaa merkittavasti hypoglykeemisten jaksojen maarad, parantaa turvallisuutta ja
antaa potilaille enemman itseluottamusta paatoksen teossa. (ks. Vehi ym. 2019.)
Onnistuneen kliinisen paatoksenteko tukijarjestelman suunnittelu diabetes hoitoa varten,
edellyttad potilaiden yksil6llisten tarpeiden vaatimusten huomioimista. Koneoppimisen
kayttoonotto jarjestelmiin mahdollistaa tarkan sairauteen liittyvien tapahtumien

selvittamisen ja kliinisen paatoksenteon edistamisen tiedon saatavuuden lisdéntyessé.

6.3 Koneoppiminen diabeteksen diagnosointitydkaluna

Taulukko 5. Koneoppiminen diabeteksen diagnosoinnin edistamisessa.

Koneoppimismetodi\algoritmi Kayttotarkoitus diabeteksen Lahdeaineisto
diagnosointi ty6kaluna

Syvéoppiminen ja kohdealuetieto Koneoppiminen diabeteksen Orlando, Prokofyeva, Del Fresno&
diagnosointi tyokaluna Blaschko (2018)

Kierteisten hermoverkkojen oppimat piirteet ja
kokonais vektorikuvaajat Kéytetadn havaitsemaan punaisia
viottumia, eli identifioimaan todellisia
viottumilta vaikuttavia objekteja.

DeepDR-Net
(Kompakti syvaoppimis algoritmi) Avustaa laakéria diabeettisen
retinopatian vakavuusasteen
luokittelussa verkkokalvokuvista.
Diabeettisen retinopatian oireiden
vakavuusasteen luokittelu.
Tukivektorikoneet (SVMs), padtoksentekopuut, | Diabeettisen retinopatiaan liittyvien Hsin-Yi., Chan & Chia-Yu Su.(
tekoaly hermoverkot ja logistiset regressiot riskitekijoiden tasmallinen 2018)
havaitseminen, jotta voitaisiin tehda
(Ohjattu oppiminen ja syvaoppiminen) toimenpiteitd suurimpien riskiryhmien

diabeettisen retinopatian
ennaltaehkaisy strategioiden
luomiseksi. Tarkoituksenmukainen
koneoppimis algoritmi yhdistettyné
kliinisiin piirteisiin voi tehokkaasti
havaita diabeettisen retinopatian.
Tukivektorikoneilla aikaansaatu
ennuste suorituskyky oli parempi kuin
muiden koneoppimisalgoritmien.
Tamé& metodi myds identifioi
insuliinin kdyton ja diabeteksen
keston uutena tulkinnallisena
piirteend, ja avustaa kliinisissa
paatoksia niiden riskiryhmien
tunnistamisessa, jotka altistuvat
diabeettiselle retinopatialle. Metodi




115

osoitti, ettd todennékdisyys saada
diabeettinen retinopatia lisdantyy
3,561 kertaiseksi potilaille, jotka
kéyttivat insuliinia verrattuna
insuliinia kdyttdmattdmiin potilaisiin.

Korkea-ulottuvuus Koneoppiminen

Satunnainen metsé (Random Forest, (RF)

Diabetes tapahtumien tdsmallinen
ennustaminen

Potentiaalia diabetes tapahtumien
ennustamisessa kéasiteltdessa korkea-
ulotteista dataa

Casanova, Saldana, Simpson,
Lacy, Subauste, Blackshear,
Wagenknecht, & Bertoni. (2016)

Satunnaisen metsén kaltevuuskulman
vahvistaminen ja suoraviivainen erottelukyky
analyysi kiintopisteena

Kakkostyypin diabeteksen
seulontajérjestelméan kehittdminen.
Metodi on suorituskyvyltdan hyvé, se
ei tarvitse veren talteenottoa ja tuottaa
tuloksia alle viidessé minuutissa.

Moreno, Lujan, Fernandez,
Manrique, Trivino, Miquel,
Rodriquez & Burquiclos (2017)

Yhteensovitettu data-analyysi

Uusi automatisoitu metodi
diabeettisen retinopatian seulontaan

Zsolt, Peto, Csosz, Tukacs,
Molnar, Berta, Tozser, Hajdu,
Nagy, Donokos . & Csutak..(2015)

Kenttd Assymmetria loni Liikkuvuus
Spektometria (FAIMS)

Tehokas laaketieteellinen diagnoosien
tekeminen virtsan hailyvyyden ja
vaihtelevuuden perusteella. Sallii
orgaanisten vaihtelevien seosten
mittaamisen biologisista ndytteista.
N&mé orgaaniset vaihtelevat seokset
sisaltavat asiaankuuluvan tiedon
henkildn aineenvaihdunnasta. Niit4
voidaan kdyttaa sairauden
diagnostiseen tarkoitukseen.

Martinez-Vernon, Covington,
Arasarndnam, Esfahani, ,0’Conell
& Savage.(2018)

Adrimméiset oppimiskoneet
(Extreme learning machine)

Ylipainon tasmallisen tilan
havaitseminen. Veren indekseja
voidaan kayttaa ylipainoisuus
tilanteen ennustamisessa.

Chen, Yang, Liu, Liu, Liu, Zhang,
Xy. & Lu. (2015)

Automaattinen syvaoppimis perusteinen
jarjestelma

Kahden syvaoppimisjérjestelmén
yhteensovittaminen

Téaysin kierteiset verkot
(Fully convolution network, (FCN)

Soluontelon havaitseminen. Diabetes
potilaiden halvaus riskin
luonnehtiminen kayttaen kaulavaltimo
ultradénta.

Koodittamisesta ja
koodinavaamisohjelmasta solukalvon
lohkoihin jakamiselle.

Kayttaa taysin kierteisten verkkojen
kolmea ndyttddnotto kerros osaa
solukalvon havaitsemiseen.

Biswas, Kuppili, Laba, Edla, Suri,
Shauma, Chadrado-Godia, Laird,
Nicolaides & Suri (2019)

Automaattinen syvaoppimis perusteinen
jarjestelma

Kahden syvaoppimisjarjestelmén
yhteensovittaminen

Téysin kierteiset verkot (Fully convolution
network, (FCN)

Jalkamatahaavan piirteiden
louhiminen ja terveen ihon alueiden
erojen ymmartaminen.

Goyal, Reeves, Davisaon,
Rajbhandari, Spragg & Yap.
(2018)

Kierteiset hermoverkot
(Syvéaoppiminen)

Automatisoitu ja nopea kuivan ja
méran ikéan liittyvan rappeutumisen
luokittelu. Kuiva ja mérkétyyppisten
rappeutumien tdsmallinen 16ytaminen
oikea-aikaista hoitoa varten.

Serner & Serte (2018)

Reaali-aikaisen datan louhimiseen perustuva
koneoppimisjdrjestelmé

Jérjestelma voi havainnoida aikaisin
diabeettista retinopatiaa.

Fitriati & Muratko (2016)

Kevyet laskennalliset tekniikat.

Luokittelijat, kuten Tukivektorikone(SVM),
Random Forests (RF),
Kaltevuussuhteen/kaltevuuden/muutosnopeuden
vahvistaminen Gradient boost, AdaBoost,
Gaussian Naive Bayes

Tietokannoista louhittujen
verkkokalvokuvista muodostetun
epétasapainoisen datajoukon
luokittelu ja tasmallisyyden
vahvistaminen diabeettisen
retinopatian havaitseminen.

Dnyanshawar Labhade (2016)

Kierteiset hermoverkot (syvdoppiminen)

DFUNet

Jalkaméatahaavan piirteiden
erotteleminen louhimalla dataa.

Goyal & Royce (2018)
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Kierteiset hermoverkot

Bayesialainen Monitehtava Oppimis
Lahestymistapa (Bayesian Multitask Learning),
(BMTL)

Terveydenhoidon ennustavan analyysi
tutkimuksen edistdminen. Kroonista
sairauksista karsivien potilaiden
riskiprofiloinnin haasteellisten
tehtévien ratkaisu. Epéasuotuisten
terveysvaikutus tapahtumien
vahentdminen. BMTL lahestymistapa
voi vaikuttaa kliiniseen kaytantéon
vahentdmalla virheitd ja viiveita
interventioissa.

Normahani, Agrawal, Bravis,
Falinska., Bloomfield, Mehar,
Gaulton, Sangster, Ackle,, Gamm,
Aslam., Stanfield & Usmann.
(2019)

Yhteen liittynyt koneoppiminen

Edistad koneoppimisen ja data
analyysin kéyttoa, kaytetaan
etenevéssd tutkimuksessa. Siiné
pyritaén valjastamaan tietoa perustana
olevista tieteisté ja kliinisesta
tutkimuksesta edistdmaan
terveydenhoitoa.

Thomas, Abraham & Liu (2018)
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Syvaoppimiseen ja kohdealuetietoon perustuvia uusia metodeja on kehitetty ns.punaisten
viottumien havaitsemiseen. Punaiset viottumat liittyvat olennaisesti diabeettiseen
retinopatiaan (DR), ja termill& pyritdan ryhmittelemaéan sekd Microaneuyrysmat (MAS)
ja veren vuodet (HEs). Ndama viottumat havaitaan péivittdisessa kliinisessa ty0ssé
manuaalisesti laakarin toimesta kéyttden apuna silméan pohjan valokuvia. Se on kuitenkin
osoittanut vaikeaksi tehtdvaksi johtuen punaisten viottumien koosta ja niiden
eroavaisuuksien puutteista. Diabeettisen retinopatian tietokoneavusteista diagnosointia
havainnoimalla punertavia viottumia, onkin aktiivisesti tutkittu johtuen sen kehittévista
vaikutuksista sek& kliinikoiden yhtendisyyteen ettd tdsmallisyyteen. Tdma voi liséksi
antaa ymmarrettdvad palautetta, jota ladkari voi helposti arvioida. (ks. Orlando,
Prokofyeva, del Fresno & Blaschko 2018).

Ykkostyypin diabetekseen liittyvien biomarkkereiden kehittymisen ennustamiseen ja
sairauteen olennaisesti kuuluvien hoitotoimenpiteiden seuraamiseen on kehitetty erillinen
koneoppimissovellus, jonka avulla terveydenhoidossa voidaan tehdd paranneltu ja
alykkédampi jarjestelmén kayttéonotto ykkostyyppisen diabeteksen hoidossa. (Ks.
Woldargay, Arsand, Batsis, Albey, Mamykina & Hartgivsen 2019.)

Data mallinnus ja veren sokeri dynamiikan ennustaminen ykkdstyypin diabeteksessa
kayttden koneoppimista on nousemassa tarkedksi teknologiaksi terveyden huollossa.
Talla hetkella diabetekseen ei ole vield parannuskeinoa, mutta verensokeritasojen
pitdminen suositellulla tasolla on hoidossa keskeistd. Viimeisimmat edistysaskeleet
diabetes teknologiassa ja itsehoito sovelluksissa ovat tehneet potilaille relevantin datan
saannin helpommaksi. Keinotekoisen haiman kehitys(suljettu jarjestelmd), personoitu
paatoksenteko jarjestelma ja verensokeri tapahtumien halytykset ovat myds nousseet
aikaisempaa nakyvimmin esille. Keskeiseksi asioiksi néiden diabetes hoito
teknologioiden kehittdmisessd on tullut verensokeri dynamiikan mallintaminen.
Lisddntyneen potilas historiallisen datan katsotaan myds luoneen otolliset olosuhteet
koneoppimisen kéayttoonotolle, ja sen sovellukselle alykkéisiin ja paranneltuihin
diabeteksen hoitoa varten toteutettuihin jarjestelmiin. Koneoppimisen kyky ratkaista
kompleksisia tehtdvia dynaamisessa ymparistossd on merkittavasti edistanyt sen

menestysté diabetes tutkimuksessa. (ks. Woldargay 2019.)
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Huolimatta siit4, ettd koneoppimista k&ytetddn yha enemmaén tukemaan Kliinista
paatdksentekoa hoitotydsséd koneoppimisalgoritmeja ja tilastollisia malleja on asetettu
ennustamaan aikaista sairaalaan sijoittamista. Parhaiten suoriutuva koneoppimis
algoritmi osoitti kohtuullisen ennustekyvyn liséksi parantamismahdollisuuksia. Hoitajilla
on mahdollisuus myotévaikuttaa koneoppimis algoritmeihin tdyttaméll4d data aukkoja
asiaankuuluvalla datalla. Hoitajat voivat myos parantaa datan esikésittelyn tekniikoita ja
arvioida potentiaalista arvoa kaytdnnossa. Tutkimuksessa nousi esille myods se, ettd
hoitajien taytyy kasitella koneoppimisen antamaa informaatiota ja soveltaa nakemyksiaan
tyossadn  tehdakseen  kunnollisia  padtoksid.  Hoitajat  varmistavat, etta
koneoppimisalgoritmit ovat muotoiltu henkildidyll& yhteydelld jokaisen potilaan kanssa.
Koneoppimisen yhdistdminen ainutlaatuisen hoitotiedon kanssa antaa heille
mahdollisuuden keskittdd enemman huomiota varsinaiseen hoitotyohon, kehittada
hoitotiedettd ja parantaa yksilollistettyd potilas hoitoa. Osallistumalla koneoppimisen
taysipainoiseen kehittdmiseen, toteuttamiseen ja arvioimiseen hoitajat voivat integroida
ja maksimoida koneoppimisen hyoétyja. (ks. Kwon, Karim, Topaz. & Currie 2019).
Koneoppimis sovellus voi tukea hoitoty6td tehokkaasti ja hoitohenkilékunta voi myds

kehittad sen merkityksellisyytta ja suorituskykya.

Diabeteksen ollessa kaikissa ikaryhmisséd yksi suurimmista terveyshuolista, on
elintarviketeollisuus toimialat luoneet markkinoille erilaisia Anti-diabetes ravinto-
tuotteita (vehndjauhoja, ruokadljyja, maito tetra pakkauksia ym.) brandeja, joiden
vditetddn pystyvan hoitamaan diabeetikoiden korkea verenpainetta ym. Tamén
todistamiseksi ohjaamattomaan koneoppimiseen liittyva marginaali-
ryvastys(klusterointi) algoritmi (TBC) on toteutettu ongelman ratkaisuun. Kyseinen
koneoppimisalgoritmi pystyy ottamaan huomioon Anti Diabeettisten ruoka tuotteiden
ravinto koostumuksen ja analysoimaan niiden sokeria-vapauttavaa-séatd potentiaalia.
Tarkasteltaessa ilmiot4, on vahvistettu Diabetes mellitusta ja Anti-diabeettisia
tuotedatajoukkoja toisella ohjaamattomaan koneoppimiseen liittyvalla
koneoppimisalgoritmilla eli  P&&komponentti ~ Analyysilla(Principal Component
Analysis)(PCA) ja BCA-integroidun Dmaic kuuden sigman askeleiden Kkautta.
Tutkimuksessa havaittiin, ettd tuotteilla pystytddn sadtelemddn diabeettisen potilaan
veren sokeripiikkeja tehokkaasti. (ks. Mulay, Joshi & Chaudari 2018).
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Diabeettista retinopatiaa voidaan nykyisin ennustaa ja identifioida sujuvasti tulkinnallista
biomedikaalisista piirteistd koneoppimisalgoritmeja kéyttden. Nykyisin tiedetdan, mitka
riskitekijat liittyvat enemmén diabeettisen retinopatiaan. Niiden tasmallinen
havaitseminen, antaa mahdollisuuden tehdd toimenpiteitd suurimpien riskiryhmien
diabeettisen retinopatian ennaltaehkéisy strategioiden luomiseksi. Tutkimus osoitti, etta
on mahdollista rakentaa toimiva ennustemalli diabeettiselle retinopatialle kakkostyypin
diabeteksessa kéyttden datan louhinta tekniikoita, kuten tukivektorikoneita,
paatoksentekopuita, tekodly hermoverkkoja ja logistisia regressioita. Tutkimuksessa
havaittiin, ettd ennuste  suorituskyky  suoriutui  paremmin  kuin  muut
koneoppimisalgoritmit ja ne saavuttivat 0,839 arvon tasméllisyydessé ja AUC alueessa.
(ks.Tsao, Chan & Su 2018.)

Tutkimuksessa havaittiin myos, ettd diabeteksen keston lisdéntyessé todennakoisyyden
aste saada diabeettinen retinopatia puolestaan lisaantyy 3,5 kertaiseksi potilaille, jotka
kayttivat insuliinia  verrattuna insuliinia  k&yttdmattomiin  potilaisiin.  Namé
tutkimustulokset ovat hyddynnettavissa  kliinisen  péatdoksen tekojarjestelmén

kehittdmiseksi tulevaisuuden Kliinisessa tydssa. (ks.Tsao ym. 2018.)
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Esille nousi my0ds ns.korkea ulottuvuus koneoppimisen rooli diabeteksen tapahtumien
tdsmallisessd ennustamisessa. Tama mahdollistaa nykyisin tdsmallisen diabeteksen
tapahtumien ennustamisen korkea-ulottuvaisissa asetuksissa ei rajoittuneista muuttujista
madritellystd laajasta havainto datajoukosta. Satunnaisella metsélla (RF) on paljon
potentiaalia diabeteksen tapahtumien ennustamisessa késiteltdessd korkea ulotteista
dataa. Tilastollisten mallien kyky ennustaa diabetekseen liittyvia tapahtumia perustuu
yleensd vain rajoittuneisiin muuttujiin, ja satunnaisen metsdan (Random Forest)
suorituskyvyn tutkimus diabeteksen tapahtumien havaitsemiseksi laajasta havainto
datajoukosta, on osoittanut, ettd satunnaisen metsan (RF) mallilla pystyadn arvioimaan
jopa 93 muuttujaa ja luomaan muuttujien arvoasteikkoa sen mukaisesti, miten ne
myotavaikuttavat  diabeteksen  ennustamiseen.  Tutkimuksessa havaittiin, ettd
toteutettaessa malleja, jotka perustuvat logistiseen regressioon ja satunnaiseen metsaan,
jossa piirteet on valikoitu ennalta, satunnaisen metsan (RF) mallin suorituskyvyksi saatiin
AUC arvo 0,82. (ks. Casanova, Saldana, Simpson, Lacy, Subauste Blackshear,
Wagenknecht & Bertoni 2016.)

Ohjatun oppimisen avulla voidaan nykyisin rakentaa toimiva seulontajérjestelma
kakkostyypin diabetekseen. Analyysi pulssi oximetristd ja koneoppimis moduulista
koostuvassa jarjestelméssd, joukko piirteitd oli koneoppimisalgoritmien syotteend, ne
maadrittavat syottdotoksen luokan, toisin sanoen, oliko koehenkil6lla diabetes tai ei.
Koneoppimisalgoritmina jarjestelméssd oli satunnaisen metsdn kaltevuuskulman
vahvistaminen ja suoraviivainen erottelukyky analyysi kiintopisteend. Jarjestelman
testaamisen jalkeen tuloksista on havaittu, ettd tdmé& seulonta metodi diabeteksen
havaitsemiseen on suorituskyvyltdan verrannollinen ns. hemoglobiini AlcHb
Alc(glycated haemoglobin) testiin, ja se tuottaa tuloksia nopeasti ilman veren
talteenottoa (n.5 min.) (ks. Moreno 2017.)
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Diabeettisen retinopatian seulomista varten on myds kehitetty uusi automatisoitu metodi.
Kyseessa on kyynelnesteen proteomiikka biomarkkereita hyddyntavéd yhteen soviteltu
metodi. (ks. Torok, Peto, Tukacs, Molnac, Berta, Tozeen, Haydu, Navy, Domokos &
Csutak. 2016). Diabeettisesta retinopatiasta johtuen ldhes 5 miljoonaa ihmista on
sokeutunut, aikainen diagnosoiminen ja hoito voivat kuitenkin hidastaa diabeettisen
retinopatian  etenemistd.  Diabeettisen  retinopatian  merkkejd  osoittaneesta
diabetespotilaiden digitaalisia verkkokalvokuvia ja kyynel neste néytteitd otettiin
jokaisesta silmésté erikseen, ja tuloksia niiden antamasta proteomiikka analyysista ja
digitaalisista microaneyrysmasta (MA) tehtyjd havaintoja kaytettiin tutkimuksessa
koneoppimisjarjestelman syotteend. Tutkimus osoitti (MA) havainto metodien yksistaan
antavan tulokseksi 0,84 herkkyydessé ja 0,89 tarkkuudessa. Y hteensovitettu data analyysi
muodostuu proteomiikka datan piirteistd yhdessa havaittujen Micro Aneurysma
numeroiden kanssa liitettynd kuvaan, ja ne saavuttivat herkkyys/tarkkuus arvot 0,95|0,78.
Havaittiin, ettd yhteensovitettu malli johti luotettavaan seulonta metodiin. (ks.Torok ym.
2015.)

Koneoppimismetodin avulla voidaan tehda tehokkaita ladketieteellisia diagnooseja
perustuen virtsan hailyvyyteen ja vaihtelevuuteen. Tdmén on tehnyt mahdolliseksi se, ettd
tauteja voidaan mitata helposti saatavilla olevista ruumin nesteitd, joka on avannut ovia
uuden tyypilliselle ulkopuolelta vaikuttaville laaketieteellisille diagnooseille. Uusia
teknologioita on kehitetty ja hienosaadetty, jotta tdma olisi mahdollista. Kentta
Assymmetria loni Liikkuvuus Spektometria (FAIMS) on yksi néistd teknologioista, ja
sen avulla sallitaan orgaanisten vaihtelevien seosten mittaaminen biologisista naytteista
(esim. virtsasta). Nama orgaaniset vaihtelevat seokset sisdltavat asiaankuuluvan tiedon
henkilon aineenvaihdunnasta, ja niitd on mahdollista kéyttaa sairauden diagnostiseen
tarkoitukseen. Hyvin kehittyneet data prosessoinnin kanavat mahdollistavat tdman datan
tehokkaan kayton, ja ne ovat valttamattomia kaikkein hyddyllisimmén datan louhimisessa
kompleksisista taustalla olevista biologisista rakenteista. (ks. Martinez-Vernon,

Covington, Arasarndnam, Esfahani, O’Conell & Savage 2018.)
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Ylipainoisuus tilanteen ennustamisessa voidaan kayttda tehokkaasti veren indekseja
hyvaksi koneoppimislahestymistavan avulla. T&ma on osoitettu olevan erittdin tehokas
tapa ennakkoida diabetes mellituksen ym. kroonisiin sairaustiloihin johtavan ylipainon
kehittymistd. Ylipainon tdsmallisen tilan ennustamiseen kaytetdan uutta koneoppimis
tekniikkaa, aarimmadisten oppimiskoneiden (extreme learning machine) soveltamista.
Ylipainon tasméllisen tilan tunnistamisen ihmisissa tiedetaan olevan erittain ratkaisevaa
terveysriskien ennaltaehkdisyssa ja vahentdmisessd johtuen sen aiheuttamista
terveysriskeistd, kuten diabetes mellitukseen sairastumisesta. Tama on tarkeda myos sen
takia, ettd ylipainoisten ihmisten maéra jatkaa kasvuaan maailmassa. (ks. Huiling, Yang,
Liu, Wenbin, Liu, Zhang, & Lufeng 2015).

Tutkimuksessa havaittiin, ettd veri ja biokemiallista mittaamista voidaan kéyttaa
tunnistamaan ylipainotila tehokkaasti ylipainosten ja terveiden koehenkildiden joukosta.
Havainto metodi arvioitiin tarkasti datajoukkoa kohtaan tasmaéllisyyden, herkkyyden,
tarkkuuden ja AUC vertailu ennusteena. Ylipainoon Kkorreloivien tekijdiden
tunnistamiseksi tutkittiin myos piirteiden valitsemista. On osoitettu, ettd on olemassa
huomattavia eroja veri- ja biokemiallisissa indekseisséa terveiden ja ylipainoisten ihmisten
valilla. Aarimmainen oppimiskone on vaikuttanut lupaavalta, uudelta tasmallisestd
metodilta henkildiden ylipaino tilojen tunnistamisessa. (ks. Huiling ym.2015).
Koneoppimisella voidaan antaa tarkasti arvioita eroista ylipainoisen ihmisen ja terveiden

ihmisten valilla.
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Tutkimuksessa nousi esille my6s erinomainen syvéoppimiseen perustuva sovellus
diabetes potilaiden halvaus riskin ehkaisemiseksi. Tassa sovelluksessa syvaoppimiseen
pohjautuva kokonaan kierteisten verkko solun keskiontelo luonnehtii diabetes potilaiden
halvaus riskida kayttden kaulavaltimon ultradantd. Soluontelon havaitsemiseen onkin
tdman takia kdyttoonotettu automaattinen syvéoppimis perusteinen jarjestelma
soluontelon havaitsemiseen. Jarjestelmd koostuu kahden syvéoppimisjérjestelmén
yhteensovittamisesta: koodittamisesta ja koodinavaamisohjelmasta solukalvon lohkoihin
jakamiselle. Koodinavaamis ohjelma kayttaa tdysin Kkierteisten verkkojen (Fully
convolution network) (FCN) kolmen osan ndyttoon otto kerroksia solukalvon
havaitsemiseen. Kolmelle syvdoppimisjarjestelmalle toteutettiin ristiin validointi
yhteyskéytantd, ja olennainen tasmaéllisyys kolmelle syvéoppimisjérjestelmélle koskien
407 skannausta oli 99,61 %, 97,75 % ja 49,89 % kukin erikseen. Vastaava AUC kolmelle
syvéoppimisjérjestelmélle oli 0,95 %, 091 % ja 0,93 %. Tulokset todistavat
syvéaoppimisjarjestelmén loistavasta suorituskyvysta perinteisiin metodeihin verrattuna.
(ks. Biswas, Kuppili, Laba, Edla, Suri, Shauma, Chadrado-Godia, Laird, Nicolaides &
Suri  2019). Syvéoppimisjarjestelmd kykenee tekeméaan tasmallista solutason
havainnointia, ja arvioimaan sen pohjalta tarkoin diabetekseen liittyvaa kaulavaltimon

halvausriskia.

Koneoppimisalgoritmit pystyvédt ennustamaan erityisia valmiuksia ohjaamattomaan
oppimiseen  siséltyvilla  padkomponenttien  analyysilla.  Tutkimus  osoittaa
maailmanlaajuisen sydansairauksista/oireyhtymisté johtuvien kuolemien syiden olevan
suurin syy kuolemiin. Kehityssuunnan jatkuessa lahes 24 miljoonan ihmisen odotetaan
kuolevan sydansairauksiin. Vaikka terveydenhoito kerddkin nykyisin suuren maaran
sydansairaus dataa, jota ei ole kuitenkaan valitettavasti louhittu 16ytaméaan piilevaa
informaatiota tehokkaaseen paatoksentekoon. Tutkimus osoitti, ettd padkomponenttien
analyysien avulla (Principal Component Analysis, PCA) useiden ohjattujen
koneoppimisalgoritmien tasmaéllisyyttéd sydan sairauksien ennustamisessa voidaan edistaa

kayttden minimi lukumaéra attribuutteja. (ks. Kanchan ja Mahale 2016.)
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Datan louhinnan monien algoritmien l&hestymistapaa on hyoddynnetty diabetes
sairauksien ennustamisessa. Data louhinnalla on useita térkeitd tekniikoita, kuten
luokittelu ja esikésittely. Diabeteksen tiedetddn olevan hengenvaarallinen sairaus, joka
pitéisi torjua ennalta k&sin useissa kaupungistuneissa ja kasvavissa kaupungeissa. Data
kategorisointi tarkoittaa diabetes potilaiden data joukkoa, joka keratddn data sairaalan
séilytyspaikasta ja se koostuu erilaisista ominaisuuksia omaavista esimerkeistd. Data
joukosta ovat esimerkkinad kahden kategorian veri ja virtsatestit. Data louhinnasta on
tullut tunnettu kaytanto, ja sité kdytetadn useissa terveysorganisaatioissa mm. diabeteksen
luokitteluun. (ks Kanchan ja Mahale 2016.)

Tutkimuksessa havaittiin, ettd koneoppimista kéytetd&dn ns.diabetes potilaiden
ennustavassa analyysissa. Tama on tapahtunut hyodyntdmalla heidéan potilas dataa. Datan
kerddminen séilyttdminen ja prosessoiminen on valttamatontd, jotta loydetaan
hyddynnettdvaa tietoa merkittavien paatosten tekemiseksi. Tutkimuksessa nousi esille,
ettd diabetes mellitus on ei-tarttuva tauti(Non-Communicable Diseases)(NCD), joka on
yksi kriittisimmista sairauksista, jolla on pitkdaikaisia komplikaatioita ja josta seuraa
useita terveysongelmia. Teknologialla on rakennettu jarjestelmé, joka sailyttaa ja analysoi
diabeettista dataa ja ennustaa mahdollisia riskej& oikein. Tutkimuksessa nousi esille
ennustava analyysi metodi, joka integroi useita datan louhimis tekniikoita,
koneoppimisalgoritmeja ja tilastotietoja, jotka kayttdvat nykyistd ja vanhaa dataa
saadakseen lisdoivalluksia ja ennustaakseen tulevia riskeja. Koneoppimisalgoritmi
Hadoop MapReduce pystytdan toteuttamaan Diabetes joukossa virheellisten arvojen ja
polkujen loytamiseksi. Tam& mahdollistaa laajalle levinneen diabeteksen riskien
ennustamisen ja potilaan riskitasojen mukainen hoitotyyppi voidaan tarjota. (ks.
Kalyankar, Shivanande & Dharwakar 2017).
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IImeni myds, ettd koneoppimismalleja voidaan soveltaa diabeettisen retinopatian
diagnosoimisessa potilaille terveysrekisteri datan kanssa. Nousi esille viisi
koneoppimismallin  joukkoa diagnosoimaan diabeettista retinopatiaa potilailla
terveysrekisteri datan kanssa, ja ne muodostivat hoitometodijoukon. Tutkimus osoitti, ettd
satunnainen metsé (RF) koneoppimismallissa voi saavuttaa 92 % tarkkuuden hyvalla
suorituskyvylla. Syotto piirteita analysoimalla ja niiden tarkeyttd luokittelemalla, on
havaittu ne altistavat tekijat, jotka panevat alkuun ihmisen diabeettisen retinopatia
sairauden(liittyvat munuais ja maksatoimintoihin.) Tutkimus vahvistaa sita tosiseikkaa,
ettd elektroniseen terveysrekisteri dataan perustuvat sairaus diagnoosi menetelmat tulevat
olemaan olennainen osa alykasta terveyden hoitoa ja mobiili terveyden hoitoa. (ks. Sun
& Zhang 2019.)

Syvdoppimista voidaan kayttdd automatisoituun ja nopeaan maran ikaan liittyvaan
makulaariseen rappeutumisen luokitteluun kayttdmélla kierteisia hermoverkkoja
(convolution neural networks). Niiden avulla voidaan tehdd automatisoitu ja nopea
kuivan ja maran ikaan liittyvaan rappeutumisen luokittelu. Diabeettinen retinopatia ja
ikaan liittyva makulaarinen rappeutuminen (AMD) ovat sairauksia, joilla tiedetdan olevan
vahingollisia vaikutuksia ik&antyneiden silmiin vaikuttamalla verkkokalvon keskiosaan,
eli mykioon. Todistettiin, ettd kuiva ja marka tyyppiset rappeutumat voidaan loytaa

tasmallisesti oikea-aikaista hoitoa varten hermoverkon avulla. (ks. Serner & Serte 2018.)

Diabeettisen retinopatian seulominen on nykyisin mahdollista toteuttaa kéyttamalla
reaali-aikaista dataa. Tutkimusten perusteella tiedetdén, ettd diabetes mellitus aiheuttaa
komplikaatioita muissa elimissd, kuten verkkokalvoissa. Sairaus, joka hyokk&aa
verkkokalvoon, on diabeettinen retinopatia (DR) ja se saattaakin aiheuttaa sosiaaliseen ja
henkiseen kuntoon vaikuttavan pysyvan sokeuden. Tata kayttétarkoitusta varten onkin
rakennettu aikaista havainnointia suorittava jarjestelmé, jossa alkuperéinen tarkoitus voi
olla nopeampaa. Tutkimus osoitti, ettd kokeessa saavutettiin kuitenkin vain 52 % testaus
tasméllisyys ja tutkimuksessa havaittiin jarjestelman antavan erilaisia tuloksia
kéytettdessé eri dataa. (ks. Fitriati & Muratako 2016.)
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Diabeettisen retinopatian havaitsemiseen voidaan kayttdd myos ohjattua oppimista,
tutkimus osoitti, ettd ns. kevyiden laskennallisten tekniikoiden olevan tehokkaita tahén
kayttotarkoitukseen. Diabetes mellitus luokitellaan joukoksi aineenvaihdunnallisia
sairauksia, jossa henkil6lla on korkea verensokeri. Diabeettinen retinopatia (DR) on
yleinen diabeteksen komplikaatio, joka vaikuttaa verkkokalvon verisuoniin ja sen
aiheuttaa verkkokalvon hapen puute. Tietokantaan tallennetuissa silmén verkkokalvon
kuvissa tapahtuu ulkonddn muutoksia, ja siksi on kaytetty erilaisia analyysi metodeja ja
louhittu 40 piirrettd. Tastd johtuva epdatasapainoinen datajoukko vahentdd kuitenkin
tasmallisyyttd, joten ylindytteisyys tehd&an ennen luokittelua. Luokittelijat, kuten
tukivektorikone (SVM), satunnainen metsa(Random Forest),
kaltevuussuhteen/mittausnopeuden vahvistaminen(Gradient boost), Ada Boost, Gaussian
Naive Bayesia puolestaan kaytetdan havainnoimaan diabeettista retinopatiaa. Tutkimus
osoittaa, ettd tukivektorikone antoi hyvén 88,71 % tasmaéllisyyden, satunnainen metsa
tekniikka antoi 83,34 % tasmaéllisyyden, kaltevuussuhteen vahvistamis algoritmin
tasmallisyys puolestaan oli 83,34 %, lda Boost:in 54,3 % ja Gaussin Naiivi Bayesilaisen
metodi puolestaan antoi 37,09 % tasmallisyys arvon. (ks. Labhade, Chouthmol &
Oeshmukh 2016).

Tutkimuksessa ilmeni myds, ettd koneoppimis algoritmia voidaan kayttaa
jalkaméatéhaavan piirteiden louhimisessa ja terveen ihon alueiden erojen ymmartamisessa
konenddn nakdkulmasta. Tutkimuksessa havaittiin, ettd ihon kunnon arvioiminen
molemmista luokista bin&arisessa(kaksiarvoisessa) luokittelussa onnistuu uudella
kierteisella hermoverkko arkkitehtuurilla, DFUNetilla. Silla havaittiin olevan parempi
piirteiden erottelu terveen ihon ja jalkaméatdhaavan valisten piirteiden erojen
tunnistamiseksi. Kayttaen 10 kertaista ristiinvalidointia, DFUnet saavutti korkean AUC
pistemadran 0,961. Hermoverkko pystyikin suoriutumaan jopa paremmin Kkuin
syvéoppimis ja koneoppimis luokittelijat. IImeni, ettd uusi hyvé, herkka ja kehittynyt
DFUnet, soveltuu objektiiviseen ja diabeettiseen jalkamétdhaavan havaitsemiseen hyvin.
Tam& mahdollistaa diabeettisten potilaiden joukossa onnistuneen diabeettisen
jalkahoidon, joka puolestaan  merkitsee  kustannustehokasta, etdista ja
tarkoituksenmukaista terveyden hoidon ratkaisua. (ks.Goyal & Royce 2018.)
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Tutkimuksessa nousi esille myds, kuinka Kierteistd hermoverkkoja kéytetdédn
havaitsemaan ja erottelemaan verkkokalvoon liittyvid retinaalisia verisuonia
fundoskooppisissa kuvissa. Diabeettisen retinopatian erityisen progressiivisen vaiheen
diagnosoinnin tai luokittelun tiedetddn olevan térkedd diabetes mellituksen ja siihen
liittyvdn retinopatian arvioimisessa. Useimmat laajentuneet opthalmoskooppiset,
havaittavissa olevat 16ydokset viittaavat verkkokalvokuvan verisuoniin kansainvalinen
Kliinisen diabeettisen retinopatian ja diabeettisen makulaarisen turvotus sairauden
vakavuuden mittaamisen mukaisesti. Objektiivisen ja tadsmaéllisen ma&ritelmén
Ioytamiseksi diabeettisen retinopatian erityisen sairauteen liittyvaan luokitteluun, on
olennaista automaattisesti havaita ja louhia verkkokalvoon liittyvia, retinaalisia, verisuoni
fundoskooppisia kuvia. (ks. Normahani, Agrawal, Bravis, Falinska, Bloomfield, Mehar,
Gaulton, Sangster, Ackle, Gamm, Aslam, Stanfield & Usmann. 2019).

Tutkimusryhmén tekemét vertailut useiden kierteisten hermoverkkojen tunnistamien
verisuonten fundoskooppisista kuvista osoittivat lahestymistavan tehokkuuden.
Ennustavaa analytiikkaa puolestaan kéytetdan terveydenhoidossa riskien profiloimiseen
kroonisissa sairauksissa, ja siind kdaytetddn Bayesilaista Monitehtdvd Oppimis
Lahestymistapaa. Potilaan terveysrekistereisté saatu kliininen alykkyys voi tukea kliinista
paatoksentekoa  henkildidyssd ja  ennaltachkéisevdassa hoidossa.  Ennustava
analyysitutkimus terveydenhoidossa kayttad elektronisia terveysrekistereita ja

mahdollistaa riskiprofiloinnin. (ks. Normanhi 2019.)
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Tutkimuksessa nousi esille my0s se, ettd kroonista sairauksista karsivat potilaat kohtaavat
monia riskejd suurina epasuotuisina terveysvaikutus tapahtumina. Voimassa olevat
riskimallit tyypillisesti keskittyvat yhden erityisen tapahtumaan eivatkd ne ennusta
tuloksia. Bayesilainen Monitehtdva Oppiminen (Bayesian Multitask Learning) (BMTL)
on kayttoonotettu suunnittelutiede I&hestymistapana parannellun riskiprofiloinnin
saavuttamiseksi. Bayesilainen Monitehtdvd Oppiminen mahdollistaa terveydenhoidon
tarjoajien saavuttaa monipuolinen riski profilointi ja suuri maard tapahtumia
samanaikaisesti. Kokeellisessa arviossa havaittiin, ettd BMTL lahestymistapa saavuttaa
paremman ennustavan suorituskyvyn verraten vaihtoehtoihin, jossa malli
moninkertaistaa tapahtumat erikseen. Tutkimuksessa huomattiin myos, etta useissa
tapauksissa BMTL lahestymistapa voi suoriutua merkittavasti paremmin kuin olemassa
olevat monioppimistekniikat. BMTL lahestymistapa voi luoda merkittavaa potentiaalista
vaikutusta Kliiniseen kaytantoon vahentamalla virheitd ja viiveitd ennaltaehkaisevassa
interventioissa. BMTL:48 koskeva tutkimus on antanut myd6tévaikutusta
terveysinformaatio teknologialle, big datalle, ennustavalle analyysille ja suunnittelutiede
tutkimukselle. (ks. Normanhi 2019.)

Yhteen liittyneen koneoppimisen (Federated machine learning) (FML) uskotaan
tulevaisuudessa pystyvan merkittdvasti kehittdmadn péadtoksentekoa diabeteksen
seulomisessa, ja tdman arkkitehtuuria on arvioitukin sen toiminallisen suorituskyvyn
nakokulmasta perustuen kolmeen teoreemaan ja caseen Kkliinisestd paatoksenteosta.
Uskotaan myo6s vahvasti, ettd tietojarjestelmétieteen kehitys itsessddn saattaa antaa
arvokasta myotavaikutusta etenemistieteeseen. (ks.Thomas, Abraham & Liu 2018).
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Tutkimuksessa  havaittiin, ettd koneoppimisen onnistuneessa kayttoonotossa
diabeteshoitoon, pitdisi aina maaritelld ja analysoida tdiman mahdollinen my®6tavaikutus
Kliiniseen péaatdksenteon tukeen terveydenhoito paikassa, eli kuinka se lis&a
paatoksentekijoiden tietoa ja sen pohjalta tapahtuvaa reagointia. Ei-tietoon-perustuvien
Kliinisten pé&atoksenteon tukijarjestelmien suunnittelussa diabetes hoitoon pitaisikin
huomioida se, etté niiden perimmainen tarkoitus on nimenomaan lisata kliinikoiden tietoa
hoidossa paatoksentekohetkelld, antamalla erilaisia malleja mm. sairaustilan
kehityskulusta, diagnosoinnista ja liitdnndissairauksien ilmentymisesta eika antaa
valttamatta niinkd4n automaattisesti suoraan hoitosuosituksia ilman vastuussa olevaa
terveydenhoidon ammattihenkilod. Koneoppiminen voi néin ollen huomattavasti kehittaa
laéketieteellisen diabetes hoidon laatua hoidon aikana ja sitd ennen antamalla tarkeaa

Kliinista paatoksenteon tukea kliinikoille.
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7.Diskussio

Tutkimuksen tavoitteena oli 10ytéa toimivia diabeteshoidossa sovellettavia koneoppimis
malleja ei-tietdmyskantaisen kliinisen paatoksenteon tukijarjestelmén suunnittelumallia
varten terveydenhuolto-organisaatioille. Diabeteshoidon laéketieteellisen laadun
parantamiseksi Kliinisissa tietojarjestelmissa, siind sovellettavia koneoppimisalgoritmeja
etsittiin kayttden  tutkimusmenetelménd  integroivaa  kirjallisuuskatsausta.
Tutkimuskohteesta voitiin nédin ollen muodostaa laaja ja kattava kuvaus. Tutkimuksessa
haettiin  tarkoin ja tasmallisesti niitd toteutettuja koneoppimismalleja, joita
terveydenhuolto-organisaatiot ~ voivat  kdyttdd  hyvaksi laadukkaassa  ja
kustannustehokkaassa  kliinisen  péaatoksenteon tukijarjestelman  suunnittelussa.
Tutkimuksen tuloksena saatiin integroivan Kirjallisuuskatsauksen avulla muodostettua
synteeseja koneoppimisen hyddyntamisesta ei-tietopohjaisen kliinisen paéatoksenteon
tukijarjestelmén suunnittelumallin toteuttamiseksi terveydenhoito paikkoihin. T&mé
tapahtui maarittelemalld tarkeimpié diabeteshoidossa tarvittavan kliinisen paatoksenteon

tukijérjestelmén vaatimuksia.

Integroivan kirjallisuuskatsauksen perusteella luodussa optimaalisessa diabeteshoidon
Kliinisen ei-tietdmyskantaisen péatoksenteko tukijérjestelmén suunnittelumallin idean
kartoittamisessa havaittiin koneoppimismallien pystyvdn huomattavasti edistdmé&an
Kliinista paatoksentekoa diabetes hoidossa. Syvéaoppimiseen pohjautuvat jarjestelmat,
ohjaamaton oppiminen, ohjattu oppiminen, yhteen liittynyt koneoppiminen, &arimmaiset
oppimiskoneet ja korkea-ulottuvuus koneoppiminen ovat tutkimustulosten perusteella
huomattavasti pystyneet kehittdméan diabetes hoidon laatua.

Syvéoppimiseen perustuvat kliiniset paatoksenteko tukijarjestelmét ovat osoittautuneet
toimiviksi diabetes hoidossa, ja etenkin syvaoppimiseen pohjautuvien keinotekoisten
hermoverkkojen  hyodyllisyys  diabeettisen  retinopatian ~ diagnosoimisessa
verkkokalvokuvista. Modifoitu Hopfield neuraalinen hermoverkko (MHNN) on muun
muassa antanut abnormaalien verkkokalvokuvien luokittelussa tehdyss&d kokeessa
korkeita herkkyyden ja specifisyyden arvoja jarjestelmdsséd. Kyseinen neuraali

hermoverkko (MHNN) antoi retinopatiaan viittaavien abnormaalien verkkokalvokuvien
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luokittelussa tehdyssé kokeessa mallille korkeita herkkyyden ja specifisyyden arvoja
Kliinisessd kokeessa, ja my0s ulkoinen tarkkuusarvo osoittautui mallissa erittain
korkeaksi. Korkeaa herkkyys arvoa voidaankin pitaa erityisen tarkeand ja hyodyllisena

onnistuneen sairauden vakavuusasteen diagnosoinnin luokittelussa.

Syvdaoppimisjarjestelma on osoittanut erinomaisen hyvaa suorituskykya diabeettisen
retinopatian, silmanpainetaudin ja ik&an liittyvdn makulaarisen rappeutuman
havaitsemisessa suurissa, monietnisissd ihmispopulaatioissa. Erityisesti herkkyys ja
tarkkuus ovat olleet syvaoppimisjarjestelmalla korkeita koskien diabeettisen retinopatiaa,
ja siihen liittyvien silmésairauksien tunnistamista. Kliinisestd potilasdatasta voidaan
esim. kompleksisella hoidon aiheeseen liittyvalla syvékaareutuvalla neuraali
hermoverkolla (Google Net) nykyisin ennakoida hoidon aihetta tarkoin. Tama
hermoverkkosovellus antoi erinomaisia herkkyys, tarkkuus ja ROC arvoja. EyePacs-1 ja
Messidor-2 syvéaoppimissovellukset antoivat myods diabeettisen retinopatian ja
diabeettisen makulaarisen turvotuksen viittaamisessa korkeita herkkyys ja tarkkuus
arvoja. Syvaoppimiseen pohjautuva alykéds etéhoitojarjestelmé Intelligent Diabetic
Assistant (IDA) puolestaan kykenee antamaan itsenéisid paatoksia koskien diagnooseja
ja hoidon priorisointia. Syvéaoppimiseen pohjautuvista tekniikoista kuvaperusteinen
kehysten hyddyntamisen maksimointi ruokavalion virheiden méarittelemiseksi taas on
osoittautunut tehokkaaksi tavaksi antaa yksilollisia terveellisid ravintosuosituksia

diabeetikoille.

Syvdoppimiseen ja kohdealuetietoon perustuvia metodeja on kehitetty olennaisesti
diabeettiseen retinopatiaan liittyvien punaisten viottumien havaitsemiseen. Namé metodit
kykenevét luokittelemaan verkkokalvokuvien piirteistd diabeettisen retinopatian
yhtendisesti ja tasmallisesti verraten niitd laakarin manuaalisesti silmanpohjan
valokuvista tekemiin oikein ja vaarin tehtyihin luokittelu havaintoihin. Tutkimus osoitti,
ettd syvaoppimiseen pohjautuvista metodeista, kierteinen hermoverkko oppii piirteita
my6s enemman yhdistamélla kasin sommiteltuja piirteitd. Syvaoppimista hyddyntavilla
koneoppimissovelluksilla voidaan myds mm. analysoida ruokavalio dataa. Nykyiset
automaattiset syvaoppimiseen pohjautuvat jarjestelmét voivat havainnoida myos jopa

solutasolla asti ja voivat néin ollen méaaritell tarkoin diabetespotilaiden halvausriskié.
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Syvdoppimiseen perustuvat kliiniset paatoksenteko tukijarjestelmat voivat kaiken
kaikkiaan tuottaa kliinikoille nopeasti tarkedd tietoa diabeteksen liitdnndissairauksien
tilasta, tunnistaa niita tdsmallisesti, auttaa toimittamaan liitannéissairauksiin oikeanlaista
hoitoa tdsmallisesti, luokitella liitdnndissairauksien vakavuusasteen, ennustaa
diabeteksen olennaisesti liittyvien silméasairauksien kehityskulkua ja auttaa rakentamaan
tehokas seulonta jarjestelma diabeteksen yleisimpien liitdnndissairauksien ehkaisya
varten. Syvdoppiminen ja tarkka kohdealuetieto ovat tehokkaita diabeteksen
diagnosointityokaluja, ja ne mahdollistavat kliinikoille diabeettisen retinopatian oireisiin
perustuvan vakavuusasteen luokittelun verkkokalvokuvista. Diabeettisen retinopatian
vakava-asteinen komplikaatio eli makulaarinen turvotus voidaan luokitella taudin
vakavuusasteen eri vaiheisiin suurella koneoppimismallin tarkkuusarvolla perustuen

tulehduseritteen sijaintiin ja makulatidplan koordinaatteihin.

Koneoppiminen voi edistad Kkliinistd paatoksentekoa ennen kaikkea tunnistamalla ja
seulomalla diabetekseen liittyvia silmésairauksia. Diabetekseen liittyvaa verkkokalvo-,
kardiovaskulaarisia ja neuropaattisten komplikaatioiden riskiin liittyvid komplikaatioita
ja diabetekseen liittyvdd kuoleman riskid voidaan Mimic 3-tietokannan,
koneoppimisteknologian ja kaksijasenisen regressiomallinnuksen avulla selvittada
luomalla koneoppimismalleja, jotka antavat ennustemalleja luokittelemalla tehokkaasti
dataa vain muutaman muuttujan yhdistelmana. Diabeettisen retinopatian vakava-asteinen
komplikaatio eli makulaarinen turvotus voidaan myds luokitella taudin vakavuusasteen
eri vaiheisiin suurella koneoppimismallin tarkkuusarvolla perustuen tulehduseritteen

sijaintiin ja makulatdplan koordinaatteihin.

Data luokittelutekniikoista Gaussilainen menetelmd on osoittanut olevan paras
koneoppimis malli diabetes potilaiden data luokittelussa antaen korkeita tarkkuus,
herkkyys ja erityisyysarvoja. Gaussilaiseen  dataluokitteluun  perustuva
koneoppimisjérjestelma  osoittautui parhaaksi  jarjestelmaksi luokiteltaessa
diabetespotilaiden dataa sairauden ennakoimiseksi, tdma voikin antaa paljon kliinista
lisatietoa kliinikoiden ké&yttéon. Ristiinvalidointi  koneoppimismetodeilla voidaan

puolestaan kehittdd kakkostyypin diabetekseen liittyvien komplikaatioiden riskien
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arviointia kehittdmalla siihen tarkan kaavan, joka auttaa hoidosta vastuussa olevia
paatoksentekijoitd  sairauden  kokonaistilanteen  arvioinnissa.  Ristiinvalidointi
koneoppimismetodilla voidaan siis arvioida kakkostyypin diabetekseen liittyvié
komplikaatioriskeja tarkoin ja vaikuttaa hoitotulokseen myonteisesti valitsemalla
ennustavia muuttujia datajoukosta. Metodilla valitaan riskikaavaan useita potilaiden
muuttujia, komplikaatioriskej&d ennustaviksi tekijoiksi. Tapahtumapohjainen todistus
viitekehys koneoppimismetodi voi tulkita ja ratkaista tehokkaasti uusia kompleksisia
laéketieteellisid diabeteshoidon ongelmia kaytdnndnlaheisissa asiantuntijuutta vaativissa
ongelmissa. Taman koneoppimismetodin on kiistatta osoitettu toimivan diabeteshoidon
diagnosoinnissa, tehostamalla padtoksentekoa vaikeiden laéketieteellisten késitteiden
sisallon  analyysin  ymmartadmisessd. Metodi hyddyntdd aikaisemmin opittua,
sovellusalueen uusien ongelmien ratkaisussa. Tukivektorikone (SVM), satunnainen
metsd(Random Forest), kaltevuussuhteen/mittausnopeuden vahvistaminen(Gradient
boost), Ada Boost ja Gaussian Naive Bayes ovat puolestaan osoittautuneet parhaiksi

dataluokittelijoiksi diabeettisen retinopatian tdsmallisessa havaitsemisessa.

Koneoppimisalgoritmeilla ja tutkimuskuvilla voidaan seuloa diabeettista retinopatiaa
nykyisin hyvin tehokkaasti. Koneoppimista pystytdan soveltamaan aterian jalkeisen
veren glykeemisen vastineen tasmallisessa ennustamisessa, joka mahdollistaa
diabeetikon yksiléllisen ja suunnitelmallisen dieettihoidon. Koneoppimisen ja
datalouhinnan kombinaation avulla voidaan puolestaan edistdd diabetes tutkimuksen
tekoa, bioteknologiaa ja terveystieteitd. Koneoppimiseen perustuva Mhealth sovellus
madrittelee todennakdisyyden joutua diabetes sairauden vaikutuksen alaiseksi. Sovellus
antaa potilaille péaatoksenteon tukea mahdollisuuksista selvitd ilman laékaria tai

ladketieteellista testia.
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Ohjaamattoman koneoppimisen algoritmeista padkomponenttien analyysi (Principal
Component Analysis, PCA) osoitti pystyvan ennustamaan diabetes sairautta. Ohjattu
koneoppiminen ennustaa diabeteksen liitdnndissairauksista johtuvaa sairaalaan
joutumista  suurella  tarkkuudella.  Tilastollista ~ metodia ja  hajautettua
koneoppimistekniikkaa yhdistavaa hybridi metodia puolestaan on kéytetty onnistuneesti
potilaan hoidollisten tavoitteiden saavuttamisessa koskien diabetesta. Tamé osoittautui
parhaaksi koneoppimistekniikaksi ilman kontrollia olleiden diabetes potilaiden kohdalla

antamalla korkeita tarkkuusarvoja.

Ohjatuilla koneoppimisalgoritmeilla ennustetaan diabeteksen kehityskulkua, luokitellaan
vakavuusaste, kyetddn ennustamaan tasmaéllisesti sairaalaan joutuminen ja voidaan
tuottaa tietoa potilasryhman tilasta. Tutkimuksessa havaittiinkin, ettd erityisesti ohjattu
oppiminen, (jossa neuroverkolle syo6tetddn ennalta luokiteltuja naytteitd) edistaa
diabeteksen diagnosointiin liittyvad Kkliinistd paatoksentekoa. Tamé tapahtuu mm.
lisadamalla yksityiskohtaista ja asianmukaista tietoa diabeteksen liitdnnaissairauksista ja
antamalla tehokkaita paatoksenteko tyokaluja paatoksentekijoiden kéayttéon. Ohjatuilla
koneoppimisalgoritmeilla ennustetaan siis diabeteksen kehityskulkua, luokitellaan
vakavuusaste, kyetddn ennustamaan tasmaéllisesti sairaalaan joutuminen ja voidaan
tuottaa tietoa potilasryhman tilasta. Ohjattu oppiminen mahdollistaa ennustavien mallien
luomisen diabeteshoitoon, talléin on mahdollista esim. identifioida sairaalahoitoa ja

laékitysta lahitulevaisuudessa tarvitsevia potilasryhmia.

Ohjattu oppiminen mahdollistaa myds diabeettisen retinopatian riskitekijoiden
tdsmallisen havaitsemisen, ja tdma puolestaan mahdollistaa ennaltaehkdisyohjelmien
yhteydesséd tehokkaan paatoksenteon. Ohjatulla koneoppimisella voidaan ennustaa
diabeteksen tasmallisia tapahtumia laajasti maaritellyistd datajoukoista, joka tekee
sairauden reaaliaikaisen seuraamisen paatoksenteon tukijarjestelmissa helpoksi. Ohjattua
oppimista kayttdmalla voidaan my0s toteuttaa toimiva kakkostyypin diabeteksen
seulontajérjestelmd, joka tuottaa tulokset nopeasti kliinikoiden k&ytt6on ilman aikaa
vievid verikokeita. Ohjatun oppimisen avulla voidaan myo6s hallita lyhytaikaisia ja

pitkdaikaisia sairauden komplikaatioita, ja hoitoa voidaan myds kehittad yksilollisempéén
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suuntaan ja hoitoon sitoutumattomiin riskipotilasryhmiin voidaan myds kohdistaa

interventioita.

Diabeettista munuaissairautta (nefropatiaa) voidaan seuloa tehokkaasti kliinisesté datasta
kayttaen ohjatun koneoppimisen algoritmeista satunnaista metsad (Random Forest) ja
yksinkertaisia logistista regressiometodeita (Simple Logistic Regression Methods).
Muista kroonisista sairauksista, kuten kardiovaskulaarisista sairauksista karsivien
potilaiden joukossa, voidaan koneoppimisen ja elektronisten ladkerekisterien tietokannan
avulla nykyisin toteuttaa ennustava malli diabeteksen sairastumista varten, ja malli antoi
hyvan tarkkuusarvon. Ohjatun oppimisen algoritmia kéyttamalla koneoppimismallilla
voidaan myos ennustaa ja ehkaistd hypoglykeemisia tapahtumia ykkostyypin diabetesta
sairastavissa. Ykkostyypin diabeteksen liittyvien biomarkkereiden kehittymisen
ennustaminen ja sairauden hoitotoimenpiteiden seuraamiseen kyseiselld tekniikalla

kehitetty koneoppimissovellus mallintaa verensokerin dynamiikkaa varsin hyvin.

Ketjujohteiset hermoverkot, myo6ta kytketty hermoverkko, tukivektorikoneet,
gaussilainen prosessi, geneettinen algoritmi ja syva hermoverkot osoittautuivat
tehokkaiksi verensokerin ennustajiksi diabetes potilaiden hoidossa. Diabetes hoidossa
kaytetdan nykyisin paljon moni lineaarisista regressioita ennustemallien kehittdmisessa.
Havaittiin - my06s, ettd diabeteksen liittyvan kaulavaltimon rasvoittumistaudin
kehityskulku voidaan ennustaa kéyttamalla Fisher Score-perusteista  piirre
valitsemismetodia ja sen ennustamiseen voidaan kayttdd Bayers -perusteista
oppimismetodia. Tama koneoppimismetodi on osoittautunut tehokkaaksi nopeasti

edistyvien glukoositoleranssista kérsivien potilaiden tunnistamisessa ja identifioinnissa.

Satunnaisen metsan luokittelijan avulla voidaan empiirisesti tunnistaa vioittumilta
vaikuttavia objekteja. Metodi pystyy suorituskykyisemmin arvioimaan viottuman eri
l&hteitd verrattuna ihmisasiantuntijan arvioon. DeepDR-net syvéoppimis algoritmia
voidaan kéyttdd diabeettisen retinopatian olemassaolon ja luokitellun diabeettisen
retinopatian vakavuusasteen havaitsemiseen. Biomedikaalisista piirteistd voidaan myos
nykyisin ennustaa ja Iidentifioida diabeettista retinopatiaa tehokkaasti kéyttéaen
koneoppimisalgoritmeja. Tukivektorikoneita, paatoksentekopuita, tekoaly

hermoverkkoja ja logistisia regressiota kayttden voidaan rakentaa ennustemalli
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koneoppimisalgoritmeista, jotka saavuttivat korkean AUC arvon. Tukivektorikoneella
toteutetulla koneoppimismetodilla voidaan identifioida insuliinin kaytto ja diabeteksen
kesto uutena tulkinnallisena piirteend avustamaan Kkliinisia péaatoksia riskiryhmien
tunnistamisessa. Satunnaisen metsdan (Random Forest) suorituskyvyn tutkimus
diabeteksen tapahtumien havaitsemiseksi laajan havaintodatan joukosta, on osoittanut

mya0s tarkaksi metodiksi diabetes tapahtumien havaitsemisessa.

Naiivi Bayesilainen antoi korkeita tarkkuusarvoja samoin satunnainen metsa, joka antoi
hieman alempia tarkkuusarvoja. Havaittiin myos, ettd koneoppimismallit voivat olla
kehittdmassa diabetes hoitoa yksiléllisempéaan suuntaan. Koneoppimismalilla pystytaan
nykyisin  my6s ennustamaan yksilollisia eroja diabeetikoiden tulevaisuuden
glykeemisessa reagoinnissa, ja sitd on mahdollista soveltaa mainiosti diabeetikoiden
hoitoon sitoutumisen tasmallisessd mittaamisessa ja heiddn sairaanhoidon tarpeiden
kartoittamisessa. Satunnaisen metsan algoritmeja soveltamalla 16ydetddn sairaalaan
sitoutumisen ennustajat. Tutkimus osoitti myds, ettd osallistumalla koneoppimisen
tayspainoiseen kehittdmiseen, toteuttamiseen ja arvioimiseen hoitohenkilokunta voi

maksimoida koneoppimisesta saadut hyddyt.

Ohjaamattoman koneoppimisen algoritmeista Marginaali-ryvastys klusterointi algoritmin
toteuttamisella pystyttiin ratkaisemaan diabeettisten ruokatuotteiden kykya vaikuttaa
diabeetikoiden taudinkulkuun. Algoritmi soveltui hyvin myo6s ennaltaehkéisevien
toimenpiteiden tai hyddyllisten diabeteksen hoito- ja parannuskeinoihin analysoimalla
niiden sokeria-vapauttavaa-saatd potentiaalia tarkoin. Toisella ohjaamattomalla
koneoppimisalgoritmilla, eli Pa&komponenttien Analyysilla(Principal Component
Analysis)(PCn) ja BCA-integroidun Dmaic kuuden sigman askeleiden kautta on pystytty

my0s saatelemaan diabeettisen potilaan veren sokeripiikkeja.

Koneoppimisella pystytdan lisédmaan tietoaineistoa sairaudesta nopeasti ja toimittamaan
nopeasti kliinistd dataa sitd tarvitseville kliinikoille, ja sairauden vakavuusasteen tasoon
perustuvaa luokittelua pystytddn myos tekemaan erittdin tehokkaasti. Tama tukee myos
reaaliaikaista Kkliinisitd p&atoksentekoa liitdnndissairauksien ilmentyessd, ja ennustavia
biomarkkereita voidaan tunnistaa. Koneoppimisen avulla voidaan ennakoida sairauden

puhkeamista ja taudin kehityskulkua tehokkaasti, ja voidaan myo6s paattdd diagnooseista
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nopeasti ja priorisoida hoitoa onnistuneesti. Koneoppimisalgoritmeilla ja tutkimuskuvilla
voidaan seuloa diabeettista retinopatiaa erittdin tehokkaasti. Koneoppimisella voidaan
mya0s tuottaa sovelluksia diabeteksen itsehoitoon. Nama edelld mainitut asiat voivat myos
luonnollisesti tarjota tehokkaita p&atoksenteko tyodkaluja Kkliinikoille ja vahent&a
rutiininomaisia tehtdvié hoitoprosessissa. Uusista koneoppimistekniikoista &a&rimmaisten
oppimiskoneiden kayttdonotto voi ennustaa potilaan ylipainotilan kehittymisté ja auttaa
my06s ennakoimaan terveysriskejd. Korkea-ulottuvuus koneoppiminen puolestaan voi

ennustaa tasmallisesti diabetes tapahtumia.

Koneoppiminen on erinomainen tyodkalu laajasti lisdantyvan diabetes ongelman
hallinnassa ja siitd aiheutuvien suurten terveydenhoitomenojen Kkustannusten
vahentdmisessa. Tarkasteltaessa sen soveltamista diabetes hoitoon voidaan todeta, ettd
koneoppimismallit mahdollistavat tehokkaan potilas tietoaineiston kasittelyn ja
luokittelun terveydenhuolto-organisaatioissa. Vakavan ja lisdantyvan
kansanterveydellisen ongelman ratkaisemisessa tarvitaan ennen kaikkea tekodalya
hyddyntdvia ratkaisuja. Koneoppimisteknologian  k&yttdonotto voi  tehostaa
huomattavasti tietokoneavusteista paatoksenteontukea terveydenhuollon
ammattihenkildiden keskuudessa. Diabetes hoidossa tdmé voi tarkoittaa mm. kliinikoiden
kognitiivisen kuormituksen huomattavaa vahenemistd. Tama johtuu sairauden
diagnosoinnin  helpottumisesta, taudinkuvan vakavuusasteen havainnoimisen
tehostumisesta, sairauden kehityskulun ennustettavuuden tdsmenemisesta ja parantuneen
koneoppimisella toteutettujen digitaalisen mobiilisovellusten tuoman itsehoito

mahdollisuuden mydtd myds vahentyneesté tyotaakasta.

Ei-tietoon-perustuvan  Kkliinisen  p&atoksenteon  tukijérjestelmén  suunnittelussa
terveydenhoito paikkaan taytyy myos huomioida rajoitteet, joita koneoppimista
hyodyntavilla kliinisilla paatoksenteon tukijarjestelmilla vield on olemassa. Diabeettisen
retinopatian luokittelun tietokoneavusteisessa seulontateknologiassa, pitéisi viela osoittaa
koneoppimisalgoritmien ja tutkimuskuvien kelpoisuus kyseiseen kayttotarkoitukseen
suuremmasta tutkittavan populaation tietoaineistosta. Syvaoppimista hyoddyntavalla
alykkaalla etahoitojarjestelmalld on myos havaittu olevan kliinikoiden keskuudessa viela
puutteita jarjestelman kaytettdvyydessd, joita pitdisi huomioida ennen jarjestelman

varsinaista suunnittelua. Hermoverkkojen hoidosta antamia arvoja ei saisi koskaan myds
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ottaa varsinaisina hoitosuosituksina vaan ndma tulisi tapahtua aina hoitavan laakarin
toimesta. Syvadoppimiseen perustuvien sovellusten algoritmien kayttokelpoinen
toteutettavuus Kliinisiin puitteisiin vaatii vield myds lisanayttoa jatkotutkimusten kautta.
Pitdisi saada lisandyttoa siitd, johtaako algoritmin kayttd todellisuudessa parempaan
hoitoon ja tuloksiin verrattuna nykyisiin silmatautiopin ladkarien arviointeihin.
Ykkostyypin diabeteksen verensokerin dynamiikan mallinnuksessa on havaittu
hybridijarjestelmissa suurimmaksi puutteeksi se, ettd hiilihydraattien ottoa taytyy
arvioida manuaalisesti, jolloin se on altis vakavasti ennustavan suorituskykyyn
vaikuttaville virheille. Koneoppimisella toteutetuilla ennustemalleilla taytyisi myos
osoittaa olevan kiistaton vaikutus diabeteksen ja siihen liittyvien komplikaatioiden
hoidossa, koska koneoppimisella toteutetuilla ennustemalleilla on potilaan hoitotuloksiin

vield varsin niukka tutkimuksellinen naytto.

Tutkimus rajattiin kasittelemaan koneoppimisjérjestelméan soveltuvuutta diabeteshoitoon
ei-tietoon-perustuvan  kliinisen  paatoksenteon  tukijarjestelman  vaatimusten
maadrittelemiseksi. Muiden tekodlypohjaisten tytkalujen ja ratkaisujen kayttoonottoa
tdhan kayttotarkoitukseen ei tutkimuksen puitteissa kasitelty, ja aihepiiri pyrittiin
rajaamaan tasmalliseksi. Tutkimuksen rajoittavaksi tekijoiksi nousi mielestani paljolti
integroivan Kirjallisuuskatsauksen tiedon etsimisvaiheessa oikeanlaisen
hakumerkkijonon  madrittely  relevantin  tutkimuskirjallisuuden  l6ytamiseksi
tietokannoista. Hakujen mukana saattoi tulla mukaan asiaankuulumatonta, irrelevanttia
kirjallisuutta, jota oli karsittava pois katsauksesta. Oikeanlaisen tarkasteluvalin
valitseminen tutkimusaineiston hakemisen yhteydessa oli myos vaikeaa, koska oli vaikea
tietdd, oliko vanhemmissa aikaisemmin julkaistuissa tutkimuksissa jotain tarkeda
tutkimuskysymyksiin  liittyvdd oleellista tietoa. Englanninkielisten tieteellisten,
merkityksiltddén kompleksisten késitteiden ymmaértdminen ja oikea tulkitseminen oli

toisinaan my0s vaikeaa.

Katsauksesta tuli myds varsin laaja, joten tulosten kuvaaminen selvasti ja
johdonmukaisesti synteesin avulla osoittautui melko tyoladksi. Tutkimusaineistoon
valittiin kuitenkin vastikaan julkaistuja puolueettoman tieteellisen arvioinnin lapikdyneita
relevantteja katsaus, tutkimus ja konferenssi artikkeleita. Valitut artikkelit olivat julkaistu

viimeisen viiden vuoden aikana ja niiden sisaltdmd tutkimusndyttd oli saatu aikaan
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suurehkolla otannalla, joten tutkimuksen validiteettia ja reliabiliteettia voidaan pitaa

kuitenkin melko hyvana.

Mielenkiintoinen jatkotutkimus aihe voisi olla koneoppimisen kayttoonottoon liittyvien
suurimpien  ongelmakohtien selvittdminen terveydenhuollon ammattihenkil6iden
keskuudessa, koska koneoppimisjarjestelman matalasta hyvaksymisasteesta on saatu
joissakin terveydenhuolto organisaatioissa tutkimukseen pohjautuvaa nayttoa.
Tutkimuksen tulos osoittaa, miten koneoppimismalleja voidaan hy6dynt&é onnistuneesti
diabeteshoidossa toimivan ei-tietdmyskantaisen Kliinisen péatoksentekojérjestelmén
toteuttamisessa. Jarjestelman onnistunut toteuttaminen mahdollistaa tehokkaan kliinisen
paatdksenteontuen kompleksisissa ja vaihtuvissa tilanteissa diabetes hoidossa erilaisten

sithen liittyvien muuttujien kasittelyssé.

Ei-tietopohjaisten péatoksentekojarjestelmien tarve terveydenhoitopaikoissa lisaantyy
tulevaisuudessa johtuen mm. kroonisten sairauksien, kuten kakkostyypin diabeteksen
lisdantymisestd populaatiossa. Kliinisen péaatoksenteon on kaikilta osin oltava
optimaalista koskien sairauden diagnosointia, toimivia interventioita, vuorovaikutusta ja
hoidon oikea-aikaista toimittamista potilaille. Tutkimuksessa esiin nousseiden
koneoppimismetodien, dataluokittelijoiden ja syvaoppimiseen pohjautuvien neuraalisten
hermoverkkojen huomioiminen diabeteshoidon toimivan kliinisen
paatoksentekojarjestelman vaatimusten madrittelyssa voi hyoddyntda terveydenhuolto
organisaatioita toimivan jarjestelman suunnittelussa ja teknisessa toteuttamisessa

diabetes hoitoon.
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