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Termit ja lyhenteet

Al Keinoily (artificial intelligence).

Aikasarja Perédkkéisind ajan hetkind mitattu muuttujan arvoista
muodostuva data.

Aktivaatiofunktio Neuroniin liitetty funktio, joka méérittdd neuronin vasteen

summatulle painotetulle syotteelle.
Back-propagatio MLP neuroverkon opetusalgoritmi.
Bias Neuroneiden summattuun syotteeseen liséttava vakio.
Biniiri sigmoidifunktio  Epilineaarisiin neuroverkkoihin, aktivaatiofunktiona
kdytetty derivoituva s-kdyrdn tuottava funktio, joka voi
saada arvoja valilta [0,1].
Diskreetti aikasarja Aikasarja, jossa muuttuja voi saada vain tiettyjd arvoja
tiettyind ajan hetkind.

Jatkuva aikasarja Aikasarja, jossa muuttuja voi saada ddrettdmaésti arvoja.

MA Liukuvan keskiarvon aikasarjamalli (moving average).
MAPE Keskiarvoinen absoluuttinen suhteellinen virhe (mean
absolute percentage error).

MAD Keskiarvoinen absoluuttinen poikkeama (mean
absolute diviation).

MLP Multi layer percepron eli monitasoneuroverkko.

MSE Keskiarvoinen neliovirhe (mean squared error).

Neuroni Neuroverkon keinotekoinen aivosolu.

Outliner Aikasarjassa muista arvoista poikkeava arvo.

Painokerroin Sarmaan liittyva luku, jolla syotettd painotetaan.

Percepton Ohjatun oppimisen neuroverkkomalli.

Piiloneuroni Neuroni joka sijaitsee ulostulon neuroneiden ja

syoteneuroneiden vélissa.



Sigmoidifunktio Epaélineaarisiin neuroverkkoihin, aktivaatiofunktiona
kéytetty derivoituva s-kdyrdn tuottava funktio, joka voi

saada arvoja vililtd [-1,1].

Sarma Kytkee neuronit toisiinsa.

SOM Self Organizising Map eli itse organisoituva kartta.
Sydte Neuroverkolle annettu data.

Sydteneuroni Neuroni joihin liitetddn syotedata.

Vaste Neuronin antama tulos.

Vasteneuroni Neuroverkon antama vaste sydtedatalle.

VBA Ohjelmointikieli (visual basic for applications).
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TIIVISTELMA:

Téssd tyOssd tutkitaan miten Multi-Layer-Perceptron -neuroverkolla mallinnetaan
aikasarjoja ja miten luotua mallia voidaan kdyttdd tuottamaan ennusteita mallinnetusta
aikasarjasta. Lisdksi konstruoidaan neuroverkkosovellus, jonka avulla luodaan
ennusteita aikasarjasta ja tutkitaan ennusteiden luotettavuus.

Aluksi tdssd tyOssd tutustutaan aikasarjoihin ja neuroverkkoihin. Aikasarjoista
selvitetddn miten ne madritellddn kuuluvaksi joko jatkuva- tai diskreettiaikaisiin
aikasarjoihin. Tutkitaan my0s, mistd ja miten voidaan pddtelld aikasarjan siséltivén
informaatiota itsestddn, sekd miten ne sen perusteella jaetaan stokastisiin ja
deterministisiin aikasarjoihin. Pohditaan myds sitd, millaisissa prosesseissa aikasarjoja
syntyy ja millaisia ominaisuuksia niilld on.

Neuroverkkoja tutkivassa osuudessa tutustutaan ensin lyhyesti niiden esikuvaan,
aivoihin, jonka jdlkeen tutustutaan keinotekoisen neuronin malliin ja back-propagation-
algoritmiin. Varsinaisten ennusteiden muodostamista varten luodaan edellisten
teorioiden pohjalta VBA-Excel -sovellus joka tuottaa neuroverkon. Neuroverkkoja
luodaan kaksi ja niitd testataan opettamalla niitd eri opetuskierrosméérilld ja parhaan
ennustetuloksen antava verkko valitaan lopulliseksi aikasarjan malliksi.

Lopuksi tutkitaan neuroverkon luotettavuus ennusteen tuottajana. Tadssd tydssd tuotetun
aikasarjan neuroverkkomalli toimi suhteellisen hyvin. Neuroverkkojen kayttd kuitenkin
kdytdnnOssd saattaa tuottaa hankaluutta, niiden vaatiman yksittdisen nimikkeen
aikasarjan opettamisen ja ennusteiden luomisen suhteen, mikéli nimikkeiden mééra on
suuri.
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ABSTRACT:

How Multi-Layer-Perceptron neural network can model time series and how good that
model is to produce forecast for the time series, is the question of this study. A neural
network application is constructed and with that application forecasts are created.

In the beginning of this study, different time series and neural networks are introduced.
The time series are defined to the stochastic or to the deterministic series. It is also
studied, do the time series include information of themselves and what kind off
properties time series do have.

Because the brains are the model of artificial neural network, brains are introduced in
the first part of is study, which studies neural networks. After that, the artificial neuron,
multi layer perception theory and back-propagation-teaching-algorithm are introduced
and used to create a neural network, which is then needed to forecast the time series.

To create the actual forecast, a neural network based Excel-application is created.
Several neural networks are created and studied, the network which gives the best
forecast is then selected to be the final model for the time series.

Finally, the reliability to create a forecast, of the neural network, is studied and
evaluated. The neural network model produced in this study, proved to be relatively
reliable according to the forecasts. In practice, the use of neural network may be
difficult, especially if there are many items, because every item must be taught
individually, which means that every item needs a network of its own.

KEYWORDS: Time series, neural network, forecast, pre-processing, post processing



1. JOHDANTO

Tulevien tapahtumien ennakoiminen on yksi ihmisen luonteenomaisimpia piirteitd.
Mika olisikaan tuottoisampaa kuin porssikurssien tietdminen ennakolta, toisaalta tuskin
kukaan haluaa tietdd tulevaisuudesta kaiken (Pynndnen 1999: 33). Voisi kuvitella
ennalta tietimisen aiheuttavan suuresti ahdistusta jos tietdisi esim. ldheisen kuoleman

tasmadllisen hetken ja kuolinsyyn.

Ennustusmenetelmid on useita, jotkut tieteellisesti hyvdksyttdjd, toiset taas eivit.
Ennustusvélineiksi on kelvannut mm. eldinten sisdelimet, kahvinporot, tdhdet,
sammakot (Pynnénen 1999: 33). Nykyisin joillain tieteenaloilla (esimerkiksi.
meteorologia) on hyvin kehittyneitd matemaattisia malleja joilla voidaan kuvata
ennustettavaa ilmiotd ja kidytettdvissd on suurtietokoneita mallintamaan tapahtumia.
Voidaan todeta, ettd mikéli jollain menetelmélld pddstddn arvaamista parempaan
lopputulokseen, esimerkiksi seuraavan pdivdn tuotteiden kysynndn ennustamisessa,

saatetaan menetelmasté saada taloudellista hyotya.

Tassd tyOssd tutkitaan aikasarjoja ja niiden mallintamista. Erityisesti keskitytdén
aikasarjan mallintamiseen neuroverkolla. Keinodly, eli Al (artificial intelligence)
tekniikoihin luettavien neuroverkkojen kdytto on hitaasti lisddntyméassd myos Suomessa,
niitd ovat kéyttdneet menestyksellisesti muutamat suuret teollisuusyritykset.
Neuroverkot luetaan Al tekniikoihin sen vuoksi, ettd ne tdyttdvdt kolme keinodlyn

madritelmén kriteerid (Haykin 1999: 34):

1. Kykya tallentaa tietdmysta
2. Kykya soveltaa tietdmystd ongelman ratkaisuun

3. Kykyéd muuttaa tietdmystd uuden kokemuksen perusteella

Téssd tyOssd kéytetddin MLP-neuroverkkoa, joka on yksi yleisimmin kéytetyistd
neuroverkoista. Téssd tyossd myds sovelletaan kaikkia kolmea ylld mainittua keinodlyn

madritelmédn kriteerid, tallennetaan aikasarjan malli opettamalla se neuroverkolle,



ennustetaan mallilla aikasarjan tulevia arvoja ja opetetaan neuroverkolle jatkuvasti

aikasarjan mallia, ennustuksen edetessa.

Aikasarjat koostuvat tietyn muuttujan perittéisistd arvoista ajan kuluessa. Aikasarjat
voivat olla jatkuva-aikaisia tai diskreettiaikaisia. TyOssd rajoitutaan diskreettiaikaisiin
aikasarjoihin, jolloin aikaa kuvaava indeksi ¢ voidaan kuvata kokonaislukuna, joskin
tyossd kuvataan myos jatkuva-aikaisen aikasarjan muuntaminen diskreettiaikaiseksi,
ndytteistdimalld. Lisdksi selvitetddn aikasarjojen mallinnuksen perusteita ja perinteisid
metodeja. TyOssd pohditaan my0s sitd, milloin aikasarjasta on ylipddtdén saatavissa
ennusteita ja milloin on kysymys tdysin satunnaisesta prosessista, joka siséltdd vain
valkoista kohinaa (white-noise) (Pynnonen 1999: 35). Mallinnettavana aikasarjana

kaytetddn erddn leipomoalan tuotteen kysyntdd, vuoden 2007 eri viitkonpdivina.

Kyseessd on tuore pdivittdistavaratuote, joten voidaan olettaa hyvistd ennusteesta
saatavan taloudellista hyoOtyd ainakin seuraavilla tavoilla. Tuotetun maéirdn ollessa
riittdva, saa asiakas haluamansa tuotteet oikeana pédivdand. Tama on tirkedd erityisesti
tuoreiden elintarvikkeiden kohdalla, silld asiakasyrityksen saamatta jdényt tuote on aina
menetettyd myyntid. Tuotteen loppukdyttdjd eli kuluttaja on jo tuossa vaiheessa
paattinyt kayttdd jotain korvaavaa tuotetta, joten tilannetta ei voida jalkitoimituksilla
korjata. Lisdksi toimitusvarmuus vaikuttaa myos asiakasyrityksen luotettavuuskuvaan

toimittajasta ja todenndkdisesti se vaikuttaa myds ostojen maédrddn toimittajalta.

Toisaalta, jos tuotetaan liikaa, niin kaatopaikalle "kérrdtddn" sekd tuotteeseen
sitoutunutta tyotd, ettd raaka-aineita. Tdméd on ekologisesti kyseenalaista ja kun
kysymyksessd on elintarvike, on se myds eettisesti kyseenalaista. Tosin puhtaasti
taloudelliselta kannalta katsottuna on jarkevdmpéé tuottaa hieman kysyntdd enemmaén,
kuin liian vdhan. Mikdli muutama tuote jdd myymaéttd, on nithin sitoutunut pddoma
suhteellisen pieni verrattuna saamatta jadneeseen katteeseen. Lisdksi on huomioitava

toimitusvarmuuden heikkeneminen, jos muutama tuote jaa toimittamatta.
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1.1. Tyon tavoite ja rajaus

Tyon tarkoituksena on perehtyd aikasarjan mallintamiseen ja neuroverkkoihin, tuotteen
kysyntdd kuvaavan aikasarjan mallintamisen avulla. Ty0ssd mallinnetaan erddn
péivittdistavaratuotteen kysyntdd vuodelta 2007. Neuroverkon opetukseen kdytetddn
1.3.2004 — 31.8.2005 vélisend aikana keréttyd dataa. Saadulla mallilla ennustetaan
kyseisen tuotteen kysyntédd, syyskuussa 2007.

Tutkimusmenetelmind téssd tydssd kdytetddn teoreettis-empiiristd ldhestymistapaa.
Aikasarjoja koskevassa osuudessa kasitellddn aikasarjan muodostavaa prosessia ja
tutkitaan erilaisia malleja, joilla aikasarjoja voidaan kuvata. Neuroverkkoja
kiasitteleviassd osassa kdydddn ldpi neuroverkkojen perusteita ja paneudutaan
yksityiskohtaisesti MLP-neuroverkkoon ja sen opettamiseen. MLP-neuroverkko on
valittu siksi ettd sen kdyttd on melko yleistd ja se soveltuu hyvin juuri aikasarjojen
mallintamiseen. Lopuksi konstruoidaan MLP-neuroverkko, MS Excel ohjelmistoon

VBA- koodilla.

Empiirisessd osiossa kéytetddn case-tutkimusmetodia. Tutkitaan millainen MLP-
neuroverkko mallintaa annetun aikasarjan riittdivdn hyvin. Lodydetylld MLP-
euroverkolla tehdddn lopuksi yhden askeleen pituisia ennusteita, yhden kuukauden

jokaiselle myyntipdiville.

Tutkimustulos koskettaa titd tiettyd, tutkimuksen kohteena olevaa aikasarjaa, eikd ole
siten suoraan yleistettdvissid koskemaan muita aikasarjoja. Tulos antaa kuitenkin viitteitd

siitd, miten hyvin MLP- neuroverkolla voidaan vastaavan kaltaisia aikasaroja mallintaa.

Lopuksi analysoidaan ennustetulos, laskemalla erilaisia ennusteen luotettavuutta
kuvaavia tunnuslukuja, kuten keskiarvoinen absoluuttinen poikkeama MAD (mean
absolute deviation) ja keskiarvoinen nelidvithe MSE (mean squared error). Ennusteen
tarkkuus on sitd parempi mitd pienemmét arvot, samalla aikavililld, MAD ja MSE

saavat. Lisdksi lasketaan keskiarvoinen absoluuttinen prosenttivirhe MAPE (mean
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absolute percentage error), joka kertoo sen kuinka suuria ennustevirheet ovat suhteessa

todellisiin arvoihin.

Tutkimuskysymykset:

1. Millainen MLP- neuroverkko soveltuu aikasarjojen mallintamiseen?

2. Kuinka tarkkoja ovat yhden askeleen ennusteet?
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2. TAUSTATEORIAT

2.1 Aikasarjat

Aikasarja kuvaa jonkin saman numeerisen suureen kehitystd ajassa ¢. Aikasarja
muodostetaan mittaamalla halutusta prosessista suureen x arvoa ajan hetkilld {..., t0,

t+1, t+2, t+3, ...}. Aikasarjan muodostava kaava on till6in

Xto, X v, X L X 113 (1)
missd X = suureen arvo

t = ndytteiden vélinen ajanjakso

Aikasarjoja voidaan muodostaa mistd tahansa sellaisesta prosessista, joka tuottaa
mitattavia numeerisia arvoja, kuten esim. asiakasmiérit, tuotteen kysyntd, 1dmpdotila,
porssikurssit jne. Mikili aikasarjan yksittdinen arvo riippuu jossain mairin tai tiysin
sarjan edellisistd arvoista, niin silloin aikasarja sisdltdd informaatiota itsestddn.
Informaation avulla aikasarjaa analysoimalla voidaan tuottaa sellainen aikasarjan malli

jolla voidaan ennustaa aikasarjan tulevia arvoja.

Aikasarjat voidaankin niiden ennustettavuuden perusteella jaotella stokastisiin ja
deterministisiin aikasarjoihin. Aikasarja on deterministinen silloin kun ennustettava
aikasarjan niyte madrdytyy tiysin edellisten arvojen perusteella. Tdlloin aikasarjan arvo
kullakin hetkelld voidaan ratkaista funktiosta joka kuvaa aikasarjan sen edellisistd
arvoista. Aina ei ole selkeidsti ndhtdvissa se, ettd aikasarja on deterministinen, téllaisia
sarjoja voivat olla tietyt kaoottiset sarjat. Tutkittavat aikasarjat eivdt kuitenkaan
useinkaan ole deterministisid. Aikasarjan syntyyn vaikuttavaan prosessiin liittyy
deterministisen osan lisdksi jokin tuntematon sfokastinen muuttuja jota ei pystytd
ennustamaan. Aikasarjan koostuessa pelkéstddn stokastisista muuttujista sen
ennustaminen on mahdotonta ja aikasarjaa kutsutaankin silloin valkoiseksi kohinaksi
(white-noise). (Pynndnen 1999: 35.) Tillaista valkoista kohinaa on esimerkiksi
analogisen TV:n "lumisade", tdlloin ei mydskddn ole 10ydettidvissd autokorrelaatiota

perittiisten suureiden suhteessa toisiinsa. Autokorrelaatio kertoo onko aikasarjan
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ndytteiden vélistd korrelaatiota & viiveelld. Autokorrelaatiot », eri viiveilld &, voidaan

laskea seuraavalla kaavalla.

N—k

z (‘xt o ‘;C)(xt+k o ;C)
ro =2 ) 2)

N

> (x, - )’

missd
7, = autokorrelaatio viiveelld k,
x; = aikasarjan ndytteen arvo ajan hetkelld t,

x = aikasarjan niytteiden keskiarvo (kaava 3),
N = aikasarjan niytteiden maara.

Aikasarjat jaotellaan lisdksi niiden aikasekvenssin perusteella jatkuva-aikaisiin ja
diskreettiaikaisiin aikasarjoihin. Aikasarja on jatkuva-aikainen, kun mitattavaa suuretta
voidaan havainnoida jatkuvasti ajan suhteen. Télloin suureesta saadaan mitattua arvo
mind ajanhetkend tahansa, tdstd esimerkkind analoginen radioldhetys. Télloin aikasarjan

aikaindeksi t, on reaaliluku.

Diskreettiaikainen aikasarja sisdltid mitatut suureen arvot, mitattuna aina ennalta
madriteltyind, tiettyind ajan hetkind. Mittausten aikavéli on tasapituinen koska analyysia

on vaikea soveltaa satunnaisina hetkind mitattuun dataan.

Ympiroivdssd luonnossa esiintyvistd aikasarjoista valta osa on jatkuva-aikaisia, kuten
valon mééra ja ldmpotila eri vuorokauden aikoina. Aikasarjojen analysoinnissa téllaista
jatkuva-aikaista aikasarjaa on kuitenkin hankala késitelld tietokoneilla, siksi tutkittavat

aikasarjat muunnetaan diskreettiaikaiseksi ndytteistimalld tai summaamalla.

2.1.1 Naytteistys ja summaaminen

Naytteistys tarkoittaa sitd, ettd esimerkiksi A/D-muunnin (analog/digital) muuntaa
jatkuva-aikaisen analogisen signaalin diskreettiaikaiseksi ja digitaaliseksi. Naytteenotto
tapahtuu aina jotain tiettyd taajuutta kdyttden, mitd suurempi taajuus sitd tarkempi malli

alkuperdisestd signaalista saadaan. (Huttunen 2005: 1).
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Néytteenottoteoreema (sampling theorem) kertoo mikéd on riittivd ndytteenottotaajuus
signaalille. Naytteitd otetaan signaalista ajanhetkilld 0, T, 2T, 3T, 4T, ... ja signaalin
noina ajanhetkind saamat arvot tallennetaan. Jatkuvasta signaalista kdytetddn merkintid
X:(f) missd ¢t € R, niytteistyksen tuloksena saadaan lukujono X(n), jolle on voimassa
ehto X(n) = Xc(nT) missd n =0, 1, 2, 3, ... ja T= kahden peréttiisen ndytteen aikavili.
(Huttunen 2005: 3).

1] S S RPN, R FnononananaEan Pegf/aanananans
/ . A\

/ \ H/ L/
E \ /i . /
: Y I S /
_0_5_.....\: ........................ !,f..:, .............. ...... ‘.\ ....... {
: 3 : : k
) i i i i i
0 T T K1) 4T 5T 6T

Kuva 1. Niytteistys taajuudella T

Naytteenottotaajuus (sampling frequency) on vakion T kéénteisluku Fs = 1/T. Mikaéli
ndytteenottotaajuus on liian pieni, tapahtuu alindytteistystd (aliasing), tilloin kahdella

eri (kuvassa 2) signaalilla voi olla samat ndytearvot. (Huttunen 2005: 4).

0 T T aT a7 5T

Kuva 2. Niytteistystaajuus on liian pieni.

"Jatkuva-aikainen signaali voidaan muodostaa uudelleen ndytearvoistaan,
jos ndytteenottotaajuus fs on vdhintddn kaksi kertaa niin suuri kuin
signaalin sisdltamd suurin taajuuskomponentti” (Huttunen 2005: 4).
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Summaaminen tarkoittaa sitd, ettd esimerkiksi summataan tutkittavan nimikkeen
kysyntd, pidivd-, viikko-, kuukausi- tai vuositasolle, sen sijaan ettd kiytettdisiin

yksittdisid asiakastilauksia.

2.1.2 Aikasarjojen ominaisuuksia

Aikasarjojen mallinnuksessa pyritddn 10ytdmdin malli, joka kuvaa aikasarjan
muodostavan prosessin siind méérin, ettd voidaan mallin avulla joko ennustaa tulevia
arvoja tai ymmadrretddn miten sarja muodostuu. Mallia luotaessa pyritddn aikasarjasta
laskemaan ja erottelemaan tiettyjd arvoja, joiden on havaittu vaikuttavan aikasarjan

muodostumisprosessiin. Aikasarjojen ominaisuuksia ovat:

Stationddrisyys

Stationdirisyys tarkoittaa sitd, ettd aikasarjan tilastolliset ominaisuudet kuten:

Keskiarvo x,

n

xi
i=1

n 3

= (3)

missd x, = ndytteen arvo indeksissd i ja

n = ndytteiden mééra.

Keskihajonta S,

; (4)
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Varianssi S*

n

Z(Xi _56)2
S2 — =l
n—1 (5)

ja autokorrelaatio (kaava 2) ovat muuttumattomia tai muuttuvat vain vdhdn, ajan

suhteen.
Trendi

Trendi on aikasarjan muodostavassa prosessissa ominaisuus, joka vaikuttaa pitkdlld
aikavililld. Esimerkiksi tehtaan tuotantomédrd on pitkdlld aikavélilld tarkasteltuna
nouseva, jolloin trendi on siis nouseva. Lyhyissd aikasarjoissa on vaikeaa hahmottaa
trendid. Trendi voidaan joskus esittdd suunnilleen suorana viivana, mutta sen muoto voi
olla my6s eksponentiaalinen tai vaikka S-kdyréin muotoinen. Trendi voi johtua vaikkapa
vdestonkasvusta, muutoksissa elinolosuhteista, teknologisesta muutoksesta tai
tuottavuuden lisddntymisestd. Aikasarjasta tdytyy poistaa kausi- ja suhdannevaihtelu

jotta trendi saadaan esiin.

Jotta aikasarjaa pystyttdisiin lineaarisella mallilla ennustamaan, on usein vélttimatonta
poistaa trendi aikasarjasta. Trendin poistaminen aikasarjasta tapahtuu siten, ettd
differoidaan, eli korvataan jokainen aikasarjan ndyte x, arvolla x; - x,;, eli lasketaan

erotus.
Suhdannevaihtelu

Suhdannevaihtelu voi olla vaikkapa muutaman vuoden mittaista, esimerkiksi yleisen
taloudellisen tilanteen vaikutusta. Yleensd suhdannevaihtelu on hidasta ja vaikuttaa

aikasarjaan ldhes trendin tavoin ja ndin ollen niitd voikin olla vaikea erottaa toisistaan.
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Kausivaihtelu

Kausivaihtelu on samankaltaista kuin suhdannevaihtelu, mutta sen sykli on nopeampaa.
Kausivaihteluita voi esiintyd esimerkiksi neljinnesvuosittain, kuukausittain, viikoittain
tai jopa péivittdin. Kausivaihtelut esiintyvét toistuvina jaksoina. Kausivaihteluiden syitd
voivat olla mm. ldmpdtila, vuodenaika ja lomakaudet. Esimerkiksi vuodenajat
vaikuttavat merkittdvistti mm. kesd- tai talviurheiluvélineiden myyntiin, aiheuttaen

kausivaihtelua.

Kausivaihtelu pyritdédn tilastoissa useimmiten poistamaan, vertaamalla mittaustulosta
vuoden takaiseen samaan Kyseiseen ajankohtaan, siis esimerkiksi vertaamalla tdmén

vuoden heindkuun tyottdmyyslukua, heindkuun tyottomyyslukuun viime vuonna.
Jaksollisuus

Jaksollisuus esiintyy aikasarjassa sddnndllisind muutoksina tiettyind ajanjaksoina.
Jaksollisuudelle ei aina 10ydetéd selkedd syytd, mutta esimerkiksi elintarvikemyymaéldn
myynti eri vuorokaudenaikana ja viikonpdivdnd muodostavat omat jaksonsa
aikasarjassa. Jaksollisuus voidaan poistaa jakamalla aikasarjan arvo kunkin jakson
keskiarvolla tai mikili jakson pituus on tiedossa, voidaan laskea jakson pituuden pédédssa
toisistaan olevien arvojen erotus, jokaiselle aikasarjan ndytteelle x¢ - xz-/ , missd / on

jakson pituus.
Satunnaisvaihtelu

Satunnaisvaihtelu on se aikasarjan tuottaman prosessin osa, joka on nimensd mukaisesti
satunnaista, eli se osaltaan aiheuttaa ennustemallin virheet. Aikasarjoja analysoitaessa
pyritddn edelld mainituille tekijoille 10ytdméadn mahdollisimman hyvin niitd kuvaavat
mallit. Satunnaisvaihtelusta ei yleensd saada mitddn irti, mutta se tiytyy pystya

erottamaan kausivaihteluista, suhdannevaihteluista ja trendista.
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2.1.3 Ennustaminen ja aikahorisontit

Aikasarjan ennustamista varten luodaan sitd kuvaava matemaattinen malli. Tdssd on
otettava huomioon se, millaisella aikahorisontilla ennusteita on tarkoitus tehda. Lahes
poikkeuksetta on niin, ettd lyhyenajan ennusteet ovat tarkempia kuin pitkénajan
ennusteet. Taloudellista toimintaa suunnitellaan moniin eri tarkoituksiin, siksi tarvitaan
erilaisia ennusteita eri suunnitteluhorisonteille. Ennusteen aikahorisontin ja sithen
perustuvan pditoksen tulisi aina kohdata. Mikéli siis ennuste tehddin seuraavalle
pdiville, ei sen perusteella pidd tehdd péaatoksid seuraavalle viikolle. (Buffa & Sarin

1987: 54.)

Ennusteiden eri aikahorisontit riippuvat ennustettavasta muuttujasta ja siitd
tarkoituksesta mihin ennuste tehddén. Ennustettavan aikasarjan aikafrekvenssi voi olla
esimerkiksi muutamista millisekunneista useisiin vuosiin. Aikahorisontin pituus on néin

ollen suhteellinen kisite. (Granger 1989: 6-7.)
2.1.4 Aikasarjojen mallinnusmenetelmid
Aikasarjan mallintamiseen on useita eri menetelmid kuten (Buffa 1987: 55):

- naiivit mallit

- klassinen aikasarja-analyysi

- liukuvan keskiarvon mallit

- autoregressiiviset mallit

- eksponentiaalisen tasoituksen mallit

- Box-Jenkins malli.

Seuraavaksi kdydain néistd lavitse liukuvan keskiarvon malli, MA (moving average) ja
klassinen aikasarja-analyysi, jotta saadaan hieman kisitystd siitd miten aikasarjoja
perinteisesti on mallinnettu. Tdssd tydssd kdytettyyn neuroverkkomalliin perehdytddn

kappaleessa 2.2. Neuroverkot.
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Liukuvan keskiarvon mallit MA (moving average)

Liukuvan keskiarvon mallia voidaan kéyttd4 silloin kun datassa ei ole néhtivissa trendid
tai kausivaihteluita. Mikili datassa on trendi, niin MA malli laahaa trendin peréssa.
Liukuvan keskiarvon menetelméssd lasketaan ennuste aiempien toteutuneiden
havaintojen keskiarvona. Liukuvan keskiarvon jaksojen médrd madrittdd sen, kuinka
monen aiemman havainnon keskiarvo lasketaan. Jos kin arvo on suuri, myos
vanhemmat havainnot vaikuttavat ennusteeseen ja taas pienilld k:in arvoilla vain

tuoreimmat havainnot otetaan huomioon. MA mallin matemaattinen esitys on seuraava.

n
Z X

— =
y P (6)

missé,

y = tulevan jakson ennuste,

n = keskiarvon laskennassa kéytettdvien jaksojen mééra ja
x . = aikasarjan aikaisemmat arvot ajanhetkilld 7-i .

Liukuva keskiarvo voidaan laskea my0s painotettuna, painottaen tilloin tuoreita
havaintoja vanhoja havaintoja enemmin. Painotetun MA mallin matemaattinen esitys

on seuraava.

Y= Z WiX; | 7)

missé,

y = tulevan jakson ennuste,

n = keskiarvon laskennassa kéytettdvien jaksojen méaéra,
x . = aikasarjan aikaisemmat arvot ajanhetkilld ¢-7 ,
painokertoimet wy, wa, ..., w, >0ja X w;=1.

Klassinen aikasarja-analyysi

Klassisessa aikasarja-analyysissd (decomposition methods for time-series) yritetidn

mallintaa aikasarjan muodostavat komponentit, ndmid komponentit vaikuttavat
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ennusteeseen. Aikasarja ei endd tdlloin ole stationdérinen, vaan sen keskiarvo ja hajonta
muuttuvat ajan kulussa. Kullekin komponentille hahmotellaan oma matemaattinen malli
ja lopuksi mallit yhdistetddn yhdeksi malliksi. Luotua mallia kédyttden voidaan

aikasarjan tulevia arvoja ennustaa.

Klassista aikasarja-analyysid voidaan kéyttdd tulevien arvojen ennustamiseen
eripituisilla aikahorisonteilla. Klassista aikasarja-analyysid voidaan ennustamisen lisdksi
kiyttdd myOs vilineend aikasarjojen kéyttdytymisen ymmartdmiseen. Klassisten
aikasarja-analyysien ennusteet eivdit komponenttien erottelun vaikeudesta johtuen aina
toimi kovin hyvin kdytdnndssd. Komponentteihin pilkkominen voi kuitenkin auttaa
hahmottamaan prosessiin vaikuttavat mekanismit ja I6ytdimddn piilevdn kasvun tai

laskun. (Hanke et al. 2001, 144.)

Klassisen aikasarjan ndytteen arvo X, ajan hetkelld ¢ ajatellaan koostuvan neljista
(aiemmin esitellyistd) eri komponentista. Aikasarja voidaan tdlloin esittdd sen

komponenttien summana.

Xi=T,+Ci+ S+ R, ()
missi

X; = aikasarjan arvo jaksolla ¢,

T; = trendi (trend) jaksolla ¢,

C; = suhdannevaihtelu(cycle) jaksolla ¢,

S; = kausivaihtelu(season) jaksolla ¢,

R, = satunnaisvaihtelu (resedual error) jaksolla z.

Edelld mainittujen menetelmien liséksi on olemassa ns. kausaalit menetelmdt. Namai syy
- ja seuraus menetelmaét yrittdvét mallintaa yhteyden eli syyn riippumattoman muuttujan
ja/tai muuttujien suhteen. Esimerkkind voitaisiin mainita mainoskampanja ja sen
vaikutus myyntiin. Téllaisia muuttujia eivit klassiset aikasarja-analyysit ota huomioon.
Kausaalisia malleja voidaan kayttda silloin kun on olemassa voimakkaita syy- ja seuraus
suhteita, ja ne ovat tiedossa. Kausaalisia malleja ovat mm. regressiomallit,
ekonometriset mallit ja neuroverkot. (Jain 2002, 19-20). Niistd neuroverkot tekevét

poikkeuksen siind mielessd, ettd niistd ei yksittdistd muuttujaa pystytd erottamaan. Tadma
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johtuu siité, ettei eri muuttujia voida erottaa, koska kaikki aikasarjaan tallentuva "tieto"

on tallennettuna sdrmien painokertoimiin niin sanottuihin vapaisiin parametreihin.

2.1.5 Aikasarjadatan esikésittely

Poikkeava ndyte on aikasarjassa esiintyvi, ympdristdstddan voimakkaasti poikkeava arvo
(outliner). Se saattaa olla todellinen mittausarvo, joka syntyy poikkeuksellisissa
olosuhteissa, tai mittaushdiridstd johtuva virheellinen arvo. Poikkeavat ndytteet saattavat
vaikuttaa oleellisesti mallinnustulokseen, mikéli niiden vaikutusta ei huomioida. Lisaksi
datassa saattaa olla "aukkoja" eli arvo puuttuu joltain tietyltd jaksolta, jostakin syysta.
Yleensd aukot tdytetddn kdyttdmalld joko keskiarvoja tai interpoloimalla vastaava arvo.
Kuvassa 3 on esimerkki tilanteesta, jossa on yksi muista tdysin poikkeava arvo ja yksi

puuttuva arvo.
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Kuva 3. Esimerkki outlinerista.

2.2 Neuroverkot

Téssd luvussa tutustutaan neuroverkkojen teoriaan ja perusteisiin. Neuroverkkojen
yhteydessd puhutaan usein neurolaskennasta, joka on itse asiassa sama asia.
Neuroverkkojen innoituksen ldhteend on ollut ihmisen aivojen toiminta ja niiden

“matkiminen”. Neuroverkko koostuu yleensd muutamasta neuronista, aina tuhansiin
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neuroneihin. Neuroverkkoja toteutetaan sekd ohjelmallisesti, ettd erityisind

neurovirtapiireind.

Neuroverkon arkkitehtuuriin vaikuttaa ratkaistavan ongelman luonne ja se mité
opetusalgoritmia kdytetddn. Neuroverkot voidaan jakaa kolmeen eri ryhméén, niiden

arkkitehtuurin perusteella.

1. Yksikerros tai monikerros eteenpiin syottd Perceptron -verkko (Single/Multi -Layer
Feedforward Networks) on verkko jossa on yksi tai useampi taso, téllainen verkko
tallentaa kuvauksen sivujen painokertoimiin, syotteestd vasteeseen. Perceptron verkko
opetetaan valvotulla oppimisella.

2. Itse organisoituva kartta, SOM (self organisation map). Kohosen kehittdama SOM luo
topologisen kuvauksen tutkittavasta datasta. SOM perustuu ohjaamattomaan
oppimiseen.

3. Takaisin kytketty verkko (Recurrent Networks). Tunnetuin takaisin kytketty verkko
lienee Hopfieldin-verkko, jota on kdytetty mm. assosiatiivisena muistina ja

optimointitehtdvissa.
Neuroverkot soveltuvat erilaisiin  tehtdviin  niiden  arkkitehtuurin  mukaan.
Neuroverkkojen soveltuvuus eri ongelmien ratkaisemiseen Tekesin raportin mukaan

esitetddn taulukossa 1. (Koikkalainen 1994.)

Taulukko 1. Neuroverkkojen soveltuvuus eri tehtéviin.

Neurolaskennan menetelmien soveltuvuus erdisiin tilasto- ja taloustehtaviin
Neuroverkko- Tilastollinen Aikasarjat ja Tilastoliedon Oplimointi,
menetelmi mallinnus cnnusteet profilointi esim. logistinen
Ohjattu oppiminen 2] o
(MLP, Backprop) L o
Ilseorganisaatio [5) P
(SOM, ART... ) . .
Tilansiirtoverkot o ] — &
(Hopfield,Bolzmann)
@ =hyvisovelivuus;  © = sovelluu erdissd tilantcissa; — =i sovellu
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Neuroverkoilla on mm. seuraavia hyodyllisid ominaisuuksia (Haykin 1999: 2-6):

1. Epélineaarisuus. Mallinnettu neuroni voi olla joko lineaarinen tai epidlineaarinen.
Epélineaarisuus on tirked ominaisuus esimerkiksi puheen késittelyssa.

2. Syote-vaste kuvaus. Neuroverkkoa opetetaan ohjatusti, satunnaisilla néytteilld kohde
datasta (painokertoimia muuttamalla), kunnes syotteen ja vasteen vilinen ero on haluttu.
Opetuksen jilkeen annettu samankaltainen sydte antaa saman vasteen eli neuroverkko
kykenee yleistiméddn oppimansa ja muodostaa sydte-vaste kuvauksen verkkoon. Tdma
on luokittelussa kayttokelpoinen ominaisuus.

3. Mukautuminen. Neuroverkoissa on sisddnrakennettu kyky sdétdd painokertoimia
ympiriston mukaan. Tdmad mahdollistaa sen, ettd johonkin tilanteeseen opetettu
neuroverkko voidaan helposti opettaa uuteen muuttuneeseen tilanteeseen. Tama
ominaisuus tekee neuroverkoista kayttokelpoisen tydkalun hahmontunnistukseen,
signaalinkésittelyyn ja erilaisiin sdétotehtaviin.

4. Neuroverkot ovat virheensietokykyisid. Kuten esikuvansa aivot, nekin sietivit
datassa kohinaa.

5. Neurobiologinen analogia. Neuroverkkojen malleilla on pyritty jdljittelemédn

luonnollista toimintaa.

2.2.1 Neuroverkkojen esikuva

Ihmisen hermojérjestelméd voidaan kuvata kolmen tason jéirjestelmédni. Aivot toimivat
jarjestelmin keskuksena, ottaen jatkuvasti vastaan informaatiota aistinelimilté ja tehden

péétoksid siitd miten informaatioon reagoidaan (Haykin 1999: 6).

Arsykkeet Aistit

Y

A 4

Aivot
(Neuroverkko)

vaikuttimet Reaktio

—

—

P
<

A

Kuva 4. Thmisen hermojérjestelma.

Aivot ovat neuroverkkojen esikuva. Thmisen aivot késittelevit tietoa eri tavalla ja

tehokkaammin kuin tietokone. Aivot oppivat kokemuksesta ja tallentavat tietoa
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neuronien vélisiin yhteyksiin eli synapseihin. Tétd oppimista pyritdén neuroverkoilla

mallintamaan. Aivot muuttavat ja vahvistavat yhteyksid "tulittamalla" (fires) aksonien

vélitykselld. Yhteydet voivat olla joko sdhkdisid tai kemiallisia impulsseja. (Haykin

1999: 1-2).

Kuva 5. Aivosolut ja niisté ldhtevét aksonit.

"Aivot ottavat vastaan, varastoivat, kdsittelevdt ja tuottavat
informaatiota — ja tietdvdt tekevdnsd niin. Ihmisaivoissa tdhdn tyohon on
valjastettu noin 100 miljardia hermosolua, jotka muodostavat tiettdvdsti
vhtendisen verkon. Hermosoluilla eli neuroneilla on seuraavia tehtdvid:

1) ottaa vastaan muista soluista tulevia impulsseja ja "laskea" oma
signaali eli muihin neuroneihin ldhetettdvd viesti sisddn tulevan
informaation funktiona,

2) kytkentojen voimakkuuksia ja solun sisdistd tilaa vastaanotettujen
muita apurakenteita kuten kalvostoja, nestetiloja ja verisuonia”

http://www.biomag.hus.fi/braincourse/luentomoniste2001.html

Ihmisaivojen tehokkuutta kuvaa hyvin se, ettd niiden laskentakyky perustuu arviolta 10
biljoonan aivosolun ja niiden noin 60 triljoonan synapsin yhteyksiin. Energiaa aivot

kuluttavat vain noin 10 -16 joulea / operaatio / sekunnissa. (Haykin 1999:6).

Erityisesti hahmontunnistuksessa aivot ovat lyomattomat. Esimerkiksi oheisessa
kuvassa on riittdvésti informaatiota ihmisaivoille. Kyseessd on maata haistelevan
Dalmatiankoiran hahmo, kuvattuna vasemmalta sivulta. Kuvan 6 sisidltimén

kompleksisen informaation kuvaamiseen algoritmiksi tietokoneelle ei toistaiseksi ole
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ratkaisua. Miten kuvata mitkd mustat ldikdt kuuluvat koiraan, mitkd muuhun

ymparistoon? (Freeman & Skapura 1992: 2).

Kuva 6. Dalmatiankoiran hahmo (Freeman 1992: 3).

Selvdd on, ettd nykyisilld tietokoneilla ei voida ihmisaivojen kaltaista massiivista

rakennetta toteuttaa. Parhaimmillaankin, suurimpiin kuluvalla supertietokoneella,

pystytddn simuloimaan hiiren ajattelua n.10 sekuntia. Jotkut tekodlyn tutkijat ovat sité

mieltd, ettei koskaan tulevaisuudessakaan piddstd ldhellekdén ihmisaivojen veroista

konetta.

"Kdytinnén  tekodlytutkimus ei  endd  haaveile  rakentavansa
ihmisenkaltaista dlykdstd robottia, vaan tavoitteet ovat
vaatimattomammat. Tekodlyn voisi sanoa olevan tietorakenteiden ja
algoritmien kehitystd tietdmyksen esittdmiseen, pdtevdn pddittelyn
suorittamiseen sekd dlykkddn jdrjestelmdn  tavoitteiden kannalta
parhaiden toimintojen valitsemiseen."

(Kokkarinen & Ala-Mutka 2002: 305).
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2.2.2 Neuroverkon rakenne

Edelld kuvattua informaation siirtoa ja yhteyksid pyritddn siis keinotekoisilla
neuroverkoilla jiljittelemddn. Verkko muodostuu keinotekoisista neuroneista ja niiden
aktivaatiofunktioista sekd sdrmistd ja niiden painokertoimista. Laskenta tapahtuu siten,
ettd syOte annetaan piiloneuroneille painotettuna summana, niiden ulostulo toimii

seuraavan kerroksen syotteend ja viimeiseltd kerrokselta saadaan koko verkon vaste.

Neuronin tarkoitus on mallintaa aivosolun toimintaa. Yksittdinen neuroni on “tyhma”,
se osaa vain ottaa vastaan painotettuna syotteen ja antaa ulos sithen liitetyn

aktivaatiofunktion arvon. Keinotekoisen neuronin (perceptron) malli (Haykin 1999: 11):

Ve =0 wyx) ©)
=0

missé,

Yk = neuronin k vaste,
@ (.) = neuronin aktivaatio funktio,

X, X5, ..., X, = neuronin saamat syotteet ,
W1, W2, ... , Wkm Sdrmiin m liitetyt painokertoimet.
:
Xn
X
Aktivaatio
funktio

Syotteet < X ( : )
Y @—} o () —> Vaste yx

X —

Kuva 7. Keinotekoisen neuronin malli (sy6tteet, neuroni ja vaste).
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Jarjestettdessd nditd neuroneita rinnakkain ja perdkkiin, alkaa niiden yhteistuloksesta
syntyd "jarked". Yksikerroksisella verkolla voidaan mm. tehdé lineaarista luokittelua,
mutta se ei pysty mallintamaan epélineaarisia tapahtumia. Kun verkkoon lisdtdin
véahintddnkin yksi lisdkerros ja aktivaatiofunktio on epélineaarinen, niin verkko kykenee

oppimaan epilineaarisia malleja.

Kun kuvan 8 mukaisia neuroneita asetetaan véhintddn kaksi kerrosta ja rinnakkain,

saadaan niin sanottu monikerrosneuroverkko MLP (multi layer perceptron).

Sydteneuronit Piiloneuronit  Vasteneuronit

Kuva 8. Monikerrosneuroverkko.

MLP-verkko on kuvaus y = F' (w, x), joka muodostuu sisdéntulon x ja ulostulon y vililld
painokertoimien w avulla. Tdmé kuvaus on epélineaarinen funktio. MLP-verkko, jossa

on yksi piilokerros, voidaan matemaattisesti esittda kaavalla:

q P
— 2 2 1 1
Ve = f(wy, +ijkf(W0j +Zwl.jxl.)), (10)
j=l1 i=1

missi

v = k:nen ulostulo neuronin vaste,
w?, = ulostuloneuronien sdrmiin liitetyt painokertoimet,
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w,, = piiloneuronien sdrmiin liitetyt painokertoimet,

X, Xo, ..., X, = verkon saamat syoétteet .
Huom! Yldindeksi w’, ei ole potenssi vaan kertoo verkon neuronin tason.

Verkolle annetaan sydte suoraan sydteneuroneihin yksi kerrallaan. Sydteneuroneissa ei
ole toiminnallisuutta, ne vain vastaanottavat tiedon. Tieto siirtyy painotettuna summana
piiloneuroneille.  Piiloneuroneiden  reagointi  vasteeseen  riippuu  niiden
aktivaatiofunktiosta. Viimeiseltd neuroni kerrokselta saatu vaste on verkon lopullinen

vaste.

Opetusvaiheessa lasketaan verkon virhe. Virhe syoétetddn takaisin verkkoon
pdinvastaisessa jdrjestyksessd ja painokertoimia pdivitetddn lasketun virheen mukaan
kunnes verkon virhe on joko minimoitunut tai haluttu virhetaso saavutettu. Tata

selvitetddn tarkemmin luvussa 2.2.4 neuroverkon opettaminen.

Aktivaatiofunktio on neuronin "sisdlld" ja vaikuttaa sithen miten saatuun syotteeseen
reagoidaan. Syotteiden painotetun summan ja aktivaatiofunktion antama tulos toimii
seuraavan kerroksen syotteend ja viimeiselld vastetasolla niiden yhteensd tuottama tulos

on siis verkon vaste.
Kolme eniten kaytettyd aktivaatiofunktiota (Haykin 1999):

Treshold
(11)

ljosv=>0
0josv<0

P (v)=

missd v = syotteiden painotettu summa.

Treshold funktiota kiytetddn yksikerrosverkoissa.
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Binddrinen sigmoidi

1
@(v) :m, (12)

missi
v = syotteiden painotettu summa ja
a = muutosnopeusparametri.

Binédérinen sigmoidi antaa arvon vilille 0 — 1, se soveltuu mm. sellaisiin verkkoihin,
jossa mallinnettava data on epélineaarista, eikd saa negatiivisia arvoja (esim. tuotteen

kysyntd eri viikonpéivind).

Bipolaarinen sigmoidi

l_e—av
V)= —
o(v) e (13)

missi
v = syotteiden painotettu summa ja
a = muutosnopeusparametri.

Bipolaarinen sigmoidi antaa arvon vililtd -1 — 1 ja soveltuu sellaisiin verkkoihin joissa

mallinnettava data on epélineaarista ja voi saada my0s negatiivisia arvoja.
2.2.4 Neuroverkon opettaminen

Neuroverkkoa voidaan opettaa sekd ohjatulla ettd ohjaamattomalla oppimisella.
Ohjaamattomaksi oppimiseksi kutsutaan tilannetta, jossa verkolle ei "nédytetd" oikeaa
tulosta vaan sen on lOydettdvd itse tasapainotila. Téllaista ohjaamatonta oppimista
kaytetddn esimerkiksi SOM verkoissa siten, ettd verkolle "ndytetddn" opeteltavasta

datasta ndytevektori. Sitd euklidisesti ladhinné olevan neuronin sédrmié painotetaan lisaa.

Tassd tyOssd kéytetddn ohjattua oppimista. Opettajalla on tdssd tapauksessa tietoa

aikasarjasta, jota neuroverkon tulee mallintaa. Verkolle opetetaan syote-vaste-
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esimerkkien avulla aikasarjan malli. Annettujen syote-vaste-esimerkkien perusteella
verkko muuttaa sdrmiin liittyvid painokertoimiaan opetusalgoritminsa mukaisesti,
kunnes virhe on riittdvdn pieni tai opettaja médrdd keskeyttdimiidn. Tamédn jdlkeen
verkon on suoriuduttava tulevista ndytteistd ilman ettd niitd on aiemmin opeteltu.

(Haykin 1999: 63-64 .)

Neuroverkon opettamisen vaiheet:

1. Asetetaan sdrmien painoille satunnaiset alkuarvot.

2. Sydétetdédn verkolle opetusjoukosta alkioita.

3. Lasketaan verkon vaste annetulle syotteelle.

4. Lasketaan virhe, vaste — tavoite vaste.

5. Korjataan sdrmien painokertoimia virhettd vastaavasti.

6. Kun kohdat 1-2 on toistettu niin usein, ettei virheen havaita enéé pienenevén, voidaan
todeta, ettd verkko on opetettu riittdvén hyvin.

7. Testataan neuroverkon suorituskykyd testijoukolla (eri pistevierasjoukko
testiaineistolle). Mikéli ennustuskyky on liian heikko, tarkastellaan piiloneuroneiden

mairdd (lisdd vai vihemmaén) ja aloitetaan vaiheesta 1.

Back-propagation opetus-algoritmi

Seuraavassa kdydddn MLP-verkoissa yleisesti kdytetty back-propagation opetus-
algoritmi tarkemmin lépi vaihe vaiheelta. (Zurada 1992: 188:190.). Ylédindeksi

kaavoissa tarkoittaa neuronin tasoa verkossa, 0 on vasteneuroni ja 1 on piiloneuroni.

Askel 1 Alustetaan neuronien sdrmille satunnaiset pienet painokertoimet.

Esimerkki  on otettu tissd tydsséd kiytetystd sovelluksesta.

'alustetaan pienilld satunnaisluvuilla hide out viliset painot
Fori=1 To hide _node + 1
Forj=1To out node
Sheet5.Cells(i, j).Value = (1.5 * Rnd) - 0.5
Next j
Next i
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Askel 2 Syotetddn sydteneuroneihin ndyte vektorin Z arvot. Lasketaan vasteet
kultakin piiloneuronilta, syotetddn ne vasteneuronille syotteeksi ja
lasketaan sen wvaste. Yldindeksi kaavoissa tarkoittaa neuronin tasoa

verkossa, 0 on vasteneuroni ja 1 on piiloneuroni.

Syotetddn nidytevektori Z neuroverkolle

s394
600
0

Lasketaan piiloneuroneiden vasteet

1 — C 1 O,
Ve = ¢(ZO: wix;) gtcg o (14)
! o/
missa
;= kinen piiloneuronin vaste,
@ = neuronin aktivaatio funktio,
w;. = piiloneuronin j:nenteen sidrmédn liitetty paino,
x; = syotevektorin Z j:nes arvo,
m = sydtevektorin Z arvojen maérd (dimensio).
Lasketaan vasteneuroneiden vasteet
m
yl(c) = (D(Z Wﬁ)yi) ; go (15)
J=0 o0 @
o °

missd

y, = k:nen vasteneuronin vaste,

@ = neuronin aktivaatio funktio,

w? = vasteneuronin j:nenteen sdrmddn liitetty painokerroin,
y;. = jmen piiloneuronin vaste,

m = piiloneuroneiden mééara.



Askel 3

Askel 4

32

Lasketaan verkon virhe E, joka on puoli kertaa neuroverkon vasteiden

virheiden summa.

2

EeEvla-y], (16)

missi

E = neuroverkon vasteiden virheiden nelididen summa,
d = haluttu vaste,

1 = ulostuloneuronin laskettu vaste.

Lasketaan neuroneiden vasteesta ja halutusta vasteesta virhetermit

kullekin neuroverkon tasolle.

Lasketaan virhetermit ulostuloneuroneille.

0 _ 0 0).0 (+ Ny
P o
o }-33, O § O
OJ-. o
missi
5. = k:nen vasteneuronin virhetermi,
d; = k:nen vasteneuronin haluttu vaste,
y, = k:nen vasteneuronin vaste.
Lasketaan virhetermit piiloneuroneille
1 1 R o0, 0
5 =y l-3 )Y ot o, (18)
k=1 o 0
' o Q O
missi 20
oa.

5, = k:nen piiloneuronin virhetermi,
;= kinen piiloneuronin vaste,

k = piiloneuronien maéra,

5. = k:nen vasteneuronin virhetermi,

w, = k:nen vasteneuronin ja piiloneuronin vilisen sdrmén painokerroin.



Askel 5

Askel 6

Askel 7

Askel 8
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Péivitetddn vasteneuroneiden sdrmien painokertoimia saadun virhetermin
perusteella

0 0 0.,0
We<«<W:.+no.y, . -0 (19)
S0 4>

W?= k:nen vasteneuronin ja piiloneuronin vilisen sdrmén painokerroin,

000

misséi

1 = opetusnopeus parametri,
5. = k:nen vasteneuronin virhetermi,

y, = k:nen vasteneuronin vaste.

Péivitetddn piiloneuroneiden sdrmien painokertoimia saadun virhetermin

perusteella
W W +nsty! 0.
K W TIOLY 0./~ (20)
I.'..(,’.
o &

missi

W!= k:nen piiloneuronin ja sydteneuronin vilisen sdrmin painokerroin,
1 = opetusnopeus parametri,

5, = k:nen vasteneuronin virhetermi,

y, = k:nen vasteneuronin vaste.

Tarkistetaan onko naytevektoreita Z olemassa lisdd, jos on, syotetdén
uusi ndytevektori Z neuroverkolle, jos ei ole siirrytdén seuraavaan

vaiheeseen.

Tarkistetaan onko neuroverkon virhe pienentynyt, jos on, mutta se ei ole
nolla jatketaan opetusta syottdmalld ndytevektorit Z uudelleen

neuroverkkoon.

Mikdli virhe ei endd pienene tai se on halutulla tasolla, padtetdin

algoritmi.
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Back-propagation opetus-algoritmi kaaviona. (Zurada 1992: 187.)

Askel 1 Alustetaan siarmille satunnaiset pienet
painokertoimet. W,V
Uusi kierros Y
vanhoilla niytteilld Sydtetddn neuroverkolle ndyte Z ja
lasketaan vasteet kultakin verkon
Askel 2 kerrokselta.
i =<p(i wix,)

=X Wiy
=0

A 4

Lasketaan neuroverkon virhe

Askel 3 E(_E_,_%Hd_yo2

A 4

Lasketaan virhetermit painojen

E 0 korjaamiseksi
< 0 — 0 )( 0) 0
O = (dk = Nl= v i
Askel 4 P
1= 1 0.0
Askel 8 N O, =W (1 -V )Zé‘k W,
k=1
E <E max? l
Péivitetddn ulostuloneuroneiden sdrmien
Y Askel 5 painokertoimia virheen mukaan

W« w’+nsly,

v
Loppu i e .
Péivitetddn piilokerrosneuroneiden

sdrmien painokertoimia virheen mukaan

Askel 6 W'« W'+nsy,
Askel 7
N Onko uusia Y
néytteita

Uusi kierros uudella
néytteelld
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2.2.5 Neuroverkon rakenteen suunnitteleminen

Monikerrosneuroverkko koostuu nimensd mukaisesti useammasta kuin yhdestd
kerroksesta, yleenséd ei kuitenkaan tarvita kahta kerrosta enempéd tasoja. Aikasarjan
kompleksisuuden lisdéntyessd voidaan lisétd piilokerroksen neuroneiden médréé, jolloin

lisdtasoja ei tarvita (Masters 1993: 174).

Monissa luokittelutehtdvissa riittdd yksikin taso, mutta silloin lajitteluongelman téytyy
olla lineaarisesti separoituva. Liian vdhdinen neuronien miédrad piilokerroksessa estdd
verkkoa oppimasta ongelmaa, toisaalta liiallinen neuroneiden méérd hidastaa oppimista
ja voi aiheuttaa ylisovittamista. Ylisovittaminen tarkoittaa tilannetta, jossa opetusjoukon
koko on niin pieni neuroneiden sdrmien painojen maérdin ndhden, ettd verkko oppii
koko opetusjoukon yksityiskohtaisesti ja menettdé téssd tapauksessa yleistamiskykynsa.

(Koikkalainen 1994.)

Yleistamiskyky tarkoittaa sitd, ettd verkko pystyy soveltamaan oppimaansa mallia
uuteen, ennenndkemittomiin dataan ja antaa siitd huolimatta jarkevén vasteen. Kun
neuroverkko on ylisovitettu, tunnistaa se opetusjoukon alkiot erinomaisesti, mutta

uusien alkioiden tunnistaminen epdonnistuu. (Koikkalainen 1994.)

Karkeana sddntoné piiloneuroneiden madrélle voidaan pitdd sitd, ettd painokertoimien
madrd ei saisi ylittdd sydteneuronien méérdd kerrottuna aikasarjan niytteiden maéralla.
Piilokerroksen neuronien médrdn tulee olla aikasarjan niytteiden mairdad pienempi.
Mikaéli tehtiva vaatii kaarevia paatospintoja, on piilokerroksen neuronien mairin oltava

noin kolme kertaa sydteneuronien mééri. (Koikkalainen 1994.)

Oikean piilokerroksen koon I6ytdmiseksi tidytyy siis kokeilla mikd on sopiva
piiloneuroneiden maidrd. Voidaan aloittaa pienelld piilokerroksella ja lisédtd
piilokerroksen neuroneiden méédrdd kunnes verkko on oppinut opetusdatan riittdvin

hyvin.
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2.2.6 Datan esi- ja jalkikésittely

Neuroverkko ei voi oppia dataa missd muodossa tahansa ja esitysmuoto vaikuttaa myds
oppimisnopeuteen (Haykin 1999: 181). Datan esi- ja jilkikédsittelyn toteuttamiseen ei
ole mitddn yleispatevid ohjetta, esitysmuoto tdytyykin aina tapauskohtaisesti ratkaista ja
tavoite on  saada  data  muotoon, joka  sopii  parhaiten  valitulle

neuroverkkoarkkitehtuurille. (Koikkalainen 1994.)

Tassd tyOssd kiytetddn aktivaatiofunktiona binddristd sigmoidia. Binddrinen
sigmoidihan saa arvoja nollasta yhteen. Mikéli mitddn késittelya ei datalle tehda, verkon
vasteelle ei saada mitddn tulkintaan. Mitd esimerkiksi tarkoittaa jos neuroverkko
ennustaa seuraavan piivdn myynnin méériksi 0,128828? Jotta sigmoidin antama tulos
olisi ymmarrettdvassd muodossa, tulee aikasarjan kaikki arvot skaalata vélille [0,1]

seuraavalla kaavalla.

X.

| J— 1

X =—
g 21)

missi

x' = skaalattu aikasarjan arvo,

x; = alkuperdinen aikasarjan arvo ja

S = aikasarjan keskihajonta (kaava 4).

Jos aikasarjaan sopii paremmin bipolaarinen sigmoidi, skaalaukseen voidaan kayttda

kaavaa,

Y= . (22)

missd
. . .
x' = skaalattu aikasarjan arvo,
x; = alkuperiinen aikasarjan arvo,
. = aikasarjan keskiarvo ja
S = aikasarjan keskihajonta (kaava 4).

Vastaavalla tavalla neuroverkon vaste jilkikasitelldén edelld esitetyilld kaavoilla,
kédénteisesti.
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.. jalostetut verkon :
pririeet piirteet vasteet tgr:..asﬁlkka
@lkiﬂa"a):: Esikasinel)fl" s et e ——
kohde verkko wlx . ‘tulkinta

== YA

opetusaineisto

Kuva 9. Datan esi- ja jilkikésittely.

2.2.7 VBA- Excel neuroverkko sovellus

Neuroverkon sovellus on toteutettu MS Excel ohjelmaan. Esisijaisena tavoitteena on
tutustustua tarkemmin neuroverkon toteutukseen kédytdnndssd koodin kautta, siten ettd
ymmaérrys kokonaisuudesta muodostuisi mahdollisimman hyvéksi. Sovelluksen opetus
toteutettiin  Zurada:n  (1992) kirjassaan esittdmd back-propagation-algoritmin

mukaisesti.

Toteutus alustan valintaan vaikutti se, ettd MS Excel on ldhes jokaisessa Windows
pohjaisessa tietokoneessa ja sovellus voitiin toteuttaa nopeasti kyseiseen ympéristoon.
Lisdksi kayttoliittymd ja datan visualisointi omiaisuudet olivat ldhes valmiina ja
aikasarjadatan tarkastelu ja sdrmien painokertoimien tarkastelu on helppoa valmiissa

kayttoliittyméssa.

Oppimistarkoituksessa ~ on  myds  hyvé, ettd  neuroverkon  kayttdmit
sarmienpainokertoimet ovat tarkasteltavissa ja tarvittaessa suoraan muokattavissa.
Testaamisen ndkokulmasta tarkasteltuna on myos tirkeéd, ettd sovelluksen neuroverkon

syote-, piilo- ja vasteneuroneiden méird on sdddettavissa.
Neuroverkkosovelluksen vaatimukset:

1. Sydtevektorin avaruus voi olla 1, 2, 3, ... n. eli syoteneuroneiden
madrd pitdd olla sdddettdvissi
2. Yksi piilokerros, jonka piiloneuroneiden mééra pitdé olla

saadettavissi
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3. Yksi vasteneuroni. Luotaessa ennusteita aikasarjan perusteella yhdelle
paiville yksi askel kerrallaan, ei ole tarvetta useammalle vasteelle.

4. Kaytetddn aktivaatiofunktiona singmoidia, joka saa arvoja vililtd 0... 1,
koska aikasarjadata ei saa negatiivisia arvoja.

5. Aktivaatiofunktion muutosnopeusparametri on saddettavissa.

6. Opetuksessa noudatetaan back-propagation algoritmia.

7. Opetuskierrosten madrad on voitava sditia.

2.2.8 VBA- Excel neuroverkko sovelluksen kéyttoliittyma

Kaytettdessé VBA-Excel neuroverkkosovellusta on ensin maédriteltivd sydte-piilo- ja
vasteneuronien méérd, sekd kéytettdva aktivaatiofunktio. Sovelluksessa on kiytettdvissi
sekd bindérinen ettd dipolaarinen sigmoidi funktio. Luo verkko & alusta painovektorit-
painike luo sovelluksen tarvitsemat taulukkomuuttujat sekd wvalitsee pienet
satunnaisluvut sdrmien painokertoimiksi (kuva 10). Sédrmien painokertoimet

tallennetaan omille vélilehdilleen.

Kun verkko on luotu, voidaan valita haluttu opetuskierrosten méérd, opetustarkkuus,
opetusnopeus sekd alfa. Alfa vaikuttaa funktion herkkyyteen eli sithen miten jyrkka
sigmoidi- funktion kuvaajan kdyrd on. Opetusnopeus kertoo kuinka voimakkaasti

verkon virhettd korjataan muuttamalla sdrmien painokertoimia.
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Akkivaatio funktio

Input Hide Out
Bin&arinen Sigmoidi LI 6 3 1
Opetuskierrokset 100|Bias 1 1
=" Luoverkko &alusta |f5 op condaus  |[0,000001 Bias 2 1
o Bt Opetusnopeus 0,3|Alfa 1
= Opeta Data Opetuskilelrrus 100 18
Opetus rivi 152
=" Tutki Dt Yerkon virhe 0,0003
thi Lald INFUT _JARVO JHIDE _|ARVO  |OUT __ |ARVO  |ODOTE ARVO )
0,516684 1 0,086531 1 0,520888 1 0,566096

1

2 0624363 2 0,843621
3 044216 3 0,884002
4 0471504

5 048837

B 0,584385

Kuva 10. VBA- Excel sovelluksen kéyttoliittyma

Opeta Data- painiketta painettaessa sovellus kdy 1dpi annettuja datandytteitd, paivittden
jokaisen ndytteen jdlkeen sdrmien painokertoimia. Opetusrivi kertoo miltd riviltd,
opetusdata—vililehdeltd (kuva 11) silld hetkelld luetaan ja opetuskierros-kentta kertoo,
opetusdatakierroksen senhetkisen lukumaiirin. Opetusdata néytteet tulee olla syotettyna

(ja esikdsiteltyind) opetusdata—vililehdelle.

B | ¢ | b | E | F | G | H | 1 |
INPUT1 INPUT2 INPUT3 INPUT4 INPUTS INPUTE ODOTE1QUT]
045241 057617 047142 062011 042333 042052 041829 048363
0576172 0,47142] 0,52011 042333 042052 041823 052325 05365

Kuva 11. VBA- Excel sovelluksen opetusdata

Tutki Data- painike kdynnistdd opetuksen jdlkeen sovelluksen lukemaan datandytteitd
data-vililehdeltd. Sovellus tuottaa jokaiselle datandytteelle sitd vastaavan neuroverkon
vasteen, joka tallennetaan ndytettd vastaavalle riville sarakkeeseen OUTx (kuva 12).
Datanéytteiden tulee olla neuroverkolle ennennékemaittomid, jos kiytetddn samaa dataa

kuin opetusdatassa niin vastekin on tiysin sama.
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s~ | 8 | ¢ | o | E | F | 5 | H
Rl INFUT1  INPUTZ  INPUT3Z  INFUT4  INPUTS  INPUTE  QUTT
1] 0455474 0599179 042343 0414864 0424001 0566006 0406216
7 0599179 042343 0414964 0424001 0568098 0486216 0621357

Kuva 12. VBA- Excel sovelluksen tulosdata

OUTx sarakkeesta voidaan siis lukea kutakin niytedataa vastaava ennuste. Liitteessd 1

on sovelluksen VBA - koodi kokonaisuudessaan.

2.3 Aikasarjamallin ennustuskyvyn ja ennustevirheen mittaaminen

Ennustevirhe on toteutuneen arvon ja ennustetun arvon vélinen erotus. Ennusteissa on
aina virheitd, paitsi jos ennustettava aikasarja on deterministinen ja sitd kuvaava malli
on muodostettu oikein. Ennustevirheet voivat olla datassa olevasta virheestd
(ndppdilyvirhe, viallinen anturi, tiedonsiirtovirhe jne.), ennustemallin muodostamisessa
tapahtuneesta virheestd (systemaattista) ja aikasarjan satunnaisuudesta johtuvia virhetta.
Satunnaisvaihteluista johtuva virhe on mukana kaikissa aikasarjoissa. Satunnaisvaihtelu
on se osa aikasarjasta, jota ei saada mallinnettua. Ennustevirheen mittaaminen antaa

tietoa mallin luotettavuudesta ja ennusteen kéyttokelpoisuudesta. (Jain 2001, 23-24.)

Yksittdinen ennustevirhe ei vield kerro juuri mitddn kéytetystd aikasarjan
mallintamismenetelméstd ja kiinnostavampaa onkin pyrkid mittaamaan pidemmén
aikavilin ennustevirhettd summaamalla yhteen ennustevirheitd. Seuraavassa kolme

suuretta joiden avulla voidaan mitata ennusteen luotettavuutta.

Keskiarvoinen absoluuttinen poikkeama MAD (mean absolute diviation) painottaa

kaikki virheet tasaisesti.

2l
MAD =" (23)
n
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missi
e = ennustevirhe jaksolla 7,
n = jaksojen maara.

Keskiarvoinen neliovirhe MSE (mean squared error) painottaa enemman suuria virheité
kuin pienia.
n
2
2.€

MSE ==L (24)
n

missi
e = ennustevirhe jaksolla ¢,
n = jaksojen maara.

MAD:n ja MSE:n tulokseen ei vaikuta se, onko virhe negatiivinen vai positiivinen.

Ennuste on sitd tarkempi, mitd pienemmén arvon samalla aikavililla MAD ja MSE

saavat.

Keskiarvoinen absoluuttinen suhteellinen virhe MAPE (mean absolute percentage

error) mittaa ennustevirheen suhteellista suuruutta todellisiin arvoihin.

X =W
X

(25)

b

MAPE = li
n=

t

missi

x; = todellinen aikasarjan arvo jaksolla ¢,
y, = ennustettu aikasarjan arvo jaksolla 7 ja
n = jaksojen maéra.

Aikasarjan malli on ennakkoluuloton ja tasapainoinen (ei sisdlld systemaattista virhettd)
jos ennustevirheet eivit autokorreloi ja niiden keskiarvo on l&helld nollaa.
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3. AIKASARJAN MALLINNUS JA ENNUSTEIDEN
MUODOSTAMINEN

Aikasarjan mallintaminen alkaa aikasarjan visuaalisella tarkastelulla, jonka avulla
pyritddn havaitsemaan outlinerit ja mahdolliset muut epitavalliset poikkeamat. Lisédksi
tarkastellaan aikasarjan kiyttdytymistd kuten sitd, onko havaittavissa jaksollisuutta.
Visuaalisen tarkastelun jilkeen pédtetdin toimenpiteet aikasarjassa mahdollisesti olevin
virheiden suhteen ja pédtetddn siitd, miten aikasarjaa ryhdytddn neuroverkolla

mallintamaan.

Tassd tyossd, aikasarjan mallinnuksessa kidytettddn erddn tuorepdivittiistavaran
kysynnin aikasarjaa 1.3. — 29.9.2007. Aikasarja kuvaa tuotteen pdivittdistd kysyntda
koko Suomen alueella. Aikasarjan osaa 1.3. — 31.8.2007 kéytetddn neuroverkon
opettamiseen ja opetetulla neuroverkolla ennustetaan kyseisen tuotteen pdaivittdista

kysyntdd, syyskuussa 2007.

3.1 Visuaalinen tarkastelu ja esikésittely

Aluksi tarkastellaan aikasarjaa visuaalisesti, aikasarjaa kuvaavan kaavion avulla ja
pyritddn loytdméédn aikasarjasta outlinerit ja mahdolliset muut anomaliat. Aikasarjan
kuvaajasta kuvassa 10 nidhddin, ettd aikasarja sisdltdd poikkeuksellisen pienid arvoja ja

ainakin yhden poikkeuksellisen suuren arvon.
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Tuotteen péivittdinen kysynta 1.3.-29.9.2007
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2452

Paivamaara

Kuva 13. Aikasarjan kuvaaja ja poikkeamat.

Tarkasteltaessa pienid arvoja erikseen (kuva 11), huomataan ettd, suurin osa niistd on
sunnuntaipdivien arvoja. Sunnuntaina ei kuitenkaan ole toimituksia, joten arvojen taytyy
olla asiakkaiden erehdyksessé védrille péiville tekemid tilauksia. Aikasarjasta ei voida
padtelld kuuluvatko ndmé pienet sunnuntaiset méérdt edelliselle pdiville eli lauantaille,
vai seuraavalle paiville, eli maanantaille. Néin ollen jdtimme nuo arvot kokonaan pois

mallinnettavasta aikasarjasta.

Aikasarjan poikkeuksellisen pienet arvot

500

- I

//\\

2 o] A
= R A

3 [ /N /\

7 5 7 4 7 7 7 7 5 7 7 7 7

Viikonpéaiva

~

Kuva 14. Aikasarjan pienet arvot.

Naéiden epétavallisen pienten arvojen joukossa on kuitenkin myds kolme sellaista arvoa

jotka eivit ole sunnuntaipdivien miédrid. Namé poikkeukset selittyvit myos védrille
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péiville tehtyind tilauksina, koska kyseiset péivit ovat olleet vuonna 2007 juhlapyhii,
jolloin et siis ole mydskdédn ollut asiakastoimituksia. Kun aikasarjasta puhdistetaan pois
nuo sunnuntaipdivien poikkeamat ja tarkastetaan ettd kaikilla muilla paivilld, kuin
sunnuntaipdivilld, on jokin arvo, niin huomataan etti juhlapyhit aiheuttavat aikasarjaan

epdjatkuvuutta, sekd voimakkaita muutoksia aikasarjan arvoihin.

Puhdistettu aikasarja
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Kuva 15. Puhdistettu aikasarja (seriesl) ja epdjatkuvuus indikaattori (series2).

Nuo epéjatkuvuus kohdat taytyy "paikata" jollain tavalla, jotta neuroverkkoa voitaisiin
opettaa ehyelld aikasarjalla. T&lloin tarkastellaan ensin aikasarjan kayttdytymistd

péivakohtaisesti ja padtetdidn tuo epdjatkuvuuskohdan paikkaustapa sen jélkeen.

Tarkasteltaessa tuotteen kysyntdd eri viikonpéivind, huomataan ettd kysyntd vaihtelee
keskiarvon ympdérilld suhteellisen vdhédn, lukuun ottamatta muutamia poikkeuksia.
Kuvassa 13 on merkitty punaisella ympyrilld erikseen ne arvot jotka poikkeavat yli 25

% kyseisen pdivin keskiarvosta.
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Kuva 16. Tuotteen kysyntd eri viikonpdivina ja ko. pdivén keskiarvosta yli 25 %
poikkeava arvo.

Tarkastellaan seuraavaksi mistd voi johtua yli 25 prosentin poikkeama saman
viikonpdivin eri ajankohtina mitatuissa arvoissa. Taulukkoon 2 on koottu poikkeavien
arvojen ajankohta ja selitys. Taulukosta ndhdéan, ettd kaikki poikkeavat arvot selittyvit
juhlapyhien vaikutuksesta kysyntddn. Kysyntd kasvaa juhlapyhien edelld kahdestakin
syystd, ensinnd véahittdiskaupat ovat kiinni pyhind, jolloin kysyntdé ei siis voi olla ja
myo0s siksi ettd pyhien aikaan on kulttuurillisista syistd tapana sy6dd enemmin ja

paremmin.

Taulukko 2. Suuren kysynnén péivit ja kysynnén selitykset.

Suuren kysynniin piiviit 2007

Paivimiira | Miari | Selitys
5.4.2007 | 13721 | Pitkddperjantaita edeltidva torstai
7.4.2007 | 13092 | Padsidispyhien vélilld oleva arkilauantai
10.4.2007 | 12991 | Padsidisen jilkeinen ensimméinen arkipdivd
16.5.2007 | 11560 | Helatorstaita edeltdva keskiviikko

21.6.2007 | 19583 | Juhannusta edeltdva torstai (perjantaina ei tuotantoa)

Kuten aikasarjan arvojen pdivittdisessd tarkastelussa huomattiin, on arkipyhien
aiheuttamia poikkeuksia lukuun ottamatta kysyntd kunakin arkipdivdnd suhteellisen
tasaista. Aikasarjan neuroverkkomallilla on tarkoitus ennustaa syyskuun kysyntii, eika

syyskuussa ole yhtdkddn arkipyhddn, tdten pyritddn arkipyhien vaikutus poistamaan
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aikasarjasta. Vaikutus poistetaan korvaamalla arkipyhistéd johtuvat puuttuvat arvot, sekd
arkipyhdn vaikutuksesta tulleet voimakkaasti keskiarvosta poikkeavat arvot, kunkin
arvon edellisen ja seuraavan vastaavan pdivian keskiarvolla. Télloin mahdollinen

pitkdnajan trendi siilyy aikasarjassa.

Aikasarjaa tarkasteltaessa lyhyemmaissd jaksossa, havaitaan aikasarjan jaksollisuus.
Ajanjaksolla 21.5. — 16.6.2007, ei ole poikkeuksellisia arkipyhid. T&lloin n&hddin
aikasarjan kuvaajasta (kuva 14) selvisti, ettd aikasarjassa on olemassa jaksollisuus, joka
toistuu viikoittain. Jaksollisuus esiintyy siten, ettd maanantain kysytty méédrd on aina
suurempi kuin tiistain ja perjantain suurempi kuin lauantain, sekd aina saman

viikonpdivin kysyntd on samansuuntainen, kuten kuvasta 12 néhtiin.

Aikasarjan jaksollisuus
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Kuva 17. Aikasarjan jaksollisuus.

Jaksollisuus ndkyy myos kuvassa 15, kaavalla 2 lasketuissa autokorrelaatioissa eri
viiveilld eli kuusi aikajaksoa taaksepdin on korrelaatio voimakkaimmillaan. Téstd
havainnosta voidaan pdételld, ettd aikasarjaa neuroverkolla ennustettacssa, on parasta
ottaa kuusi edeltivdd arvoa mukaan ennusteen muodostamiseen, seitseméttd ei enda

kannata ottaa, koska sen korrelaatio on hyvin pieni.
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Autokorrelaatiot
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Kuva 18. Autokorrelaatiot eri viiveilla.

Kuten datan esi- ja jalkikisittely kappaleessa todettiin, on neuroverkon helpompi oppia
aikasarjanmalli ja vasteelle saadaan jdarkevd tulkinta, kun aikasarjan jokainen arvo
skaalataan vilille [0-1]. Aikasarjan arvot saadaan skaalattua vélille [0-1] ja aikasarjan

keskiarvoksi saadaan 0,5 seuraavalla kaavalla.

) X

YT 05 (26)

missd

x'= skaalattu aikasarjan arvo,

x = aikasarjan keskiarvo,

x = aikasarjan alkuperdinen arvo,
0,5 = skaalari kerroin.

Vastaavasti neuroverkon vaste saadaan tulkittavaan muotoon kdantamalla edellinen

kaava toisinpdin.

. X

0=—x", 27
05 (27)

misséi

X = neuroverkon ennuste,
x = aikasarjan keskiarvo,
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x'"" = neuroverkon antama vaste,
0,5 = skaalari kerroin.

3.2 Neuroverkon konfigurointi

Neuroverkon konfiguroinnille ei ole olemassa mitdan tdsméllistd ohjetta, joten kdytetdén
Koikkalaisen 1994 neuroverkkoraportissaan esittdméd ohjenuoraa. Autokorrelaatioiden
perusteella voidaan péitelld ettd aikasarja sisdltdd informaatiota edellisistd arvoista aina

kuuden askeleen padhén.

Ohjenuora on, ettd sdrmien painokertoimien madrd ei saisi ylittdd 3 X syotevektorin
dimension tuloa. Toisin sanoen 3 X 6 on maksimi médrd painokertoimia joka
neuroverkossa sallitaan. Tahén painokertoimien méérdin padstddn kun neuroverkolla on

3 piiloneuronia.

Piiloneuroneiden madrdn muodostuessa tdssd aikasarjamallissa noin pieneksi, ei ole
kiytannossd jarkevdd testata neuroverkon toimintaa endd tuota pienemmdlld
piiloneuroneiden mdiérdlld. Testataan kuitenkin voidaanko piiloneuroneiden maédrén

lisdamisestd saada lisdarvoa ennustuksen tuottamiseen.

Neuroverkon opettaminen tehdddn siten, ettd ensin muodostetaan neuroverkko
konfiguraatiolla 6 X 3 X 1, eli kuusi sydteneuronia, kolme piiloneuronia ja yksi
vasteneuroni. Neuroverkkoa opetetaan niin kauan kun opetusdatasta laskettava MAPE

pienenee ja testiennusteista laskettu MAPE pienenee.

Opetus tapahtuu vaiheittain, niin ettd opetusdataa opetetaan neuroverkolle aina
kymmenen opetuskierroksen ryhmissd. Saavutettaessa testiennuste, tuloksen
minimipiste eli ennustevirhe kdintyy nousuun, tidlloin lopetetaan opetus. Taman jalkeen
opetetaan neuroverkko silld opetuskierrosten méérélld joka tuotti parhaimman tuloksen

ja suoritetaan varsinaiset ennusteet. Lopuksi testataan vield onko piilokerrosten
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lisddmisestd hyotya ja mikali piilokerrosten lisddmisestd on hyotyd suoritetaan ennusteet

myds muutetulla konfiguraatiolla.

3.3 Neuroverkon opettaminen opetus-datalla

Neuroverkkoa (6 X 3 X 1) opetettiin suunnitelman mukaan siten, ettd opetuskierroksia
liséttiin kymmenen aina jokaisen koe-ennustuksen jdlkeen. Taulukosta 3 ja kuvasta 16
nidhdddn ettd paras koe-ennustetulos saatiin 110 opetuskierroksen kohdalla, jonka
jalkeen tulos alkaa heiketd. Opetettaessa neuroverkkoa 200 opetuskierrosta, se menetti

yleistimiskykynsi totaalisesti, aivan kuten neuroverkkoteoria antoi olettaa.

Taulukko 3. Opetusdatan ja testiennusteen virheet eri opetuskierrosméarilld kolmen

piiloneuronin neuroverkossa.

Opetuskierrokset | Opetusdatan MAPE | Testiennusteen MAPE
10 19,82 % 26,79 %
20 11,51 % 15,17 %
30 7,16 % 13,60 %
40 6,65 % 13,39 %
50 6,63 % 12,43 %
60 6,61 % 11,21 %
70 6,58 % 9,84 %
80 6,54 % 8,60 %
90 6,52 % 7,43 %
100 6,51 % 6,81 %
110 6,50 % 6,68 %
120 6,49 % 7,07 %
130 6,42 % 9,12 %

200 6,16 % 27,06 %
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Kuva 19. Opetusdatan ja testiennusteen virheet eri opetuskierrosmiirilld kolmen

piiloneuronin neuroverkossa

Seuraavaksi testattiin opetusta kahdentoista piiloneuronin neuroverkolla. Kévi hyvin
nopeasti selviksi ettei silld pédastd likimainkaan samaan lopputulokseen kuin kolmen

piiloneuronin verkolla,

vaan verkko menetti

alkuvaiheessa kuten taulukosta 4, ja kuvasta 20 selvidi.

Taulukko 4. Opetusdatan ja testiennusteen virheet eri opetuskierrosmaarilla

kahdentoista piiloneuronin neuroverkossa.

Opetuskirrokset | Opetusdatan MAPE | Testiennusteen MAPE
10 9,72 % 12,80 %
20 9,19 % 14,04 %
30 7,16 % 13,60 %
40 7,68 % 14,31 %
50 6,78 % 14,21 %
60 6,49 % 14,73 %
70 6,29 % 15,47 %
80 6,07 % 16,48 %

yleistimiskykynsd jo opetuksen
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Opetusdatan ja testiennusteen virheet eri
opetuskierrosmaarilla (6X12X1 verkko)
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Kuva 20. Opetusdatan ja testiennusteen virheet eri opetuskierrosmaéaérilld kahdentoista

piiloneuronin neuroverkossa.

Naiden testien perusteella valittiin lopullisen ennusteen tuottamiseen neuroverkko jossa
on 6 sydteneuronia, 3 piiloneuronia ja yksi vasteneuroni ja opetuskierroksia tehddin

110.

3.4 Ennusteiden muodostaminen

Edellisten neuroverkkojen opetuksen perusteella valittin 6 X 3 X 1 eli kuusi
syoteneuronia, kolme piiloneuronia ja yksi vasteneuroni. Valittua neuroverkkoa
opetettiin 110 opetuskierrosta ja silld ennustettiin syyskuun jokaiselle myyntipdiville
ennuste, siten ettd ennusteen pohjana kdytetddn aina kuuden edellisen pdivin
myyntiméaristd esikdsitellyt arvot. Namé todelliset myyntimédrdt eivdt ole olleet

aikaisemmin opetusdatassa eli ennuste on "aito" yhden askeleen ennuste aikasarjalle.

Taulukossa 5 on esitetty kaikille syyskuun myyntipdiville edelli mainitulla

neuroverkolla tuotetut ennusteet.
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Piivimairi | Viikonpéivd | VASTE ODOTE | Ero
1.9.2007 | Lauantai 0,486216241 | 0,53078 | 0,04456
3.9.2007 | Maanantai 0,614813837| 0,63808 | 0,02326
4.9.2007 | Tiistai 0,432116299 | 0,43174 | -0,0004
5.9.2007 | Keskiviikko |0,432935571 0,444 10,01106
6.9.2007 | Torstai 0,440802792 | 0,47038 | 0,02958
7.9.2007 | Perjantai 0,571693454 | 0,62863 | 0,05693
8.9.2007 | Lauantai 0,530340578 | 0,58064 | 0,0503
10.9.2007 | Maanantai 0,623219601 | 0,6439 | 0,02068
11.9.2007 | Tiistai 0,416205627 | 0,48134 |0,06513
12.9.2007 | Keskiviikko | 0,43105866| 0,47412|0,04306
13.9.2007 | Torstai 0,460013964 | 0,43486 | -0,0252
14.9.2007 | Perjantai 0,614223886 | 0,64712|0,03289
15.9.2007 | Lauantai 0,562721447 | 0,57565(0,01293
17.9.2007 | Maanantai 0,622424028 | 0,65111 | 0,02869
18.9.2007 | Tiistai 0,464260668 | 0,44789 | -0,0164
19.9.2007 | Keskiviikko |0,467117335| 0,43086 | -0,0363
20.9.2007 | Torstai 0,435519648 | 0,41486 | -0,0207
21.9.2007 | Perjantai 0,636571367| 0,53036 | -0,1062
22.9.2007 | Lauantai 0,586836587| 0,51281 | -0,074
24.9.2007 | Maanantai 0,654654447| 0,63268 | -0,022
25.9.2007 | Tiistai 0,462646308 | 0,41148 | -0,0512
26.9.2007 | Keskiviikko |0,461278147| 0,42691 | -0,0344
27.9.2007 | Torstai 0,44437254 | 0,42156| -0,0228
28.9.2007 | Perjantai 0,555898143 | 0,5594| 0,0035
29.9.2007 | Lauantai 0,536267237| 0,51852 | -0,0177
Ennuste
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Kuva 21. Vasteen, odotteen ja eron kuvaajat kullekin myyntipéiville.
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4 ANALYYSI

Muodostetun aikasarjan neuroverkkomallin ennustekyvyn mittaamiseksi lasketaan
ennusteiden ja toteumien vélisestd erosta tunnuslukuja, jotka kertovat mallin
kyvykkyydestd tuottaa luotettavia ennusteita. MAPE:lla (kaava 25) selvitetidn miten
suuria ennustevirheet ovat suhteessa toteutuneisiin arvoihin. MAD:n (kaava 23) ja
MSE:n (kaava 24) tulokseen ei vaikuta se, onko virhe negatiivinen vai positiivinen.
Ennuste on sitd tarkempi, mitd pienemmén arvon samalla aikavélilla MAD ja MSE
saavat. Aikasarjan malli on ennakkoluuloton ja tasapainoinen (ei sisélld systemaattista

virhettd) jos ennustevirheet eivit korreloi ja niiden keskiarvo on ldhelld nollaa.

4.1 Ennusteen tarkkuus ja aikasarjamallin ennustuskyky

Ennen laskelmia jélkik&sitelldin neuroverkon antama ennuste (kaava 27), jolloin
saadaan neuroverkon vasteesta kappalemddrdinen ennuste. Taulukossa 6 on esitetty
jokaisen myyntipdivin neuroverkon antama ennuste, sitd vastaava odote ja virheet, seka
absoluuttiset ettd suhteelliset. Kolmea ennustevirhettd lukuun ottamatta ennustevirheet
ovat kohtuullisella tasolla. Ennuste seuraa odotetta suhteellisen hyvin kuten ndhdéén

kuvasta 22.
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Taulukko 6. Ennuste, odote ja virheet myyntipdivittdin.

ABS Suht. Suht. ABS
Piiviméiri | Viikonpiivd | ENNUSTE | ODOTE | Virhe virhe Virhe virhe

1.9.2007 | Lauantai 9362 10220 -858 858 | -8,40 % 8,40 %
3.9.2007 | Maanantai 11838 12286 -448 448 | -3,65% 3,65 %
4.9.2007 | Tiistai 8320 8313 7 7 0,09 % 0,09 %
5.9.2007 | Keskiviikko 8336 8549 -213 213 -2,49% 2,49 %
6.9.2007 | Torstai 8488 9057 -569 569 -6,29% 6,29 %
7.9.2007 | Perjantai 11008 12104 -1096 1096 | -9,06 % 9,06 %
8.9.2007 | Lauantai 10212 11180 -968 968 | -8,66 % 8,66 %
10.9.2007 | Maanantai 12000 12398 -398 398 -3.21% 321 %
11.9.2007 | Tiistai 8014 9268 -1254 1254 | -13,53 % 13,53 %
12.9.2007 | Keskiviikko 8300 9129 -829 829 | -9,08 % 9,08 %
13.9.2007 | Torstai 8857 8373 484 484 5,79 % 5,79 %
14.9.2007 | Perjantai 11827 12460 -633 633 | -5,08% 5,08 %
15.9.2007 | Lauantai 10835 11084 -249 249 | -2.25% 2,25 %
17.9.2007 | Maanantai 11985 12537 -552 552 -441% 4,41 %
18.9.2007 | Tiistai 8939 8624 315 315 3,65 % 3,65 %
19.9.2007 | Keskiviikko 8994 8296 698 698 8,42 % 8,42 %
20.9.2007 | Torstai 8386 7988 398 398 4,98 % 4,98 %
21.9.2007 | Perjantai 12257 10212 2045 2045 | 20,03 % 20,03 %
22.9.2007 | Lauantai 11299 9874 1425 1425 | 14,44 % 14,44 %
24.9.2007 | Maanantai 12605 12182 423 423 3,47 % 3,47 %
25.9.2007 | Tiistai 8908 7923 985 985 | 12,43 % 12,43 %
26.9.2007 | Keskiviikko 8882 8220 662 662 8,05 % 8,05 %
27.9.2007 | Torstai 8556 8117 439 439 541 % 541 %
28.9.2007 | Perjantai 10704 10771 -67 67| -0,63 % 0,63 %
29.9.2007 | Lauantai 10326 9984 342 342 3,42 % 3,42 %
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Yhden akseleen ennusteet ja odote
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Kuva 22. Ennusteen ja odotteen kuvaajat.

Aikasarjamallin tunnuslukujen (taulukossa 7) perusteella neuroverkolla tuotettu
aikasarjamalli tuottaa suhteellisen luotettavia ennusteita koko kuukauden jaksolla
tarkasteltuna. MAPE joka kuvaa ennustevirheen absoluuttista suhteellista eroa ja MAD
kuvaa absoluuttista keskiarvoista virhettd. Keskimairin ennustevirhe on 654 tuotetta eli
7%. Ennustevirheiden keskiaro on hyvin 1dhelld nollaa, sama ndkyy myos kuvassa 21,
se kertoo neuroverkon tuottavan ennusteita odotetusti, sekd myos liian pienid ettd liian
suuria ennusteita tasaisesti. MSE arvolle ei ole vertailu kohtaa, joten sille ei saada tdssi
tapauksessa selkedd tulkintaa. MSE arvon avulla voidaan vertailla eri ennusteita, mitd

pienempi luku sitd tarkempi ennuste.

Taulukko 7. Aikasarjamallin tunnusluvut.

MAPE [MAD |MSE |KA
7 % | 654,426 | 629124 4

Virheiden autokorrelaatio on kuitenkin huomattava. Tama kielii siité, ettd neuroverkko

el saanut hyodynnettyd kaikkea aikasarjaan liittyvdd informaatiota, vaan jotain jii

16 ytymitti.
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Ennustevirheen autokorrelaatiot
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Kuva 23. Ennustevirheiden autokorrelaatio aikaviiveilld 1 — 7 paivaa.
Tarkasteltaessa aikasarjan tunnuslukuja tarkemmin, viikonpéivékohtaisesti (taulukko 8),
paljastuu ettd ennustevirheiden keskiarvo ei sdily 1dhelld nollaa viikonpédivikohtaisesti,

vaan syntyy suurta hajontaa. MAPE liikkuu samoin vélilld 3,68% — 7,48%.

Taulukko 8. Aikasarjamallin tunnusluvut viikonpdivékohtaisesti.

Viikonpiivi MAPE MAD KA

Maanantai 3,68 % 455 -244
Tiistai 7,43 % 640 13
Keskiviikko 7,01 % 601 79
Torstai 5,62 % 473 188
Perjantai 8,70 % 960 62
Lauantai 7,43 % 769 -62
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5. YHTEENVETO

Paras MLP-neuroverkko kullekin aikasarjalle 10ytyy ainoastaan testaamalla, mitdén
yksiselitteistd ohjetta ei ole. Tuotetun mallin kyky tuottaa ennusteita riippuu mallin
tekijin ammattitaidosta médritelld neuroverkon rakenne sekd tietysti aikasarjasta

itsestaan.

Muodostettu aikasarjamalli MLP-neuroverkolla antoi hyvid ennustetuloksia, jopa koko
neljén viikon jaksolla. Muutamia suurempia virheitd kuitenkin oli ja tutkittavaksi vield
jai, olisiko ennustetulos vield parempi jos kiytettdisiin myds saman tuoteryhmén
muiden nimikkeiden kysyntdd aikasarjan mallissa? Voitaisiinko tuollaisella mallilla
tutkia jopa muiden tuoteryhmén tuotteiden kysynndn muutosten vaikutusta kyseisen
tuotteen kysyntddn? Olisiko tulos ollut vield tarkempi jos jokaisesta viikonpéivistd olisi

tehty oma neuroverkkomalli?

Tieteellisestd ndkokulmasta tarkasteltuna, on neuroverkkojen testaaminen ongelmallista
siksi, ettd algoritmissa alustetaan sdrmien painokertoimet satunnaisluvuilla. Tastd sekd
desimaalien pienistd pyoristysvirheistd ja opetusalgoritmista johtuen ei juuri koskaan
paddytd tdsmélleen samaan lopputulokseen, ei ennusteen, eikd neuroverkon

painokertoimienkaan suhteen.

Téssd tyodssd kehitettyd VBA-Excel neuroverkkoa voidaan kuitenkin kaytdnnon
tasollakin kayttdd, pienessd mittakaavassa. Ohjelman kehittiminen antoi myos eviitd

ymmértdd neuroverkkojen toimintaa ja niiden kdyton rajoitteita.

Neuroverkkojen idea, aivojen "matkiminen", on hyvin mielenkiintoinen ja
mukaansatempaava aihe, joka on vuosien saatossa kehittynyt. Mielenkiintoista onkin se,
l6ydetddnkd ja voidaanko kéytdnndssd toteuttaa, aivoja todella jéljittelevd malli
kaikkine kompleksisuuksineen. Odotukset ovat mielestédni olleet tdhdn saakka liian
kunnianhimoisia. Miten olisikaan voitu odottaa, ettd tietokone voisi vield nykyiselld

tehokkuudella ja rakenteella, paisti aivojen tasolle?
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Excel-sovelluksen VBA- koodi
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'Algoritmi toteutettu kirjan Introduction to atificial neural systems

'Zurada, Jacek M 1992 s.186 -191 mukaan

'Muuttujien madrittelyt
Option Explicit

Dim input node

Dim hide node

maara

Dim out node

Dim input hide funktio
Dim kierrokset

Dim tarkkuus

Dim Counter

Dim inputtxt

Dim outtxt

Dim odotetxt

Dim odotetut vasteet virheet out()
matriisi

Dim odotetut vasteet virheet hide()
matriisi

Dim input vector ()

Dim verkon virhe
odotteeseen

Dim bias I

Dim bias II

Dim moment

momentti

Dim rivi

Dim oppimisnopeus
painotetaan

Dim nykyinen paino

Dim j—l jl kl m, n, ll o, P
Dim hide summa As Double
Dim out summa As Double
Dim alfa

Dim virhe summa hide

Sub Luo_verkko ()

inputtxt = "INPUT"
outtxt = "OUT"
odotetxt = "ODOTE"

'Montako input nodea

input node = Sheet3.Cells(3, 3).Value

'Montako Hide nodet

hide node = Sheet3.Cells (3, 4).Value
'Montako Out node

out node = Sheet3.Cells(3, 5).Value

'tyhjatddn vanhat nodet
For 1 = 10 To 200
For j = 3 To 10

Sheet3.Cells (i, Jj).Value = Null

Next j

'sydte neuronien maara
'piilo neuronien

'vaste neuronien maara
'kaytettava akvaatio funktio
'méddaratyt opetuskierrokset
'madratty oppimistarkkuus
'opetuskierros laskuri
'soluntunnistekentta
'soluntunnistekentta
'soluntunnistekentta

'Odotettujen vasteiden ja korjaustermien

'Odotettujen vasteiden ja korjaustermien

'Syote vektori
'verkon vasteen virhe suhteessa

'Input hide bias
'Hide out bias
'edellisen korjauksen vaikutus

'Opetus tai tutkittavan datan rivi
'Kerroin jolla korjausta

'muutettava painokerroin

'inputtien ja painojen summaus
'hideinputtien ja painojen summaus
'aktivaatio funktion jyrkkyys
'Virhe out*hide painot



60

Next i

'Luodaan input nodet

Sheet3.Cells (10, 3).Value = "INPUT"
Sheet3.Cells (10, 4).vValue = "ARVO"
For i = 1 To input node

For j = 1 To 2
Sheet3.Cells (10 + i, (3 + j - 1)).Value = 1
Next j
Next i

'Luodaan hide nodet
Sheet3.Cells (10, 5).Value = "HIDE"
Sheet3.Cells (10, 6).Value = "ARVO"
For m = 1 To hide node
For n =1 To 2
Sheet3.Cells (10 + m, (5 + n - 1)).Value = m
Next n
Next m

'Luodaan out nodet
Sheet3.Cells (10, 7).Value = "OUT"
Sheet3.Cells (10, 8).Value = "ARVO"
For p = 1 To out_node
For o =1 To 2
Sheet3.Cells (10 + p, (7 + o - 1)) .Value = p

Next o
Next p
'Luodaan odotteet nodet
Sheet3.Cells (10, 9).Value = "ODOTE"
Sheet3.Cells (10, 10).vValue = "ARVO"

For p = 1 To out_node
For o = 1 To 2
Sheet3.Cells (10 + p, (9 + o - 1)) .Value = p
Next o
Next p

'Poistetaan vanhat otsikot
For i = 1 To 200

Sheetl.Cells (1, i).Value = Null
Next i
For i = 1 To 200

Sheet2.Cells (1, i).Value = Null
Next i

'kijoitetaan soluotsikot data sivulle

Sheetl.Cells (1, 1).Value = "TUNNISTE"
For i = 1 To input node
Sheetl.Cells(l, 1 + 1).Value = inputtxt & i
Next i
For i = input node + 1 To (input node + out node)
Sheetl.Cells(l, i1 + 1).Value = outtxt & (i - input node)
Next i

'kijoitetaan soluotsikot opetus data sivulle

Sheet2.Cells (1, 1).Value = "TUNNISTE"
For i = 1 To input node
Sheet2.Cells (1, 1 + 1).vValue = inputtxt & i
Next i
For i = input node + 1 To (input node + out node)
Sheet2.Cells (1, i + 1).Value = odotetxt & (i - input node)
Next i
For i = (input node + out node + 1) To (input node + out node + out node)
Sheet2.Cells(l, i1 + 1).Value = outtxt & (i - input node - out node)
Next i

MsgBox (input node & " X " & hide node & " X " & out node & "verkko luotu")
Call alusta painot

End Sub

Sub alusta_ painot ()

'tyhjatdan vanhat
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For i = 1 To 200
For j = 1 To 200
Sheetd4.Cells (i, J).Value = Null
Next jJ
Next i

'alustetaan pienilléd satunnaisluvuilla input hide véliset painot
'lisdtdan yksi bias input varten
For i = 1 To input node + 1
For j = 1 To hide node
Sheetd.Cells (i, 3J).Value
Next jJ
Next i

(1.5 * Rnd) - 0.5

'tyhjataan vanhat
For i = 1 To 200
For j = 1 To 200
Sheet5.Cells (i, Jj).Value = Null
Next jJ
Next i

'alustetaan pienilléd satunnaisluvuilla hide out valiset painot
'lisatdan yksi bias hide varten
For i = 1 To hide node + 1

For j = 1 To out_node
Sheet5.Cells (i, j).vValue = (1.5 * Rnd) - 0.5
Next j
Next i

MsgBox (input node & " X " & hide node & " matriisi ja " & hide node & " X " &
out node & " matriisi luotu")

End Sub
Sub opeta dataf()

'haetaan kaytettava akvaatio funktion koodi
input hide funktio = Sheet3.Cells(2, 9).Value

'Haetaan biaskset
bias I = Sheet3.Cells (4, 7).Value 'Input_hide bias
bias ITI = Sheet3.Cells (5, 7).Value 'Hide out bias

'lisatdan tila biakselle

'Montako input nodea

input node = Sheet3.Cells (3, 3).Value + 1
'Montako Hide nodet

hide node = Sheet3.Cells (3, 4).Value + 1

'Montako Out node

out node = Sheet3.Cells(3, 5).Value

'Maaritellaan taulukkomuuttujat uudelleen vastaavan verkon kokoideksi
ReDim odotetut vasteet virheet out (out node, 3)
ReDim odotetut vasteet virheet hide (hide node, 3)
ReDim input vector (input node, 1)

'Nollataan laskin
Counter = 0

'asetetaan toivottu verkon tarkkuus
tarkkuus = Sheet3.Cells (5, 5).Value
'Asetetaan opetus kierrokset

kierrokset = Sheet3.Cells (4, 5).Value
'asetetaan korjauksen nopeus

oppimisnopeus = Sheet3.Cells (6, 5).Value
'Milld rivilld on ensimmdinen opetus tapaus
rivi = 2

'Silmukka kiertdd niin kauan kunnes opetus kirrokset tayttyy tai
'verkon virhe on pienenpé&a kuin asetettu

While Counter < kierrokset

'Silmukka kiertdd niin kauan kun 1loytyy opetus riveja

While (Sheet2.Cells(rivi, 1) .Value <> 0)
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'haetaan input arvot

input_vector (input node, 1) = bias I

For i = 1 To input node - 1
'Haetaan opetus data sivulta
input vector (i, 1) = Sheet2.Cells(rivi, i + 1).Value
'Esitetddan verkko sivulla
Sheet3.Cells (10 + i, 4).Value = input vector (i, 1)

Next i

'MsgBox ("Input " & input vector (input node, 1))

'haetaan odotteet arvot naytettavdksi verkko sivulla

For i = 1 To out node
odotetut vasteet virheet out(i, 1) = Sheet2.Cells(rivi, (input node + 1)) .Value
Sheet3.Cells (10 + i, 10).Value = Sheet2.Cells(rivi, (input node + 1)) .Value

Next i

'lasketaan hide neuronien vasteet
hide summa = 0
odotetut vasteet virheet hide(hide node, 2) = bias II
For k = 1 To hide node - 1
For i = 1 To input node
hide summa = hide summa + _
input vector (i, 1) * Sheet4.Cells(i, k) .Value
'Sheet3.Cells (10 + i, 4).Value * Sheet4.Cells (i, k).Value

Next i
'Valitaan aktivointi funktio
Select Case input hide funktio
Case 1
odotetut vasteet virheet hide(k, 2) = _
bipo sigmoid (hide summa)
'ndytetddn kayttajalle
Sheet3.Cells (10 + k, 6).Value = _
odotetut vasteet virheet hide(k, 2)
Case 2
odotetut vasteet virheet hide(k, 2) = _
binaari sigmoid(hide_ summa)
'naytetaan kayttajalle
Sheet3.Cells (10 + k, 6).Value =
odotetut vasteet virheet hide(k, 2)
Case Else
MsgBox ("Virhe ohjelma pysahtyy")
Exit Sub
End Select
Next k
'MsgBox ("Hide " & odotetut vasteet virheet hide(hide node, 2))
'testi
'i =0
'For 1 = 1 To input node
' Sheet3.Cells (13 + i, 1).Value = odotetut vasteet virheet hide (i, 2)
"Next i

'lasketaan out neuronien vasteet ja lasketaan virheet
out summa = 0
verkon virhe = 0
For k = 1 To out_node
For i = 1 To hide node
out summa = out summa +
odotetut vasteet virheet hide(k, 2) * Sheet5.Cells(i, k).Value
'Sheet3.Cells (10 + i, 6).Value * Sheet5.Cells (i, k) .Value
Next i
'Valitaan aktivointi funktio
Select Case input hide funktio
Case 1
odotetut vasteet virheet out(k, 2) =
bipo sigmoid (out summa)
'Naytetddn kayttadjalle vaste
Sheet3.Cells (10 + k, 8).Value =
odotetut vasteet virheet out(k, 2)
'Laitetaan opetus data sivulle virheen laskentaa varten vaste
Sheet2.Cells(rivi, input node + out node + k).Value =
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odotetut vasteet virheet out(k, 2)
'virheen summaus

verkon virhe = verkon virhe +
0.5 * ((Abs(odotetut vasteet virheet out(k, 2) - _
odotetut vasteet virheet out(k, 1))) "~ 2)

Case 2

odotetut vasteet virheet out(k, 2) =
binaari sigmoid (out_summa)
Sheet3.Cells (10 + k, 8).Value =
odotetut vasteet virheet out(k, 2)
Sheet2.Cells(rivi, input node + out node + k).Value = _
odotetut vasteet virheet out(k, 2)

'virheen summaus
verkon virhe = verkon virhe +
0.5 * ((Abs(odotetut vasteet virheet out(k, 2) - _
odotetut vasteet virheet out(k, 1))) "~ 2)
Case Else
MsgBox ("Virhe ohjelma pysahtyy")
Exit Sub
End Select
Next k

'Opetus vaihe alkaa

'lasketaan korjaustermit out

' valitaan kummalla tavalla korjaustermit lasketaan riippuen funktiosta
If input_hide funktio = 2 Then

' (odotettu vaste - verkonvaste) * (1- verkonvaste) * verkonvaste)
For k = 1 To out_node

odotetut vasteet virheet out(k, 3) = _
(odotetut vasteet virheet out(k, 1) - odotetut vasteet virheet out (k,

2))

* (1 - odotetut vasteet virheet out(k, 2)) *

odotetut vasteet virheet out(k, 2)

Next k
'lasketaan korjaustermit hide

'verkonvaste * (1- verkonvaste) * Summa(virhetermi out * paino hide out)
For j = 1 To hide node
For k = 1 To out node

virhe summa hide = Sheet5.Cells(j, k).Value *
odotetut vasteet virheet out(k, 3)
Next k

odotetut vasteet virheet hide(j, 3) =
odotetut vasteet virheet hide(j, 2) * _

(1 - odotetut vasteet virheet hide(j, 2)) *
virhe summa hide

Next j
Else
'0,5 * (odotettu vaste - verkonvaste) * (1- verkonvaste”2)
For k = 1 To out_node
odotetut vasteet virheet out(k, 3) =
0.5 * (odotetut vasteet virheet out(k, 1) -
odotetut vasteet virheet out(k, 2)) _
* (1 - odotetut vasteet virheet out(k, 2) * 2)

Next k
'lasketaan korjaustermit hide
'0.5 * (1- verkonvaste”2) * Summa(virhetermi out * paino_hide out)
For j = 1 To hide node
For k = 1 To out node
virhe summa hide = Sheet5.Cells(j, k).Value *
odotetut vasteet virheet out(k, 3)
Next k
odotetut vasteet virheet hide(j, 3) = _
0.5 * (1 - odotetut vasteet virheet hide(j, 2) ~ 2) *
virhe summa hide
Next jJ
End If
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'korjataan painot

'out taso

For i = 1 To out_node
For j = 1 To hide node
nykyinen paino = Sheet5.Cells(j, 1i).Value
Sheet5.Cells(j, 1).Value = nykyinen paino + (oppimisnopeus *
odotetut vasteet virheet out (i, 3) * odotetut vasteet virheet out(i, 1))
Next jJ

Next i

'hide taso

For i = 1 To hide node - 1
For j = 1 To input node
nykyinen paino = Sheetd4.Cells(j, 1i).Value
Sheetd4.Cells(j, 1i).Value = nykyinen paino + (oppimisnopeus *
odotetut vasteet virheet hide(i, 3) * input vector(j, 1))
Next j

Next i

'tdmanhetkinen opetus rivi

Sheet3.Cells (8, 5).Value = (rivi - 1)

'vaihdetaan rivia
rivi = rivi + 1

Wend

'Lisatdan kierros laskuriin ja esitetdan se

Counter = Counter + 1

Sheet3.Cells (7, 5).Value = Counter

rivi = 2

'Esitetddn verkon virhe

Sheet3.Cells (9, 5).Value = verkon virhe
'jos virhe pienenpdad kuin haluttu tarkkuus keskeytetdan opetus
If verkon virhe < tarkkuus Then

Counter = Sheet3.Cells (4, 5).Value

End If

Wend

End Sub
Sub tutki data/()

rivi = 2
'haetaan kaytettava akvaatio funktion koodi
input hide funktio = Sheet3.Cells(2, 9).Value

'Haetaan biaskset
bias I = Sheet3.Cells (4, 7).Value 'Input_hide bias
bias_II = Sheet3.Cells (5, 7).Value 'Hide out bias

'lisatdan tila biakselle

'Montako input nodea

input node = Sheet3.Cells (3, 3).Value + 1

'Montako Hide nodet

hide node = Sheet3.Cells (3, 4).Value + 1

'Montako Out node

out node = Sheet3.Cells(3, 5).Value

Al

'silmukka pydrii niin kauan kun on tutkittavia riveja
While (Sheetl.Cells(rivi, 1).Value <> 0)

input_vector (input node, 1) = bias I
For i = 1 To input node - 1
'Haetaan data sivulta
input vector (i, 1) = Sheetl.Cells(rivi, i + 1).Value

'Esitetddn verkko sivulla
Sheet3.Cells (10 + i, 4).Value = input vector (i, 1)
Next i

'lasketaan hide neuronien vasteet
hide summa = 0
odotetut vasteet virheet hide(hide node, 2) = bias II
For k = 1 To hide node - 1
For i = 1 To input node
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hide summa = hide summa + _
input vector (i, 1) * Sheet4.Cells(i, k) .Value
'Sheet3.Cells (10 + i, 4).Value * Sheet4.Cells (i, k).Value
Next i
'Valitaan aktivointi funktio
Select Case input hide funktio
Case 1
odotetut vasteet virheet hide(k, 2) =
bipo sigmoid (hide summa)
'ndytetddn kayttajalle
Sheet3.Cells (10 + k, 6).Value = _
odotetut vasteet virheet hide(k, 2)
Case 2
odotetut vasteet virheet hide(k, 2) =
binaari sigmoid(hide_ summa)
'naytetaan kayttajalle
Sheet3.Cells (10 + k, 6).Value =
odotetut vasteet virheet hide(k, 2)
Case Else
MsgBox ("Virhe ohjelma pysahtyy")
Exit Sub
End Select

Next k

'lasketaan out neuronien vasteet

out summa = 0

For k = 1 To out node
For i = 1 To hide node
out_summa = out_summa +

odotetut vasteet virheet hide(k, 2) * Sheet5.Cells (i, k).Value
'Sheet3.Cells (10 + i, 6).Value * Sheet5.Cells (i, k) .Value
Next i
'Valitaan aktivointi funktio
Select Case input hide funktio
Case 1
odotetut vasteet virheet out(k, 2) =
bipo sigmoid(out_ summa)
'Naytetaan kayttajdlle vaste
Sheet3.Cells (10 + k, 8).Value =
odotetut vasteet virheet out(k, 2)
Sheetl.Cells(rivi, input node + out node) .Value =
odotetut vasteet virheet out(k, 2)
Case 2
odotetut vasteet virheet out(k, 2) =
binaari sigmoid (out summa)
Sheet3.Cells (10 + k, 8).Value = _
odotetut vasteet virheet out(k, 2)
Sheetl.Cells(rivi, input node + out node).Value =
odotetut vasteet virheet out(k, 2)

Case Else
MsgBox ("Virhe ohjelma pysahtyy")
Exit Sub
End Select
Next k
rivi = rivi + 1
Wend
End Sub
Function bipo sigmoid(summa As Double) As Double
alfa = Sheet3.Cells (6, 7).Value
bipo sigmoid = (1 - Exp(l) ~ (-alfa * summa))
/ (1 + Exp(l) ~ (-alfa * summa))

End Function
Function binaari sigmoid(summa As Double) As Double

summa = Round (summa, 5)

alfa = Sheet3.Cells (6, 7).Value
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binaari sigmoid = Round( (1 / (1 + (Exp(l) ~ (-alfa * summa)))), 5)
End Function
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LIITE 2

Tyossé kdytetty "raaka" aikasarjadata

Pdivimadra Madrd | Paivimadra Madrd | Paivdmédard | Madrd | Pdivamadrd | Méaard

20070301 8711 20070508 8304 20070710 9612 20070911 9268
20070302 11094 20070509 8264 20070711 9366 20070912 9129
20070303 9077 20070510 8569 20070712 9121 20070913 2764
20070304 4 20070511 10876 20070713 11904 20070914 12460
20070305 11940 20070512 8642 20070714 10372 20070915 11084
20070306 8151 20070514 11676 20070715 4 20070917 12537
20070307 8097 20070515 8008 20070716 12925 20070918 8624
20070308 8054 20070516 11560 20070717 10036 20070919 8296
20070309 10075 20070517 468 20070718 9778 20070920 7988
20070310 8668 20070518 12183 20070719 9216 20070921 10212
20070312 12316 20070519 10122 20070720 12030 20070922 9874
20070313 8277 20070520 44 20070721 10150 20070924 12182
20070314 8304 20070521 11483 20070723 12741 20070925 7923
20070315 7805 20070522 8344 20070724 9840 20070926 8220
20070316 10427 20070523 8157 20070725 9149 20070927 8117
20070317 8880 20070524 8439 20070726 9147 20070928 10771
20070319 11508 20070525 10840 20070727 11668 20070929 9984
20070320 7643 20070526 8865 20070728 10296
20070321 7757 20070527 4 20070729 4
20070322 7977 20070528 12215 20070730 12814
20070323 9975 20070529 7819 20070731 10143
20070324 8452 20070530 8356 20070801 8359
20070326 11912 20070531 7314 20070802 8370
20070327 8140 20070601 9957 20070803 10620
20070328 7889 20070602 8755 20070804 9368
20070329 7350 20070603 4 20070805 144
20070330 9654 20070604 11071 20070806 11696
20070331 8340 20070605 8326 20070807 8496
20070402 11238 20070606 8338 20070808 8237
20070403 8172 20070607 8657 20070809 8075
20070404 9407 20070608 10520 20070810 10394
20070405 13721 20070609 8793 20070811 9252
20070406 4 20070610 28 20070813 11928
20070407 13092 20070611 11397 20070814 8148
20070410 12991 20070612 8121 20070815 8462
20070411 8740 20070613 8138 20070816 8290
20070412 8735 20070614 8342 20070817 10344

20070413 9979 20070615 10679 20070818 9032



20070414
20070416
20070417
20070418
20070419
20070420
20070421
20070423
20070424
20070425
20070426
20070427
20070428
20070430
20070502
20070503
20070504
20070505
20070506
20070507

8783
11773
8042
7407
7979
10081
8719
11335
7570
7829
7403
10020
9234
12758
10698
8230
10323
8644

12033

20070616
20070618
20070619
20070620
20070621
20070622
20070625
20070626
20070627
20070628
20070629
20070630
20070701
20070702
20070703
20070704
20070705
20070706
20070707
20070709
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9080
11594
8724
10573
19583
256
12402
8940
8668
8872
10521
9815
12
13990
10688
10096
9801
12030
10388
13159

20070820
20070821
20070822
20070823
20070824
20070825
20070827
20070828
20070829
20070830
20070831
20070901
20070902
20070903
20070904
20070905
20070906
20070907
20070908
20070910

11749
8376
8178
7900

10172
8770

11537
8153
7990
8164

10900

10220

12286
8313
8549
9057

12104

11180

12398
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Neuroverkoissa kaytetty "putsattu" aikasarja

Jérjestelmén Munnettujen
Maéard paivimaara PVM ViikoPéivé Muunnet Keskiarvo keskiaro
8711 20070301 1.3.2007 41 0,45240955| 9627,34 0,5
11094 20070302 | 2.3.2007 5| 0,57617168
9077 20070303 3.3.2007 6 0,47141792
11940 20070305 5.3.2007 1| 0,62010906
8151 20070306 6.3.2007 2 0,42332571
8097 20070307 |  7.3.2007 3| 042052119
8054 20070308 8.3.2007 4 0,41828797
10075 20070309 | 9.3.2007 5] 0,52324948
8668 20070310 | 10.3.2007 6 0,45017633
12316 20070312 | 12.3.2007 1| 0,63963678
8277 20070313 | 13.3.2007 2 0,42986957
8304 20070314 | 14.3.2007 3] 043127183
7805 20070315 | 15.3.2007 4 0,40535605
10427 20070316 | 16.3.2007 5 0,54153075
8880 20070317 | 17.3.2007 6| 046118664
11508 20070319 | 19.3.2007 1 0,59767295
7643 20070320 | 20.3.2007 2] 0,39694251
7757 20070321 | 21.3.2007 3 0,40286315
7977 20070322 | 22.3.2007 4 0,41428894
9975 20070323 | 23.3.2007 5 0,51805593
8452 20070324 | 24.3.2007 6| 0,43895827
11912 20070326 | 26.3.2007 1 0,61865487
8140 20070327 | 27.3.2007 2| 042275442
7889 20070328 | 28.3.2007 3 0,40971862
7350 20070329 | 29.3.2007 4| 0,38172543
9654 20070330 | 30.3.2007 5] 0,50138466
8340 20070331 | 31.3.2007 6 0,4331415
11238 20070402 |  2.4.2007 1| 0,58365039
8172 20070403 3.4.2007 2 0,42441635
9407 20070404 |  4.4.2007 3] 0,48855661
8042 20070405 4 0,41766474
10716 5] 0,55654009
8561 20070407 6 0,44461923
11545 1| 0,59959456
8701 20070410 2 0,45189019
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8740 20070411 | 11.4.2007 3 0,45391568
8735 20070412 | 12.4.2007 4 0,453656
9979 20070413 | 13.4.2007 5 0,51826368
8783 20070414 | 14.4.2007 6 0,4561489
11773 20070416 | 16.4.2007 1 0,61143584
8042 20070417 | 17.4.2007 2| 041766474
7407 20070418 | 18.4.2007 3 0,38468575
7979 20070419 | 19.4.2007 4] 0,41439281
10081 20070420 | 20.4.2007 5 0,52356109
8719 20070421 | 21.4.2007 6| 0,45282503
11335 20070423 | 23.4.2007 1 0,58868812
7570 20070424 | 24.4.2007 2| 0,39315122
7829 20070425 | 25.4.2007 3 0,4066025
7403 20070426 | 26.4.2007 4 0,384478
10020 20070427 | 27.4.2007 5 0,52039303
9234 20070428 | 28.4.2007 6| 047957178
12758 20070430 | 30.4.2007 1 0,66259224
7937 1.5.2007 2| 041221152
10698 20070502 2.5.2007 3 0,55560525
8230 20070503 3.5.2007 4| 0,42742861
10323 20070504 4.5.2007 5 0,53612947
8644 20070505 5.5.2007 6| 0,44892987
12033 20070507 7.5.2007 1 0,62493905
8304 20070508 8.5.2007 2| 0,43127183
8264 20070509 9.5.2007 3 0,42919441
8569 20070510 | 10.5.2007 4| 0,44503472
10876 20070511 | 11.5.2007 5 0,56484976
8642 20070512 | 12.5.2007 6 0,448826
11676 20070514 | 14.5.2007 1 0,6063981
8008 20070515 | 15.5.2007 2| 0,41589894
8210 20070516 3 0,4263899
8504 17.5.2007 4] 0,44165891
12183 20070518 | 18.5.2007 5 0,63272937
10122 20070519 | 19.5.2007 6| 0,52569044
11483 20070521 | 21.5.2007 1 0,59637457
8344 20070522 | 22.5.2007 2| 0,43334925
8157 20070523 | 23.5.2007 3 0,42363732
8439 20070524 | 24.5.2007 4] 0,43828311
10840 20070525 | 25.5.2007 5 0,56298008
8865 20070526 | 26.5.2007 6| 0,46040761
12215 20070528 | 28.5.2007 1 0,6343913
7819 20070529 | 29.5.2007 2| 0,40608314
8356 20070530 | 30.5.2007 3 0,43397247
7314 20070531 | 31.5.2007 4| 0,37985575




71

9957 20070601 1.6.2007 5 0,5171211
8755 20070602 2.6.2007 6| 0,45469471
11071 20070604 4.6.2007 1 0,57497717
8326 20070605 5.6.2007 2| 0,43241441
8338 20070606 6.6.2007 3 0,43303763
8657 20070607 7.6.2007 4] 0,44960504
10520 20070608 8.6.2007 5 0,54636075
8793 20070609 9.6.2007 6| 0,45666825
11397 20070611 | 11.6.2007 1 0,59190812
8121 20070612 | 12.6.2007 2| 042176764
8138 20070613 | 13.6.2007 3 0,42265055
8342 20070614 | 14.6.2007 4| 0,43324537
10679 20070615 | 15.6.2007 5 0,55461848
9080 20070616 | 16.6.2007 6| 047157372
11594 20070618 | 18.6.2007 1 0,6021394
8724 20070619 | 19.6.2007 2| 0,45308471
10573 20070620 | 20.6.2007 3 0,54911332
8607 20070621 4| 0,44700826
10600 22.6.2007 5 0,55051558
9447 23.6.2007 6| 0,49063403
12402 20070625 | 25.6.2007 1 0,64410323
8940 20070626 | 26.6.2007 2| 0,46430276
8668 20070627 | 27.6.2007 3 0,45017633
8872 20070628 | 28.6.2007 4| 046077115
10521 20070629 | 29.6.2007 5 0,54641268
9815 20070630 | 30.6.2007 6| 0,50974627
13990 20070702 2.7.2007 1 0,72657669
10688 20070703 3.7.2007 2 0,5550859
10096 20070704 4.7.2007 3 0,52434012
9801 20070705 5.7.2007 4] 0,50901917
12030 20070706 6.7.2007 5 0,62478325
10388 20070707 7.7.2007 6| 0,53950527
13159 20070709 9.7.2007 1 0,68341835
9612 20070710 | 10.7.2007 2| 0,49920337
9366 20070711 | 11.7.2007 3 0,48642726
9121 20070712 | 12.7.2007 4] 0,47370308
11904 20070713 | 13.7.2007 5 0,61823938
10372 20070714 | 14.7.2007 6 0,5386743
12925 20070716 | 16.7.2007 1 0,67126546
10036 20070717 | 17.7.2007 2 0,521224
9778 20070718 | 18.7.2007 3 0,50782465
9216 20070719 | 19.7.2007 4| 0,47863694
12030 20070720 | 20.7.2007 5 0,62478325
10150 20070721 | 21.7.2007 6| 0,52714464
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12741 20070723 | 23.7.2007 1 0,66170934
9840 20070724 | 24.7.2007 2| 0,51104465
9149 20070725 | 25.7.2007 3 0,47515727
9147 20070726 | 26.7.2007 4 0,4750534

11668 20070727 | 27.7.2007 5 0,60598262

10296 20070728 | 28.7.2007 6| 0,53472721

12814 20070730 | 30.7.2007 1 0,66550063

10143 20070731 | 31.7.2007 2| 0,52678109
8359 20070801 1.8.2007 3 0,43412828
8370 20070802 2.8.2007 4] 0,43469957

10620 20070803 3.8.2007 5 0,55155429
9368 20070804 4.8.2007 6| 048653113

11696 20070806 6.8.2007 1 0,60743681
8496 20070807 7.8.2007 2| 0,44124343
8237 20070808 8.8.2007 3 0,42779215
8075 20070809 9.8.2007 4] 0,41937861

10394 20070810 | 10.8.2007 5 0,53981688
9252 20070811 | 11.8.2007 6| 0,48050662

11928 20070813 | 13.8.2007 1 0,61948583
8148 20070814 | 14.8.2007 2 0,4231699
8462 20070815 | 15.8.2007 3 0,43947763
8290 20070816 | 16.8.2007 4| 0,43054473

10344 20070817 | 17.8.2007 5 0,53722011
9032 20070818 | 18.8.2007 6| 0,46908082

11749 20070820 | 20.8.2007 1 0,61018939
8376 20070821 | 21.8.2007 2| 043501118
8178 20070822 | 22.8.2007 3 0,42472796
7900 20070823 | 23.8.2007 4| 0,41028991

10172 20070824 | 24.8.2007 5 0,52828721
8770 20070825 | 25.8.2007 6| 045547374

11537 20070827 | 27.8.2007 1 0,59917908
8153 20070828 | 28.8.2007 2| 0,42342958
7990 20070829 | 29.8.2007 3 0,4149641
8164 20070830 | 30.8.2007 4] 0,42400087

10900 20070831 | 31.8.2007 5 0,56609621

10220 20070901 1.9.2007 6| 0,53078012

12286 20070903 3.9.2007 1 0,63807872
8313 20070904 4.9.2007 2| 0,43173925
8549 20070905 5.9.2007 3 0,44399601
9057 20070906 6.9.2007 4] 0,47037921

12104 20070907 7.9.2007 5 0,62862647

11180 20070908 8.9.2007 6| 0,58063813

12398 20070910 | 10.9.2007 1 0,64389549
9268 20070911 | 11.9.2007 2| 0,48133758
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9129 20070912 | 12.9.2007 3] 047411856
8373 20070913 | 13.9.2007 4| 0,43485537
12460 20070914 | 14.9.2007 5| 0,64711548
11084 20070915 | 15.9.2007 6| 0,57565233
12537 20070917 | 17.9.2007 1 0,65111451
8624 20070918 | 18.9.2007 2| 044789117
8296 20070919 | 19.9.2007 3] 0,43085634
7988 20070920 | 20.9.2007 4] 0,41486023
10212 20070921 | 21.9.2007 5] 0,53036463
9874 20070922 | 22.9.2007 6| 0,51281046
12182 20070924 | 24.9.2007 1 0,63267743
7923 20070925 | 25.9.2007 2| 041148443
8220 20070926 | 26.9.2007 3] 0,42690925
8117 20070927 | 27.9.2007 4 0,4215599
10771 20070928 | 28.9.2007 5] 0,55939654
9984 20070929 | 29.9.2007 6| 0,51852335




LIITE 4

Koe-ennustukset

6 X 3 X 1 neuroverkko
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Kierrokset
10 20 30 40 50 60 70 80 90 100 110 120 130 200
OUT1 OUTI1 OUT1 OUTI1 OUT1 OUTI1 OUT1 OUTI1 OUT1 OUTI1 OUT1 OUTI1 OUT1 OUTI1

0,3295746 0,4278464 0,4926932 0,4939594 0,4894168 0,4882674 0,4882213 0,4881869 0,4878879 0,4872466 0,4862162 0,4847114 0,4825607 0,4541054
0,496172 0,5587597 0,6189835 0,6370199 0,6366738 0,6339619 0,6309595 0,6276171 0,6238709 0,6196357 0,6148138 0,6092641 0,6027478 0,5504336
0,4850748 0,4400151 0,4575933 0,4740155 0,4731988 0,4684975 0,463056 0,4567981 0,4496261 0,4414429 0,4321163 0,4214541 0,409142 0,3198987
0,6580807 0,5600471 0,4861506 0,4758345 0,4713123 0,4661014 0,4609155 0,4552436 0,4487749 0,441376 0,4329356 0,4233012 0,4122189 0,3319132
0,5583733 0,5157199 0,4914085 0,4833489 0,4800696 0,4757067 0,4704193 0,4643639 0,457462 0,4496363 0,4408028 0,430837 0,4195301 0,3446669
0,5430575 0,6004882 0,6270315 0,6241761 0,6186417 0,6131994 0,6069189 0,5996727 0,5914336 0,5821384 0,5716935 0,5599621 0,5467306 0,4624508
0,3972386 0,5332238 0,6112001 0,612241 0,6016715 0,592232 0,5826241 0,5719273 0,5598001 0,5460149 0,5303406 0,5124773 0,4919952 0,358582
0,577431 0,6339679 0,6853423 0,6992379 0,6943122 0,6858861 0,6762653 0,6653873 0,6530819 0,6391185 0,6232196 0,6050269 0,5840312 0,4421372
0,5800447 0,5220293 0,5161055 0,5229531 0,5158295 0,5040111 0,4905269 0,4752539 0,4579501 0,4383666 0,4162056 0,3910892 0,3624909 0,1802288
0,700326 0,6269634 0,5644867 0,5494256 0,5381058 0,5249277 0,5104275 0,4941393 0,4756753 0,4547492 0,4310587 0,4042348 0,3737828 0,183809
0,6210016 0,6098301 0,5922939 0,5771294 0,5655545 0,5529467 0,5386778 0,5225407 0,5042392 0,4834963 0,460014 0,4334285 0,4032609 0,2194685
0,6103913 0,676307 0,701313 0,6967079 0,6889679 0,6803713 0,6703506 0,6588746 0,6458263 0,6310186 0,6142239 0,5951529 0,5734131 0,4370918
0,423977 0,5783957 0,6631868 0,665827 0,6551853 0,6440758 0,6317862 0,617779 0,6017914 0,5835466 0,5627214 0,5389057 0,5115461 0,3371089
0,5908346 0,6602444 0,7063945 0,7138002 0,7059459 0,6958254 0,684641 0,67201 0,6576389 0,6412254 0,622424 0,6007971 0,5757405 0,4074532
0,5754747 0,5536257 0,5723153 0,5821177 0,5744657 0,5616127 0,5467469 0,5298634 0,5107073 0,4889646 0,4642607 0,4361278 0,4039328 0,1986688
0,7180538 0,6457251 0,5844877 0,5729297 0,5639178 0,5522728 0,5391379 0,5243306 0,5075614 0,4885818 0,4671173 0,4428286 0,4152534 0,2416029
0,6036677 0,5783521 0,5472111 0,5275141 0,5173606 0,5073693 0,4962103 0,483679 0,4695173 0,4535288 0,4355196 0,415246 0,3923681 0,2532218
0,5778912 0,6649446 0,7006928 0,6982525 0,6924602 0,6861494 0,6786148 0,6699444 0,6601228 0,6490452 0,6365714 0,6225145 0,6066079 0,5076707
0,3907881 0,549486 0,6317364 0,6338331 0,6270844 0,6216957 0,6162414 0,6101858 0,6033491 0,5956061 0,5868366 0,5768742 0,5654593 0,489205
0,4887548 0,5884195 0,6622387 0,6798098 0,6793008 0,676442 0,673034 0,6691849 0,6648908 0,6600787 0,6546544 0,648482 0,641335 0,5878821
0,4517015 0,4405523 0,477382 0,4949105 0,4943699 0,4907275 0,4865812 0,4817874 0,47626 0,4699169 0,4626463 0,4542804 0,444536 0,3705465
0,6386464 0,5477683 0,4845035 0,4790118 0,4772838 0,4748822 0,4728019 0,4706067 0,4680203 0,4649364 0,4612781 0,4569339 0,4516979 0,403786
0,5332951 0,4775767 0,4528025 0,4501374 0,4516497 0,4516448 0,4508932 0,449784 0,448338 0,446542 0,4443725 0,4417725 0,4386115 0,4082687
0,5214087 0,5590791 0,5733198 0,569364 0,5671025 0,566053 0,5647722 0,5631055 0,561066 0,5586649 0,5558981 0,5527326 0,5490769 0,5191315
0,3443438 0,4822952 0,5633068 0,5660422 0,5600524 0,5563898 0,5532897 0,5499147 0,5460218 0,5415017 0,5362672 0,5301891 0,5230458 0,4688919




Koe-ennustukset

6 X 12 X 1 neuroverkko

75

IKierrokset
10| 20 30 40 50 60) 70 80)
OUT1 OUT1 OUT1 OUT1 OUT1 OUT1 OUT1 OUT1

0,502961 0,4892493] 0,4926932]  0,4737211 0,4627426]  0,4551031 0,4497867|  0,4464413
0,541072]  0,5791262|  0,6189835 0,597995) 0,606299]  0,6086112]  0,6065421 0,600917
0,3572934]  0,3271513 0,4575933] 0,3462992) 0,366825| 0,3801669]  0,3868119]  0,3881936
0,3566554]  0,3315483 04861506  0,3435672|  0,3552113] 0,3616022]  0,3637357]  0,3629668
0,4565088 0,4113888 0,4914085) 0,3838405) 0,3686672]  0,3598124]  0,3542095 0,3499579
0,5278309]  0,5298547|  0,6270315] 0,5170384]  0,5043915 0,4944015| 0,4865619]  0,4800096
0,522604]  0,5102185 0,6112001 0,493626]  0,4793851 0,4662947|  0,4530947|  0,4390529
0,5222154]  0,5546935 0,6853423] 0,5757461 0,5849632  0,5857534]  0,5796907 0,567458
0,3263736]  0,2762339]  0,5161055] 0,289858 0,3074263| 0,3171483] 0,3187539]  0,3132477
0,3400253] 0,2929887]  0,5644867|  0,2942702]  0,2990456]  0,2992872]  0,2947931 0,2860899
0,4619023| 0,4083662  0,5922939]  0,3720273] 0,348084 0,330155] 0,3147184]  0,2993566
0,5741194]  0,5816489 0,701313] 0,5636314]  0,5442445 0,527429]  0,5123153 0,4973602]
0,5428351 0,531097]  0,6631868 0,5108212]  0,4931609 0,477366]  0,4616989]  0,4447582)
0,5275052]  0,5559414]  0,7063945| 0,5708736]  0,5747606|  0,5710813] 0,56114]  0,5454263
0,3850103] 0,348016]  0,5723153 0,3574586]  0,3690722 0,373466]  0,3699549]  0,3588599
0,3627869  0,3322101 0,5844877 0,339297]  0,3462862|  0,3478287  0,3443098 0,3363484
0,4662276]  0,4071813 0,5472111 0,3632578 0,3347446]  0,3152875 0,3008591 0,2886681
0,6016165) 0,6179536]  0,7006928 0,600565| 0,5809251 0,5646559 0,551157]  0,5389108
0,5949895) 0,6023483] 0,6317364]  0,5826749|  0,5631738 0,5471297]  0,5334851 0,5210098
0,5888455) 0,6326914]  0,6622387 0,645667  0,6485503 0,6472334]  0,6428453 0,6356232]
0,3975653] 0,3794652] 0,477382]  0,3957158 0,4119497]  0,4221954]  0,4269475) 0,4273976
0,3930862] 0,384121 0,4845035) 0,3988173] 0,4105025| 0,4168795) 0,4192752]  0,4190712
0,4608448 0,4239827|  0,4528025 0,40211 0,3914311 0,3867222|  0,3852925 0,3855012]
0,5250504]  0,5294366| 0,5733198 0,5172932]  0,5057827|  0,4980122] 0,493686]  0,4921153
0,552827]  0,5501735 0,5633068 0,5322977]  0,5167316|  0,5044717 0,494399 0,485699




LIITE 5

Valitulla neuroverkolla tuotetut ennusteet
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<
=

INPUTI

INPUT?2

INPUT3

INPUT4

INPUTS

INPUT6

OUTI

0,455473739

0,59917908

0,423429578

0,414964102

0,424000867

0,566096209

0,486216241

0,59917908

0,423429578

0,414964102

0,424000867

0,566096209

0,530780116

0,614813837

0,423429578
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0,424000867

0,566096209

0,530780116

0,638078718
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0,566096209

0,530780116

0,638078718

0,431739247

0,432935571

0,424000867

0,566096209

0,530780116

0,638078718

0,431739247

0,443996009

0,440802792

0,566096209

0,530780116

0,638078718

0,431739247

0,443996009

0,470379208

0,571693454

0,530780116

0,638078718

0,431739247

0,443996009

0,470379208

0,62862647

0,530340578
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—_
O

0,575652329

0,651114512

0,447891166
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0,559396539

0,536267237




